| EURIA W30
Instifut des Eurodnstitut d’Actuariat !

ACTUA Es Université de Bretagne Occidentale

Mémoire présenté devant le jury de '’EURIA en vue de 'obtention du
Dipléme d’Actuaire EURIA
et de ’admission a I'Institut des Actuaires

Le 18 septembre 2024

Par : Kouassi Alphonse Nathan EBROTIE
Titre : Modélisation et prédiction du Best Estimate par réseaux de neurones génératifs

Confidentialité : Non

Les signataires s’engagent a respecter la confidentialité indiquée ci-dessus

Membre présent du jury de ’Institut Entreprise :
des Actuaires : Malakoff Humanis
Pierre CORREGE Signature :
Jean-Christophe MERER

Signature :

Membres présents du jury de UEURIA : Directeur de mémoire en entreprise :
Franck VERMET Elise DURAND & Naoufal EL. BEKRI

Signature :
Invité :

Signature :

Autorisation de publication et de mise en ligne sur un site de diffusion
de documents actuariels
(apres expiration de ’éventuel délai de confidentialité)

Signature du responsable entreprise : Signature du candidat :
EURIA 6, avenue le Gorgeu T 433 (0)2 98 01 66 55
EURo Institut CS 93837 euria@univ-brest.fr

d’Actuariat 29238 Brest Cedex 3


https://www.univ-brest.fr/euria/fr
https://www.univ-brest.fr/euria/fr
https://www.univ-brest.fr/euria/fr
mailto:euria@univ-brest.fr

Résumé

La réglementation Solvabilité 11 (SI1) impose aux assureurs un certain nombre de
contraintes dont ’évaluation de leurs provisions techniques de la fagon la plus juste pos-
sible, ces provisions ayant une composante dite Best Estimate (BE). Un autre enjeu de
SI1, concerne I'estimation prospective de certaines métriques comme le ratio de Solvabi-
lité dans le cadre de ’ORSA ou pour des allocations stratégiques d’actifs.

Afin de respecter ces exigences du régulateur, les assureurs utilisent généralement des
modeles d’Asset and Liability Management (ALM) afin d’effectuer des projections des
différents flux financiers en fonction de scénarios économiques. A partir de ces projections,
les différents éléments d’intéréts (BE, ratio, etc.) peuvent étre obtenus en utilisant des
méthodes basées sur des simulations comme 'approche classique de Simulations dans les
Simulations (SdS). Toutefois, en pratique, cette méthode fondée sur le Monte-Carlo est
trés couteuse en temps de calcul. C’est pour cette raison que des techniques de réduction
de temps de calcul ont été développées. Dans la littérature actuarielle, plusieurs mé-
moires se sont attardés sur la mise en place de ces méta-modéles pour des fins identiques
a ceux évoqués plus haut, mais adoptent des approches alternatives qui ne se généra-
lisent pas souvent et ne permettent pas parfois de capturer efficacement les distributions
temporelles des éléments d’intéréts, sachant que cette distribution peut étre utile pour
des problématiques d’estimations prospectives.

Avec I'avénement d’outils comme ChatGPT, DALL-E, Midjourney, les modéles gé-
nératifs font parler d’eux de fagon spectaculaire, et laissent entrevoir de nouvelles oppor-
tunités en termes de modélisation au vu des capacités des modéles sous-jacents. C’est
dans la perspective de tirer profit des possibilités qu’offrent ces modéles génératifs dans
des taches de modélisation que ce mémoire s’inscrit. Notre étude se focalise sur 1'utilisa-
tion des modéles génératifs afin d’approximer le Best Estimate. Cette estimation s’intégre
également dans un cadre prospectif et peut permettre de réaliser des anticipations aussi
bien sur le BE que sur I’'évolution de métriques comme le SCR et le ratio de Solvabilité.

Mots-clés : Solvabilité 11, Best FEstimate, proxy, réseaux de neurones génératifs.
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Abstract

The Solvency 11 (S11) regulations impose a number of constraints on insu-
rers, including the need to assess their technical provisions as accurately as
possible, since these provisions include a component known as Best Estimate
(BE). Another S1I challenge concerns the prospective estimation of certain
metrics, such as the Solvency ratio, for ORSA purposes or for strategic asset
allocation.

To meet these regulatory requirements, insurers generally use Asset and
Liability Management (ALM) models to project the various cash flows ac-
cording to economic scenarios. From these projections, the various interest
elements (BE, ratio, etc.) can be obtained using simulation-based methods
such as the classic Simulations within Simulations (SdS) approach. In prac-
tice, however, this Monte-Carlo-based method is very time-consuming. For
this reason, techniques for reducing calculation time have been developed. In
the actuarial literature, a number of papers have focused on the implemen-
tation of these meta-models for purposes identical to those mentioned above,
but adopt alternative approaches that do not often generalize and sometimes
fail to efficiently capture the time distributions of the elements of interest,
bearing in mind that this distribution can be useful for forward-looking esti-
mation problems.

With the advent of tools such as ChatGPT, DALL-E, Midjourney, gene-
rative models are making spectacular headlines, and hint at new opportunities
in terms of modeling given the capabilities of the underlying models. It is with
a view to taking advantage of the possibilities offered by these generative mo-
dels in modeling tasks that this dissertation takes place. Our study focuses
on the use of generative models to approximate the Best Estimate. This esti-
mate is also part of a forward-looking framework, and can be used to forecast
both the BE and the evolution of metrics such as the SCR and Solvency ratio.

Keywords : Solvency 11, Best Estimate, prozy, generative neural net-
works.
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Note de synthése

Contexte et motivations

Dans le cadre de Solvabilité 11, les compagnies d’assurance sont soumises & des exi-
gences accrues en matiére de quantification des risques et de maintien de fonds propres
suffisants pour garantir leur stabilité sur le long terme. Concrétement, la réglementation
attend d’eux une évaluation rigoureuse des provisions techniques, avec une attention
particuliére portée a la composante Best Estimate Liabilities (BEL), introduite lors de
Ientrée en vigueur de SiI. En outre, les assureurs doivent non seulement démontrer leur
solvabilité sur un horizon d’un an, mais aussi effectuer des analyses prospectives pour
identifier les risques potentiels et adapter leurs stratégies en conséquence.

Le calcul du BEL étant dépendant de la projection des flux futurs, les assureurs ont
recours a des modeéles d’Asset and Liability Management(ALM) qui permettent de cap-
ter les mécanismes d’interactions actif-passif afin d’obtenir les cash flows. Cependant,
ces modeéles reposent (en théorie) sur des simulations intensives basées sur la méthode
Monte-Carlo, et plus particuliérement sur la technique de Simulations dans les Simula-
tions (SdS). Bien que cette approche offre une grande précision, elle est également trés
exigeante en termes de temps de calcul. Cette réalité a incité le secteur a explorer et a
développer des techniques de réduction du temps de calcul, visant & rendre ces processus
plus efficients sans sacrifier la précision dans ’estimation.

De nombreux travaux se sont intéressés a la mise en place d’alternatives a la SdS. Ces
techniques peuvent étre catégorisées en approches paramétriques (Least Squares Monte
Carlo et Curve fitting), purement financiéres (replicating portfolio) et de Machine Lear-
ning(ML). Nous nous sommes intéressés dans ce mémoire a la famille des méthodes
d’approximations qui se servent du ML. En explorant la littérature, il ressort que cette
approche a connu beaucoup d’engouement ces derniéres années avec I'utilisation de mo-
déles de plus en plus sophistiqués, depuis les régressions polynomiales, jusqu’aux réseaux
de neurones récurrents en passant par les méthodes de Boosting. Méme si les résultats
issus de ces modéles sont intéressants, ils sont limités ou ne se généralisent pas trés bien
quand I'horizon temporel s’éloigne de l'instant de calibration initial.

v



Contribution

D’un autre coté, les modéles génératifs ont été largement explorés dans le domaine de
I’apprentissage statistique avec des applications dans de trés nombreux domaines comme
la finance, I'imagerie médicale ou méme dans les outils que nous utilisons au quotidien.
Ces applications ont démontré que ces modéles excellent dans les tiches qui leur sont
confiées et qui consistent généralement & générer des données ou du contenu ayant cer-
taines propriétés. Cela n’est guére surprenant puisque ces modéles ont été construits pour
apprendre a effectuer de la génération en apprenant le processus sous-jacent ayant per-
mis d’obtenir les données d’intérét. Un aspect intéressant qu’offre ces modéles, s’ils sont
convenablement construits, est leur capacité a générer des données de maniére guidée.
En guidant la génération de données en fonction de certaines informations, nous pouvons
les doter d’une capacité prédictive, méme si ce n’est pas leur vocation premiére.

Ainsi, nous proposons d’étendre le paradigme discriminatif des modéles proxy de
Machine Learning au cadre génératif dans un contexte d’approximation de métriques
réglementaires telles que le Best Estimate.

Ces modéles génératifs peuvent étre catégorisés selon deux grandes familles : les mo-
déles implicites et les modéles fondés sur la vraisemblance. La principale différence se
situe dans la maniére dont ils générent les données : les implicites ne cherchent pas exac-
tement la distribution qui a permis d’obtenir les données alors que c’est le cas pour les
modeéles de vraisemblance.

Nous avons retenu un modéle pour chacune des deux familles évoquées précédem-
ment afin de répondre a notre problématique tout en menant une analyse comparative
entre les deux modéles. Nous sommes partis des architectures originelles et nous avons
apporté quelques modifications inspirées de la littérature scientifique sur ces modéles afin
d’aboutir & des architectures conditionnelles qui favorisent la génération guidée. Ainsi,
pour le modéle implicite, c’est le Generative Adversarial Networks de Wasserstein avec
conditionnement et pénalisation de gradients que nous notons COND-WGAN-GP qui
a été adopté. Il est illustré par la figure 1.
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FIGURE 1 — Nlustration COND-WGAN-GP



Et pour le modéle de vraisemblance, un Auto-encodeur variationnel avec condition-
nement CVAE illustré par la figure 2.
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FIGURE 2 — Illustration CVAE

De plus, BEL = Best Estimate Garanti (BEG)+ Future Discretionary Benefits (FDB)

Ainsi, sans perte de la généralité, nous faisons le choix de modéliser uniquement la
FDB car c’est cette quantité qui nécessite 'usage du modéle ALM afin d’effectuer des
simulations. La méthodologie est ensuite mise en ceuvre sur un portefeuille réel.

Application sur un portefeuille d’assurance vie

Le portefeuille sur lequel nous avons effectué nos études est un portefeuille du pé-
rimétre épargne-retraite. L’objectif de modélisation s’écrit : Y = FDB = f3(X) avec
fo étant soit le COND-WGAN-GP soit le CVAE et les variables explicatives obtenues
par le biais d’une étude interne qui identifie les variables pertinentes pour un proxy. Plus
exactement, X=(Taux, TRC, Taux Cible, PM s1s). Les données a disposition s’étendent
de la cloture 2022 a celle de 2023.

Sur ce premier modéle, la calibration s’effectue sur 80 % des données de 2022,
choisies aléatoirement et 1’échantillonnage est effectué sur les 20% restants. Pour les
problématiques de prédictions, une métrique usuelle est 'erreur quadratique moyenne

(Root Mean Square Error, RMSE) définie par : RMSE = \/% SOV (el Yiprédit)Q.
Cependant, dans notre contexte, cette métrique s’avére inappropriée, car les modeéles gé-
nératifs que nous utilisons ne visent pas & prédire des valeurs individuelles spécifiques.
Ainsi, I’évaluation des modéles s’effectue sur la base de métriques permettant de carac-
tériser des distributions : la moyenne (M), écart-type (o), le quantile & 25% (Q1) et a
75% (Q3), l'intervalle interquartile (@), la norme Lo (L2) entre la densité empirique des
données générées et celle des données réelles et le test statistique de Kolmogorov-Smirnov
qui permet de savoir si deux ensembles de données proviennent de la méme distribution.
Les résultats quantitatifs de ce premier modéle sont matérialisés par le tableau 1 et la
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figure 3. Pour des raisons de confidentialité, les valeurs exactes ne seront pas divulguées
pour les métriques quantitatives ; seules des erreurs relatives absolues seront mentionnées.
De méme, certaines valeurs sur les axes (ordonnée ou abscisse) des figures ou graphiques
ne seront pas affichées.

Meétriques M o Q1 Q3 1Q Ly
ASORGWVEAN-GE050%  2,07%  1,66% 0,19% 0,80% 0,03%
ACYAE 0,49% 1,66% 1,42% 0,15% 0,71% 0,01%

TABLE 1 — Comparaison quantitative de la performance des différents modéles. Lecture :
plus la valeur de la variation est proche de 0, meilleur est le modéle pour la métrique
concerncée.

Ou, pour une métrique donnée et modéle € { COND-WGAN-GP, CVAE},

Aﬁg&?}fue = % correspond & la variation relative absolue entre la valeur
prédite et la valeur réelle. De méme, le test de Kolmogorov-Smirnov atteste que les vrais
échantillons et ceux générés proviennent de la méme distribution.

FDB réelle
FDB prédite : COND-WGAN-GP

ensité (x10-)

Densité (x10-%)

Q-Q plot des quantiles comparés : COND-WGAN-GP Q-Q plot des quantiles comparés : CVAE

Valeurs réelles Valeurs réelles

FIGURE 3 — Visualisation de la distribution réelle de la FDB et celle prédite avec le
COND-WGAN-GP (a gauche) et avec le CVAE (a droite) ainsi que de leur quantile-
quantile plot.

Une autre idée a été de tester a quel point les modéles sont capables de prendre
en compte I'ajout de variables afin d’ajuster leurs prédictions. Nous avons ajouté ces
informations de maniére progressive, et il en ressort que les modéles sont capables de les
capturer, comme illustré par les figures 4 et 5.
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—— FDB réelle ~—— FDB réelle ~—— FDB réelle
12 —— FDB prédite - bruit —— FDB prédite - bruit & PM —— FDB prédite - bruit & PM & TRC

Densité (x10-%)

~—— FDB réelle ~—— FDB réelle
—— FDB prédite - bruit & toutes les variables —— FDB prédite - bruit & PM & TRC & TC

Densité (x10%)

FIGURE 4 — Prise en compte de 'ajout progressif de variables par le COND-WGAN-
GP. Lecture : dans le sens des aiguilles d’'une montre.

~—— FDB réelle —— FDB réelle —— FDB réelle
12 —— FDB prédite - bruit —— FDB prédite - bruit & PM —— FDB prédite - bruit & PM & TRC

Densité (x10-%)

~—— FDB réelle ~—— FDB réelle
—— FDB prédite - bruit & toutes les variables —— FDB prédite - bruit & PM & TRC & TC

Densité (x10-3)

FIGURE 5 — Prise en compte de I'ajout progressif de variables avec modéle CVAE.
Lecture : dans le sens des aiguilles d’une montre.

La derniére partie de I'étude a été d’effectuer des sensibilités sur les modéles.

Nous avons préalablement repensé le fonctionnement du modéle général. En fait, pour
un trimestre ou une année donnée, en I’absence de modeéle ALM, les projections de TRC
et de PMarr ne sont pas observables directement. Par conséquent, des sous-modéles
ont été mis en place pour estimer ces quantités. L’objectif de modélisation est alors :

FDB = fg()?) ot X = (Taux, '@, Taux Cible, P]\//IZM)
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Le modéle TRC prend comme variables explicatives I'allocation d’actifs et les données
émanant du GSE tels que les indices action et immobilier, 'inflation et les taux.

En réalité, I’estimation de la P@M, se fait via un modéle intermédiaire de flexing.
En effet, les PMysterministe étant connues, il suffit d’estimer les coefficients de flexing
correspondants. Ce modéle prend comme inputs le TRC et la courbe des taux.

Le résultat de I’évaluation des modéles sur leur capacité & modéliser ces quantités est
illustrée par les figures 6 et 7.
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F1GURE 6 — Prédictions du TRC aux instants ¢t = 10, 20, 30. Premiére ligne : COND-
WGAN-GP, deuxiéme ligne : CVAE.
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FIGURE 7 — Prédictions du coefficient de flexing aux instants ¢ = 10,20, 30. Premiére

ligne : COND-WGAN-GP, deuxiéme ligne

: CVAE.
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Avec ces modéles, nous avons approximé le BE dans des cas de chocs a la baisse sur
le facteur de risque immobilier et de choc & la hausse sur les taux avec des niveaux de
chocs correspondants & ceux de SII. Les résultats obtenus sont présentés dans le tableau
2.

Modéle COND-WGAN-GP CVAE

Ataux 2,05% 1,37%
Aggntral 1,53% 1,11%
Almmobilier 1,79% 1,14%

TABLE 2 — Résultats BE pour des chocs de marché.V choc € {Taux, immobilier} AGec =

% ot BE correspond au BE prédit par le modéle. Lecture : plus la valeur de la
variation est proche de 0, meilleur est le modéle concerné.

Il apparait que les modéles capturent les effets des deux chocs sur le BE, mais avec
des erreurs plus importantes pour le choc de taux que pour le choc immobilier, probable-
ment en raison de la volatilité des taux et de la variabilité du choc de taux par rapport
au choc immobilier, qui est fixe.

L’erreur en SCR, a été également quantifiée en adoptant ’approche proportionnelle
(voir 3.2) dont les hypothéses sont vérifiées par notre entité, du moins sur la période
considérée. Ainsi, nous obtenons, en prenant comme instant initial 'année 2021, une er-
reur relative de moins de 2% pour les deux modéles. Bien que ce calcul ait été effectué
pour un horizon de temps proche de l'instant de calibration, ces résultats indiquent que
les deux modéles sont capables d’approximer le BE, car en substituant le BE réel par le
celui prédit par nos modéles, 'erreur relative est faible.

Pour finir, 'ensemble des backtests effectués et des analyses de sensibilité montrent
que les deux modéles parviennent a bien capturer les distributions des variables d’intérét.
Cependant, a la lumiére des métriques d’évaluation et des graphiques des distributions,
le CVAE semble offrir une précision supérieure a celle du modéle implicite.

Conclusion

Dans ce mémoire, nous avons exploré diverses techniques alternatives pour le cal-
cul du Best Estimate, en nous concentrant particuliérement sur celles reposant sur le
Machine Learning. Nous avons proposé d’étendre ces approches a la classe des modéles
génératifs. Ces modeéles, dotés d’une capacité & modéliser des distributions complexes,
qu’elles soient statiques ou dynamiques, peuvent, lorsqu’ils sont correctement construits,
répondre efficacement & notre problématique de prédiction du Best Estimate. Nous avons
présenté et testé deux de ces modéles, le COND-WGAN-GP et le CVAE, sur un porte-



feuille épargne-retraite. Les résultats obtenus sont encourageants : une fois la calibration
effectuée, ces modéles se révélent non seulement moins chronophages, mais aussi plus
flexibles, car ils permettent de se passer de certaines variables, comme ’a montré ’étude
de prise en compte progressive des informations. Cette flexibilité pourrait potentielle-
ment faire de ces approches une alternative intéressante & la méthode SAS dans certains
contextes. Toutefois, certaines limites subsistent, notamment en ce qui concerne la quan-
tité de données nécessaire pour calibrer le modéle (voir tableau 3.7).

De plus, des études plus approfondies auraient permis de challenger les modéles sur
leur capacité a se généraliser dans le temps, notamment avec plusieurs scénarios ORSA.
Par ailleurs, notre étude n’ayant exploré que deux modéles parmi la vaste famille des
modeéles génératifs, il serait intéressant de se pencher sur d’autres catégories, telles que
les modeles de diffusion et les Normalizing Flows.

Enfin, au-dela de ce cas d’application, 'approche proposée peut également étre appli-
quée & d’autres problématiques comme le calcul du capital économique dans un modéle
interne, en utilisant les modéles génératifs pour produire les distributions futures des
fonds propres économiques.
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Executive summary

Context and motivations

Under Solvency II, insurance companies are subject to increased requirements in
terms of quantifying risks and maintaining sufficient capital to guarantee their long-term
stability. In concrete terms, the regulations expect them to rigorously assess technical pro-
visions, with particular attention paid to the Best Estimate Liabilities (BEL) component,
introduced when SII came into force. In addition, insurers must not only demonstrate
their solvency over a one-year horizon, but also carry out forward-looking analyses to
identify potential risks and adapt their strategies accordingly.

As BEL calculations depend on the projection of future cash flows, insurers use Asset
and Liability Management models to capture the mechanisms of asset-liability interac-
tions in order to obtain cash flows. However, these models rely on intensive Monte-Carlo
simulations, and more specifically on the Simulations within Simulations (SdS) technique.
While this approach offers high accuracy, it is also very demanding in terms of computing
time. This reality has prompted the industry to explore and develop computation time
reduction techniques, aimed at making these processes more efficient without sacrificing
estimation accuracy.

A number of studies have focused on the development of alternatives to SdS. These
techniques can be categorized into parametric (Least Squares Monte Carlo and Curve
fitting), purely financial (replicating portfolio) and Machine Learning(ML) approaches.
In this dissertation, we focus on the family of ML-based approximation methods. A re-
view of the literature shows that this approach has become very popular in recent years,
with the use of increasingly sophisticated models ranging from polynomial regressions
to recurrent neural networks and boosting methods. Although the results obtained from
these models are interesting, they are limited or do not generalize very well when the
time horizon moves away from the initial calibration time.
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Contribution

On the other hand, generative models have been widely explored in the field of statis-
tical learning, with applications in a wide range of fields such as finance, medical imaging
or even in the tools we use every day. These applications have demonstrated that these
models excel at the tasks they are given, which generally involve generating data or
content with certain properties. This is hardly surprising, given that these models were
built to learn how to perform generation by learning the underlying process by which the
data of interest was obtained. An interesting aspect of these models, if properly construc-
ted, is their ability to generate data in a guided way. By guiding the generation of data
according to certain information, we can endow them with a predictive capacity, even if
this is not their primary vocation.

Thus, we propose to extend the discriminative paradigm of Machine Learning proxy
models to the generative framework in a context of regulatory metric approximation such
as Best Estimate.

These generative models can be categorized into two main families : implicit models
and likelihood-based models. The main difference lies in the way in which they generate
the data : implicit models do not look exactly for the distribution that was used to obtain
the data, whereas this is the case for likelihood models.

We have chosen one model from each of the two families mentioned above, in order
to address our problem while at the same time carrying out a comparative analysis
between the two models. We started from the original architectures and made a few
modifications inspired by the scientific literature on these models, in order to achieve
conditional architectures that favor guided generation. For the implicit model, we adopted
Wasserstein’s Generative Adversarial Networks with conditioning and grandient penalty,
which we call COND-WGAN-GP. It is illustrated in figure 8.
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FIGURE 8 — Illustration COND-WGAN-GP
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And for the likelihood model, a variational Auto-encoder with conditioning CVAE
illustrated by figure 9.
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FIGURE 9 — Illustration CVAE

Moreover, BEL = Best Estimate Guarantee (BEG)+ Future Discretionary Benefits (FDB).
Thus, without loss of generality, we choose to model only the F'D B, as it is this quan-

tity that requires the use of the ALM model to perform simulations. The methodology

is then implemented on a real portfolio.

Application to a life insurance portfolio

The portfolio on which we have carried out our studies is a savings and retirement
portfolio. The modeling objective is written as follows Y = FDB = fg(X) with fg being
either the COND-WGAN-GP or the CVAE and the explanatory variables obtained
through an internal study that identifies the relevant variables for a proxy. More precisely,
X=(Rate, CRR, Target Rate, PM ). The data available covers the period from the
close of 2022 to the close of 2023.

In this first model, calibration is performed on 80% of the 2022 data, selected at
random, and sampling is carried out on the remaining 20%. For prediction problems, a
common metric is the root mean square error (Root Mean Square Error, RMSE) defined

by : RMSE = \/ LSy (yyeal — ypPredicted)2 However, in our context, this metric proves
inappropriate, as the generative models we use do not aim to predict specific individual
values. The models are therefore evaluated on the basis of metrics that characterize
distributions : mean (M), standard deviation (o), quantile at 25% (Q1) and at 75% (Q3),
interquartile range (IQ), the norm Lo (L2) between the empirical density of the generated
data and that of the real data, and the Kolmogorov-Smirnov statistical test to determine
whether two sets of data come from the same distribution. The quantitative results of
this first model are shown in the table 3 and the figure 10. For reasons of confidentiality,
exact values will not be disclosed for quantitative metrics; only absolute relative errors
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will be mentioned. Similarly, certain values on the axes (ordinate or abscissa) of figures
or graphs will not be displayed.

Metrics M o Q1 Q3 1Q Ly
ACOND-WGAN-GP 0 50%  2.07% 1,66% 0,19% 0,80% 0,03%
ACYAE 0,49% 1,66% 1,42% 0,15% 0,71% 0,01%

TABLE 3 — Quantitative comparison of the performance of different models. Reading :
the closer the variation value is to 0, the better the model for the metric in question

Where, for a given metric and model € COND-WGAN-GP, CVAE},

dicted—actual . ..
Amodel — Ipredicted—actual| ., \\..ocyonds to the absolute relative variation between the
actual

predicted and actual values. Similarly, the Kolmogorov-Smirnov test attests that the true
and generated samples come from the same distribution.

FDB réelle FDB réelle
FDB prédite : COND-WGAN-GP —— FDB prédite : CVAE

Sité (x10-%)

Densité (x10-%)

Q-Q plot des quantiles comparés : COND-WGAN-GP Q-Q plot des quantiles comparés : CVAE

Prédictions
é

urs réelles Valeurs réelles

FIGURE 10 — Visualization of the actual distribution of the FDB and that predicted
with the COND-WGAN-GP (left) and with the CVAE (right) as well as their quantile-
quantile plot.

Another idea was to test how well the model is able to take into account the addition

of variables to adjust its predictions. We added the variables gradually, and found that
the models were able to capture this information, as illustrated by figures 11 and 12.
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—— FDB réelle ~—— FDB réelle ~—— FDB réelle
12 —— FDB prédite - bruit —— FDB prédite - bruit & PM —— FDB prédite - bruit & PM & TRC

Densité (x10-%)

~—— FDB réelle ~—— FDB réelle
—— FDB prédite - bruit & toutes les variables —— FDB prédite - bruit & PM & TRC & TC

Densité (x10%)

FIGURE 11 — Progressive incorporation of variables by COND-WGAN-GP. Reading :
clockwise.

~—— FDB réelle —— FDB réelle —— FDB réelle
12 —— FDB prédite - bruit —— FDB prédite - bruit & PM —— FDB prédite - bruit & PM & TRC

~—— FDB réelle ~—— FDB réelle
—— FDB prédite - bruit & toutes les variables —— FDB prédite - bruit & PM & TRC & TC

Densité (x10-3)

FIGURE 12 — Progressive incorporation of variables by CVAE. Reading : clockwise.

The final part of the study consisted in carrying out model sensitivities.

First of all, we rethought how the general model works. Indeed, for a given quarter or
year, in the absence of an ALM model, the TRC and PM 4,5 projections are not directly
observable. Consequently, sub-models have been set up to estimate these quantities. The
modeling objective is then :

FDB = f)(X) where X = (Rate,@,Target rate, PmM)

The P]\/LEM model takes asset allocation and GSE data such as equity and real
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estate indices, inflation and interest rates as explanatory variables.
In reality, the estimation of PMarys is done via an intermediate flexing model.
Since the PMgeterministic are known, all we need to do is estimate the corresponding
textit flexing coeflicients. This model takes as inputs the CRR and the yield curve. 13
and 14 illustrate the results of the models’ evaluation of their ability to model these
quantities.

Densité (x10-%)

F1GURE 13 — TRC predictions at time instants ¢ = 10, 20, 30. First line : COND-WGAN-
GP, second line : CVAE.

FIGURE 14 — Predictions of the flexing coefficient

Densité (x10-%)

Densité (x10-)

1 flexing prédit
[ flexing réel

1 flexing prédit
[ flexing réel

3 flexing prédit
3 flexing réel

COND-WGAN-GP, second line : CVAE.
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With these models, we have approximated the BE in cases of downward shocks on
the real estate risk factor and upward shocks on rates. The results obtained are presented
in table 4.

Model COND-WGAN-GP CVAE

Apte 2,05% 1,37%
main 1,53% 1,11%
Algal estate 1,79% 1,14%
BE-BE
TABLE 4 — BE results for market shocks.V choc € {rate,real estate} ASoc = %

ot BE corresponds to the BE predicted by the model. Reading : the closer the variation
value is to 0, the better the model concerned.

It appears that the models capture the effects of both shocks on the BE, but with
larger errors for the interest rate shock than for the real estate shock, probably due to
the volatility of interest rates and the variability of the interest rate shock compared with
the real estate shock, which is fixed.

The SCR error has also been quantified by adopting the proportional approach (see
3.2), whose assumptions are verified by our entity, at least over the period under consi-
deration. Thus, taking 2021 as the initial point in time, we obtain a relative error of less
than 2% for both models. Although this calculation was carried out for a time horizon
close to the calibration instant, these results indicate that both models are capable of
approximating the BE, since by substituting the actual BE with the one predicted by
our models, the relative error is low.

Finally, all the backtests carried out and the sensitivity analyses show that both
models succeed in capturing the distributions of the variables of interest. However, in the
light of the evaluation metrics and the graphs of the distributions, the CVAE seems to
offer greater accuracy than the implicit model.

Conclusion

In this thesis, we have explored various alternative techniques for calculating the Best
Estimate, focusing particularly on those based on Machine Learning. We propose to ex-
tend these approaches to the class of generative models. These models, with their ability
to model complex distributions, whether static or dynamic, can, when correctly construc-
ted, effectively address our Best Estimate prediction problem. We have presented and
tested two of these models, COND-WGAN-GP and CVAE, on a retirement savings
portfolio. The results are encouraging : once calibrated, these models not only prove to
be less time-consuming, but also more flexible, as they can do without certain variables,
as shown by the study of the progressive inclusion of information. This flexibility could
potentially make these approaches an interesting alternative to the SoS method in certain
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contexts. However, certain limitations remain, particularly with regard to the amount of
data required to calibrate the model.

In addition, more in-depth studies would have allowed us to challenge the models on
their ability to generalize over time, particularly with several ORSA scenarios. Further-
more, as our study explored only two models from the vast family of generative models,
it would be interesting to look at other categories, such as diffusion models and Norma-
lizing Flows.

Finally, beyond this application case, the proposed approach can also be applied

to other issues, such as the calculation of economic capital in an internal model, using
generative models to produce future distributions of economic equity.

XIX



Table des matiéres

Résumé

Abstract

Note de synthése

Executive summary

Introduction

1 Eléments de contexte

1.1

1.2

1.3

Assurance de personnes . . . . .o ... e
1.1.1  Généralités . . . . . . . .. ..
1.1.2 Périmétres et types de supports . . . . . . ...
Réglementation Solvabilité 11 . . . . . . ... ... ... .. ......
1.2.1 Apercugénéral . . . . ... ... ... ...
1.2.2  Principales métriques réglémentaire . . . . . . . . . .. ... ..
Etat de I’art des techniques d’estimation du Best Estimate . . . . . . .
1.3.1 Généralités sur le Best Estimate . . . . .. ... ... .....
1.3.2  Méthode standard de Simulation dans les Simulations (SdS) . . . .
1.3.3 Approches paramétriques : une alternative aux SdS . . . . . .
1.3.4  Replicating portfolio . . . . . . . .. ... ...
1.3.5 Approximations basées sur le Machine Learning . . . . . . . ..

2 Modéles génératifs

2.1

2.2

Introduction . . . . . . . ...
2.1.1 Distinction entre modéles génératifs et discriminatifs . . . . . .
2.1.2 Rappels et généralités sur les réseaux de neurones . . . . . . . .
2.1.3  Architectures de réseaux de neurones . . . . . . ... ... ...
2.1.4  Vue d’ensemble des modéles génératifs . . . . . . ... ... ..
Generative Adversarial Networks (GANs) . . . . ... ... ... ...
2.2.1 Présentation générale . . . . . . . ... ... ... ...
2.2.2  Optimisation et entrainement . . . . . . ... ... ... ....
2.2.3 Wasserstein GANs . . . . . .. .. .. ...

XX

ii



2.24 Conditional GAN . . . . . . . ..
2.3 Auto-encodeurs variationnels (VAE) . . .. ... ... ... ... ... .
2.3.1 Généralités sur les Auto-encodeurs (AE) . . .. ... ... ... ..
2.3.2  De l'autoencodeur a ’autoencodeur variationnel . . . . . . . . . ..
2.3.3 Conditional VAE . . . . . . ...
2.4 Approche proposée et cadre de modélisation . . . . . . .. ... ... ...
2.4.1 Motivations . . . . ...
2.4.2 Meéthodologie . . . . . . . . . ...

Application

3.1 Portefeuille d’étude et modeéle ALM . . . . . .. ... ... .. ... ...
3.1.1 Modélisation des actifs . . . . . . . . ... ... ... ...
3.1.2 Modélisation du passif . . . . . .. ... 0oL
3.1.3 Générateur de scénarios économiques . . . . . .. ... L.
3.1.4  Flexing et algorithme de participation aux bénéfices . . . . . . ..

3.2 Mise en ceuvre de 'approche . . . . . . . . ..o
3.2.1 Construction de la base de données . . . . . . . ... .. ... ...
3.2.2 Spécificités techniques liées a la modélisation . . . . . . . . . ...
3.2.3 Détails des modéles, entrainement et optimisation . . . ... . ..
3.2.4 Métriques d’évaluation des modéles . . . . . . .. ... ...

3.3 Résultats et analyses . . . . . . . . . ...
3.3.1 Modeéle général . . . . .. ...
3.3.2 Etudes de sensibilité . . . . ... ... oL

3.4 Limitesde ’étude . . . . . . . . . ..

Conclusion

Annexes du chapitre 2

A.1 Preuves discriminant et générateur optimaux . . . . ... ... .. ....

A.2 Long Short-Term Memory . . . . . . . . . . . ... ... ... ......

A.3 Algorithme COND-WGAN-GP et CVAE . . ... .. ... .. .....

A.4 Diffusions et Normalizing Flows . . . . . . .. ... ... ... .......
A.4.1 Modeles de diffusion . . . . ... ...
A.4.2 Normalizing flows . . . . . .. .. ... .. ...

Annexes du chapitre 3
B.1 Visualisation SCR méthode proportionnelle . . . . . ... ... ... ...
B.2 Hyperparamétres optimaux . . . . . . . . ...

Bibliographie

xxi

43
43
43
45
45
47
49
49
50
50
54
55
55
61
64

66

68
68
69
70
72
72
74

76
76
76

83



Table des figures

10

11

12
13

14

1.1
1.2
1.3
14
1.5
1.6

Mustration COND-WGAN-GP . . . . . . . .. .. ... ... v
IMustration CVAE . . . . . . . vi

Visualisation de la distribution réelle de la FDB et celle prédite avec le
COND-WGAN-GP (a gauche) et avec le CVAE (a droite) ainsi que de

leur quantile-quantile plot. . . . . . . . . . . . .. ... vii
Prise en compte de I'ajout progressif de variables par le COND-WGAN-
GP. Lecture : dans le sens des aiguilles d'une montre. . . . . .. ... .. viii
Prise en compte de 'ajout progressif de variables avec modéle CVAE.
Lecture : dans le sens des aiguilles d’'une montre. . . . . . . .. ... ... viii
Prédictions du TRC aux instants ¢ = 10, 20, 30. Premiére ligne : COND-
WGAN-GP, deuxiéme ligne : CVAE. . . ... ... ... ... .. .... ix
Prédictions du coefficient de flexring aux instants ¢ = 10, 20, 30. Premiére
ligne : COND-WGAN-GP, deuxiéme ligne : CVAE. . . . . .. ... ... ix
Mustration COND-WGAN-GP . . . . . ... ... ... ... .. .... xiii
Mustration CVAE . . . . . . ..o Xiv

Visualization of the actual distribution of the FDB and that predicted
with the COND-WGAN-GP (left) and with the CVAE (right) as well

as their quantile-quantile plot. . . . . . . . . . . . .. ... ... .. .. .. XV
Progressive incorporation of variables by COND-WGAN-GP. Reading :

clockwise. . . . . . . xvi
Progressive incorporation of variables by CVAE. Reading : clockwise. . . xvi
TRC predictions at time instants ¢ = 10,20,30. First line : COND-

WGAN-GP, second line : CVAE. . ... .. ... .. ... ........ xvii
Predictions of the flering coefficient at times t = 10,20, 30. First line :

COND-WGAN-GP, second line: CVAE. . . . .. ... ... ... .... xvii
Risques couverts en prévoyance santé selon la durée (source : interne) . . . 3
Bilan simplifié Solvabilité i1 . . . . . . .. ... 0 6
Modules SiI. Image récupérée sur le site ACPR. . . . .. ... ... .... 7
Illustration de la méthode SAS . . . . . . . . ... .. ... ... ..... 14
Illustration de la méthode LSMC . . . . . . .. ... .. ... ....... 15
Ilustration de la méthode Curve fitting . . . . . . . . . . ... ... ... 16

xxil



2.1
2.2
2.3
24
2.5

2.6

2.7
2.8
2.9
2.10
2.11

3.1
3.2
3.3
3.4
3.5

3.6

3.7

3.8

3.9

3.10

Al
A2
A3

B.1

Illustration du processus d’optimisation des réseaux de neurones. . . . . .
Illustration du processus d’optimisation des réseaux de neurones . . . . . .
Illustration d’une architecture générique de GAN. . . . . . . . ... .. ..
Exemple de reconstruction d’image avec un auto-encodeur. . . . . . . . . .
Exemple de débruitage avec AE sur des données issues de la base MNIST.

En premiére ligne, les images bruitées; en second, celles débruitées par

I’AE. Image extraite de [Agostinelli et al., 2013]. . . . .. ... ... ...
Architecture d’'un VAE dans sa version originelle avec ’astuce de repara-

métrisation . . . . . ...
Architecture d’'un GAN vanille. . . . . . . .. .. ...
Architecture WGAN avec conditionnement . . . . . . . . ... ... .. ..
fonctionnement structurel d'un RNN . . . . . .. ... ... .00
Architecture GRU . . . . . . . . ..
Fonctionnement CVAE . . . . . . . .. ... ... ... ...

Processus de mise en ceuvre d’'un GSE risque neutre. . . . . . . . . . ...
Architecture du COND-WGAN-GP mis en place. . . . . ... ... ...
Architecture du CVAE misen place. . . . . . . . . . ... ... ......
Evolution de la perte du COND-WGAN-GP pendant Ientrainement. . . .
Evolution de la perte du CVAE pendant ’entrainement avant et aprés le
learning rate adaptatif. . . . . . . ... Lo
Comparaison graphique entre la distribution réelle de la FDB et celle pré-
dite avec le COND-WGAN-GP (& gauche) et avec le CVAE (& droite)
ainsi que de leur quantile-quantile plot. . . . . . . . . . ... .. ... ...
Graphique illustrant la capacité du modéle COND-WGAN-GP & prendre
en compte 'ajout progressif d’informations. Lecture : dans le sens des
aiguilles d’'une montre. . . . . . . . ...
Prise en compte de 'ajout progressif d’informations avec modéle CVAE.
Lecture : dans le sens des aiguilles d'une montre. . . . . . . .. ... ...
Visualisation des prédictions du TRC aux instants ¢ = 10, 20, 30. Premiére
ligne : COND-WGAN-GP, deuxiéme ligne : CVAE. . . . . ... ... ..
Visualisation des prédictions du coefficient de flering aux instants ¢t =
10, 20, 30. Premiére ligne : COND-WGAN-GP, deuxiéme ligne : CVAE.

Illustration graphique DDPMs, extrait du papier original. . . . . . . . ..
Résumé du processus dans les Score-SDFEs, extrait du papier original. . . .
Exemple de transformation d’'un NF a partir de Zy ~ N (0,1) vers z ~ pp.

SCR réel et SCR approximé par la méthode proportionelle . . . . . . . ..

xxiil

59


https://yann.lecun.com/exdb/mnist/

Liste des tableaux

1.1
1.2
1.3
14

2.1

3.1
3.2

3.3

3.4

Comparaison quantitative de la performance des différents modéles. Lec-
ture : plus la valeur de la variation est proche de 0, meilleur est le modéle
pour la métrique concernée. . . . . . . . ...
Résultats BE pour des chocs de marché.V choc € {Taux, immobilier}
A%lgc = % ot BE correspond au BE prédit par le modéle. Lec-
ture : plus la valeur de la variation est proche de 0, meilleur est le modéle

CONCEINE. . . . . . . o o e

Quantitative comparison of the performance of different models. Reading :
the closer the variation value is to 0, the better the model for the metric
Inquestion . . . . . .. e e

BE results for market shocks.V choc € {rate,real estate} Afpc = 12=5-2>=1

ot BE corresponds to the BE predicted by the model. Reading : the closer
the variation value is to 0, the better the model concerned. . . . . . . . ..

Caractéristiques des contrats fictifs . . . . . . .. ... ... .. ... ...
Calcul du Best Estimate déterministe des contrats fictifs . . . . . . . . ..
Calcul du Best Estimate stochastique des contrats fictifs . . . . . . . . ..
Résultat final . . . . . . . . . ...

Comparaison succincte de quelques architectures . . . . . . .. ... ...

Flux du passifs . . . . . . . . . . .
Comparaison quantitative de la performance des différents modéles. Lec-
ture : plus la valeur de la variation est proche de 0, meilleur est le modéle
pour la métrique concernée. . . . . . . ... ...
Résultat test de Kolmogorov-Smirnov. Plus la valeur est proche de 100%,
meilleur est le modéle. . . . . . ... Lo
Métriques quantitatives illustrant la capacité du modéle COND-WGAN-
GP a prendre en compte I’ajout progressive d’informations. Lecture : plus
la valeur de la variation est proche de 0, meilleur est le modéle pour la
métrique concernée. . . . ... Lo e

XXiv



XXV

3.5 Meétriques quantitatives illustrant la capacité du modéle CVAE a prendre
en compte 'ajout progressive d’informations. Lecture : plus la valeur de la
variation est proche de 0, meilleur est le modéle pour la métrique concernée. 60
3.6 Temps de calculs par modéle. H : heures, min : minutes, s : secondes. . . . 61
3.7 Evolution de la moyenne et de I’écart-type en fonction de la granularité des
données d’entrainement avec T; correspondant au ™€ trimestre. Modéle :

CVAE. . . e 61
3.8 Résultats BE pour des chocs de marché.V choc € {Taux,immobilier},

A%lgc = % ot BE correspond au BE prédit par le modéle. Lec-

ture : plus la valeur de la variation est proche de 0, meilleur est le modéle

COMCETNE. . . . . . . o ottt e e e e 63
3.9 Résultats SCR. Lecture : plus la valeur de la variation est proche de 0,

meilleur est le modéle. . . . . . . ... 64
B.1 Hyperparamétres optimaux - COND-WGAN-GP. . . . . ... ... ... 76
B.2 Hyperparamétres optimaux - CVAE . . . . .. .. ... ... 7

Kouassi Alphonse Nathan EBROTIE Mémoire EURIA


https://www.univ-brest.fr/euria/fr

Introduction

L’assurance occupe une place centrale dans les systémes économiques modernes puis-
qu’elle favorise ’essor économique et assure la protection des individus des conséquences
financiéres émanant des incertitudes de la vie, qui sont généralement des phénomeénes
aléatoires. Son cycle de production est dés lors inversé puisqu’elle recoit une prime avant
de fournir la prestation correspondante, ne sachant pas & priori le moment o le risque
couvert surviendra et quel sera son cotit. Ainsi, le secteur assurantiel a une position
délicate et il est essentiel pour les politiques d’avoir des moyens de s’assurer que cette
industrie reste solide puisque sa fébrilité entrainerait, indéniablement, un affaiblissement
du systéme économique.

La réglementation apparait comme un outil naturel pour atteindre cet objectif. En
tant qu’entreprises du systéme économique, les assureurs sont soumis & la réglementa-
tion de base, mais au vu de leur place sociale, de nouvelles contraintes s’ajoutent avec
I'introduction de normes prudentielles dont la plus notable est Solvabilité I1.

Avec I'entrée en vigueur de Solvabilité 11, les assureurs sont soumis & une réglementa-
tion encore plus stricte et prudente en termes de quantification des incertitudes inhérents
a leur activité et au niveau de fonds propres assurant leur pérennité.

De maniére pratique, il leur incombe d’évaluer leurs provisions techniques de maniére
précise avec une nouvelle composante dite Best Estimate Liabilities (BEL) et de fournir
des indicateurs définis par le régulateur, qui permettent de mesurer leur niveau de solva-
bilité sous un horizon temporel d’un an. Mais cela ne s’arréte & une vision ponctuelle & un
an puisque Solvabilité 11, prévoit dans son pilier 2 (voir 1.2), un module qui concerne des
études prospectives afin de mieux cerner les risques de 'entité, I’ Own Risk and Solvency
Assesment (ORSA) et parfois méme permet a lorganisme d’assurance d’aiguiller ses
choix. L’estimation prospective revét ainsi un caractére important pour les organismes.

Pour respecter ces exigences du régulateur, les assureurs utilisent généralement des
modéles ALM afin d’effectuer des projections des différents flux financiers en fonction
de scénarios économiques. A partir de ces projections, les différents éléments d’intéréts
(BE, ratio, etc) peuvent étre obtenu en utilisant des méthodes basées sur le Monte-Carlo
comme 'approche classique de Simulations dans les Simulations (SdS). Toutefois, en pra-
tique, cette méthode fondée sur le Monte-Carlo est trés couteuse en temps de calcul et
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ne favorise donc pas les études prospectives. C’est pour cette raison que des techniques
de réduction de temps ont été développés.

Dans la littérature actuarielle, plusieurs mémoires se sont attardés sur la mise en
place de ces méta-modeéles pour des fins identiques & ceux évoqués plus haut.

Généralement, ces travaux s’appuient sur des techniques d’interpolation, de krigeage
[Zurfluh, 2019], de régression linéaire, de réseaux de neurones feedforward classique. Ce-
pendant, comme 1’a souligné [Cescutti, 2016, ces méthodes alternatives ont du mal a
"reproduire" les résultats issus des "vrais" modéles ALM pour un horizon de temps éloi-
gné de l'instant initial, puisqu’en raison de la maniére dont ils sont construits, ils ne
captent pas ou sont limités dans la prise en compte du vieillissement des modéles points
a travers le temps. Récemment, des modéles neuronaux récurrents ont été introduits afin
de palier ce probléme [Baschung, 2023, Morisse, 2022| puisqu’ils permettent, de prime
abord, une modélisation plus efficace.

Ces modéles ont fourni des résultats prometteurs, mais restent souvent spécifiques au
portefeuille sur lequel il a été appliqué et ne permettent pas toujours de capter correcte-
ment les distributions temporelles des différentes métriques.

De cette littérature actuarielle, il ressort que I’essentiel des travaux se sont concentrés
sur des méthodes de Machine Learning standards alors que des techniques de modélisa-
tion générative commencent & faire leurs preuves, majoritairement dans 'univers de la
finance |Florian et al., 2021] sans oublier I'intérét soudain et grandissant pour les Large
Language Models dans de nombreux domaines dont 1’assurance.

Nos travaux s’inscrivent dans une approche exploratoire afin d’investiguer sur la ca-
pacité de ces modéles dans des taches de modélisation prospective. Nous explorerons et
mettrons en lumiére le potentiel des modéles génératifs tels que les Generative Adversarial
Networks, dans un contexte de modélisation actuarielle.

Fondamentalement, ces modéles génératifs étant congus dans I'objectif d’apprendre
a générer de nouvelles données fidéles en un certain sens aux données d’origines (dont
la distribution est généralement inconnue), peuvent & priori étre de bons candidats dans
des taches d’estimation de certaines métriques et de leur distribution au fil du temps.
Dans notre cas nous nous intéressons au Best Estimate.

Afin de proposer une réponse & cette problématique, qui concerne la mise en place
d’une méthode alternative a la SdS, nos travaux se concentrent autour de quatre parties
principales. D’entrée de jeu, nous situons le contexte en exposant les notions clés afin
de permettre au lecteur de se familiariser avec le sujet et de bien cerner les contours du
probléme traité. Ensuite, une partie est dédiée aux outils mathématiques et au cadre de
modélisation. S’ensuit une section opérationnelle visant a illustrer un cas concret, tout
en soulignant les limites de notre étude et en proposant des perspectives d’amélioration.
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Chapitre 1

Eléments de contexte

Ce mémoire traite de la mise en place d’'un modéle a des fins d’approximation du
Best Estimate. Avant de dérouler le coeur du sujet, il est convenable d’introduire I’envi-
ronnement (produits, réglementations, etc.) de notre étude.

1.1 Assurance de personnes

1.1.1 Généralités

Par définition, 'assurance correspond a une activité de transfert de risques d’un
adhérent vers un organisme d’assurance moyennant une prime regue préalablement, sans
savoir si le risque couvert surviendra et combien il coutera en cas de survenance (notion
de cycle inversé en assurance).

Le risque sur lequel porte le contrat est un événement aléatoire. La réalisation de cet
événement peut donner lieu & un préjudice matériel, on parle dans ce cas d’assurance
non-vie et plus précisément d’'TARD (Incendies, Accidents et Risques Divers) ou peut
porter sur des dommages corporels, on parle alors d’assurance de personnes qui contient
I’assurance vie. L’assurance de personne couvre les risques :

- Prévoyance : risque décés (branche vie), arrét de travail et la dépendance (branche
non-vie)

- Santé (branche non-vie)

- Epargne-retraite (branche vie)

Nos travaux s’inscrivent dans le cadre de l’assurance vie et plus particuliérement
I’épargne-retraite, qui représente historiquement le moyen favori d’épargne en France .

L’intérét de ce type d’assurance concerne la possibilité de se constituer une épargne
avec des options intéressantes comme la possibilité de verser une rente a des bénéficiaires
en cas de déceés du titulaire du contrat ou de simplement récupérer le montant d’épargne
constitué si le souscripteur est toujours en vie ou de racheter le contrat a n’importe quel

moment.

1. https ://www.economie.gouv.fr/cedef/assurance vie
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L’autre avantage indéniable concerne la fiscalité qui peut étre favorable a bien des
égards puisqu’elle permet une transmission de patrimoine et en cas de rachat (total /partiel),
la fiscalité s’applique uniquement sur les plus-values et les intéréts éventuels.

1.1.2 Périmétres et types de supports

En assurance de personnes, comme évoqué, une différentiation subsiste selon qu’il
s’agit de I’épargne, de la prévoyance ou de la santé. Les spécificités de ces périmétres
sont présentées ci-dessous :

Epargne retraite

1l s’agit de ’ensemble des produits qui offrent au souscripteur la possibilité de consti-
tuer une épargne qui lui sera restituée lors de sa retraite. La spécificité de ce type de
contrat, c’est que I’épargnant ne peut accéder a son dii que pendant sa retraite ou selon
certaines conditions définies dans les clauses du contrat. De plus, les droits restent acquis
tout au long de la vie du contrat, méme en cas de non-paiement des primes (par exemple
le cas d’un salarié ayant quitté l’entreprise).

Généralement, en assurance vie et spécifiquement en épargne retraite, deux supports
s’offrent au souscripteur pour investir son épargne :

- Les supports en unités de compte (UC). Il s’agit de placement sur des fonds
gérés par des gestionnaires d’actifs constitués de classes d’actifs plus risqués (en
comparaison aux supports en euros) comme les actions. En fonction, de son ap-
pétence au risque, l'investisseur peut ajuster son placement. Méme si ce type de
support est souvent plus exposé au risque, le gain potentiel est supérieur. Pour un
souscripteur ayant choisi les supports UC, ’assureur ne lui garantit pas de capital,
mais uniquement un certain nombre de parts évalué par rapport & la performance
des marchés financiers.

- Les supports en euros. Ce type de placement est "plus sécurisé¢" (comparé a l'in-
vestissement sur des supports en UC) puisque 'épargne est investi essentiellement
sur des actifs avec des rendements quasi-garantit comme des emprunts étatiques.
Dans ce type de support ’assureur garantit & ’assuré une revalorisation de son ca-
pital & un taux minimum garantit (TMG) avec une contrainte réglementaire d’un
versement du taux minimum garantit correspondant a au moins 85 % du résultat
financier auquel on ajoute au moins 90% de résultat technique, cela correspond a
la participation au bénéfice (PB) réglementaire.

Cette participation aux bénéfices s’appréhende comme la quote-part de bénéfice
reversée & un détenteur de support en euros et peut correspondre au montant
réglementaire, contractuel couplé avec une part discrétionnaire (lorsque la compa-
gnie d’assurance décide de verser des PB supplémentaires aux assurés en raison de
bonnes performances). La modélisation de cette partie discrétionnaire se fait via
des modeles stochastiques (influence ainsi la Future Discretionary Benefits (FDB)).
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Prévoyance-santé

La prévoyance-santé se définit comme un type d’assurance qui permet au souscripteur
de se protéger contre les conséquences financiéres découlant de la maladie, I'accident,
I'hospitalisation et le décés dans les cas ou la couverture de base (Sécurité sociale) est
insuffisante.

La grande différence avec I’épargne retraite, c’est qu’il n’y a pas de notion de consti-
tution/restitution de capital dans la mesure ou si le risque que couvre le contrat ne s’est
pas réalisé, le souscripteur ne récupére pas son capital ou ne peut le transférer a un
bénéficiaire. Il faut avoir cotisé dans 'année pour bénéficier de la garantie.

Sous ce prisme, plusieurs risques sont couverts, comme illustré sur le schéma ci-
dessous :

Moyen terme Long terme

Santé Rente conjoint

]
I
I
]
]
o : Rente enfant
Décés simple i Handicapé
]
. . : Rente éducation
Décés accidentel i
i i Court/moyen
| terme *:
Indapacité | déroulement
sur 3 ans max
Invalidité
Invalen attente MGDC* :
maintien des
garanties décés
AT —MGDC**
I
I
]
i Emprunteur Dépendance
I

FIGURE 1.1 — Risques couverts en prévoyance santé selon la durée (source : interne)

Dans nos travaux, nous nous intéresserons qu’au segment de I’épargne-retraite.

Une fois les éléments clé de 'assurance vie présentés, nous procédons dans la suite a
la description du contexte prudentiel sous-jacent a notre étude.

1.2 Reéglementation Solvabilité 11

1.2.1 Apercgu général

Le milieu assurantiel est indéniablement influencé par l'aspect juridique et régle-
mentaire. Cela peut s’expliquer non seulement par une volonté manifeste des autorités
étatiques de « protéger » le capital des assurés, mais aussi par le fait que les assureurs
sont des acteurs majeurs de I’économie (opérations d’achat/vente de titres). En imposant
un certain nombre de mesures, les gouvernements s’assurent que les entités assurantielles
sont des acteurs fiables et robustes, sur lesquels ils peuvent s’appuyer, d’ou la nécessité
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de leur solvabilité.

Depuis solvabilité 11, la solvabilité d’un organisme d’assureur s’apprécie par le ratio
entre le montant de ses fonds propres et le montant minimal qu’il doit détenir. Si ce ratio
est inférieur & 100%, l'organisme n’est pas solvable et dans ce cas Iautorité de controle
intervient (en France, c’est I’Autorité de Controle Prudentiel et de Résolution).

Sous Solvabilité 1, 'objectif était d’évaluer le montant minimum de fonds propres
que devait détenir 'organisme d’assurance, 'Exigence de Marge de Solvabilité (EMS).
La méthodologie de calcul était simple & mettre en place et & comprendre mais ne per-
mettait pas une prise en compte réelle des risques auxquels les assureurs sont exposés.
Contrairement, Solvabilité 11, s’inscrit dans une approche plus réaliste en se focalisant de
maniére plus détaillée sur les risques auxquels les assureurs sont soumis dans la détermi-
nation du montant minimal.

Au niveau bilantiel, sous Solvabilité I, la valorisation se fait au cotit historique alors
qu’elle s’effectue en valeur économique sous Solvabilité 11. De maniére plus précise :

- Les actifs sont valorisés selon leurs valeurs de marché, c’est-a-dire évalués au mon-
tant pour lequel ils seraient échangés dans des conditions normales de marché.

- Les passifs sont évalués en valeur économique, représentant le montant auquel un
autre assureur accepterait de les reprendre.

En introduisant le 1¢" janvier 2016, Solvabilité 11, 'objectif visé va au-dela de la
simple mise en place d’'une nouvelle maniére de mesurer la stabilité financiére des entités
assurantielle au niveau de ’'Union européenne, puisque cette nouvelle norme prudentielle
embarque un ensemble de réformes au niveau de la gouvernance (pilier 2 de Solvabilité
11), de la communication (pilier 3) et de I’évaluation du bilan en lui-méme (pilier 1).
Ci-dessous une présentation synthétique des 3 piliers de Solvabilité 11 :

Pilier 1 : les exigences quantitatives

L’objectif de ce pilier est I’harmonisation des méthodes de calculs de la valeur des
actifs ainsi que des provisions techniques tout en alignant les capitaux requis aux risques
réellement pris par la compagnie. Les principaux éléments de ce pilier sont :

e L’évaluation « market consistent » des actifs et des passifs d’assurance (meilleure
estimation pour les provisions techniques) ;

e En remplacement de 'EMS, deux nouvelles exigences en capital :
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- Le Solvency Capital Requirement (SCR) : est équivalent au capital qui per-
met & 'organisme d’assurance de faire face & des pertes imprévues tout en
continuant son activité. C’est aussi, les fonds propres dont doit disposer ’or-
ganisme pour &tre certain, avec probabilité 99,5 % de ne pas faire faillite sous
un horizon d’un an.

- Le Minimum Capital Requirement (MCR) : correspond au niveau de fonds
propres en dessous duquel 'organisme d’assurance se voit retiré son agrément
par les entités de controle. C’est aussi le niveau de fonds propres qui permet
d’assurer avec probabilité de 80 % que ma compagnie ne fait pas faillite. C’est
généralement entre 25 % et 45% du SCR.

e Mise en place de critéres d’éligibilité et de classement des fonds propres par qualité.

Pilier 2 : les exigences qualitatives

Ce pilier concerne le systéme de gouvernance, le principe de la personne prudente et

I"Own Risk Assessment (ORSA).

Au niveau du systéme de gouvernance, la réforme prévoit des exigences de compétence
et d’honorabilité, des politiques validées et révisées fréquemment et surtout le principe
des "4 yeux" qui fait intervenir 4 fonctions clés : actuariat, audit interne, conformité et
gestion des risques.

D’un autre c6té, le principe de la personne prudente stipule qu’il faut étre en mesure
d’identifier, mesurer, gérer, suivre et controler les risques inhérents aux différents place-
ments et instruments financiers. Par exemple, il faut conserver la part d’actifs non cotés
& un certain seuil de prudence, utiliser les dérivés uniquement & des fins de réduction de
risques et non de spéculations.

L’ORSA est une évaluation en interne des différents risques et de la solvabilité en
vérifiant le besoin global de solvabilité, le profil de risque réel de ’entreprise et le respect
en permanence des contraintes réglementaires.

Pilier 3 : Le reporting prudentiel et ’information au public

Ce pilier s’intéresse a la communication financiére et la mise en place d’états pruden-
tiels communs & tous les controleurs européens. Le rapport qui est destiné au public est
le Solvency and Financial Conditions Report (SFCR) et celui a I'attention du régulateur
est le Regular Supervisory Report (RSR).

Afin de pouvoir mesurer la stabilité financiére des entités assurantielles, des métriques
ont été introduites par le régulateur.
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1.2.2 Principales métriques réglémentaire

Comme évoqué précédemment, une différence subsiste entre Solvabilité I et Solvabi-
lité 11 au niveau Bilantiel. Le nouveau bilan (simplifié¢) sous Solvabilité 11 est illustré par
la figure ci-dessous :

1
I

n m

Excédents

SCR Fonds propres

MCR

Actifs en -
Risk Margin

valeurs de
marché

Estimate

i L .
Best r- Provisions techniques
1
1
1
1
1
1
|
et

FIGURE 1.2 — Bilan simplifié Solvabilité 11

En accord avec ce qui a été dit & la section 1.2.1, Solvabilité 11 introduit des outils de
mesure de la stabilité des organismes d’assurance a travers son pilier 1. Il s’agit notam-
ment du SCR, du MCR (défini a la section 1.2.1) et du Best Estimate.

En pratique, la détermination des fonds propres disponibles passe par 1’évaluation
des provisions techniques qui ne sont pas directement observées sur le marché. Ainsi, son
calcul s’effectue en sommant la marge de risque (risk margin) et une quantité corres-
pondant & la meilleure estimation (Best Estimate) des flux futurs actualisés espérés par
I’entité assurantielle.

La Marge pour risque est assimilée au cotlit du capital nécessaire & la couverture de
I’exigence en capital supplémentaire. De maniére formelle, il se calcule selon la formule
suivante :

SCRy
(1 + T‘t+1)t+1

Risk Margin = CoC Z (1.1)

t>0
avec .

CoC le cott du capital, réglementairement fixé a 6%
SCR; lexigence en capital supplémentaire
T le taux sans risque a 'instant ¢

Nous nous attarderons dans la suite (en termes de métriques) sur le Best Estimate, le
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SCR et le ratio de Solvabilité (le quotient fonds propres / SCR) au vu de la place central
qu’ils occupent dans nos travaux.

Solvency Capital Requirement (SCR)

Le SCR (voir 1.2.1), est une métrique qui permet au régulateur de juger si la compa-
gnie peut faire face & ses engagements sous un horizon d’un an. Cette métrique peut se
calculer en formule standard ou en modéle interne.

Calcul en formule standard

En formule standard, on suppose que le profil de risque de ’entité assurantielle est le
profil moyen d’un assureur au niveau européen. Sous cette supposition, le calcul du SCR
se fait en appliquant des chocs au scénario central. En fait, le capital de 'assureur doit
pouvoir faire face & un choc qui correspond au pire scénario sur 200 qu’on teste, c’est le
quantile & 99,5 %.

La formule standard est la méthode conventionnelle au niveau européen afin de per-
mettre une comparaison entre les organismes. Elle est simple & mettre en ceuvre et peut
étre appliquée sans justification (contrairement au modéle interne).

Sa mise en ceuvre est modulaire et dite Bottom-up (de bas vers le haut) au regard de
la "pieuvre" récapitulative de tous les modules ci-dessous :

==
M.m* N

H Market Health Life Non-life Intang
il Interest SLT CAT Non-SLT | Mortality Premium
rate i Heaith Health R

H H [——
H Equ H | Longevit;
He & H o B Premium L Lapse
: : Reserve
il property i | Disability
H § | Longevio/y. | Morbidity

H e CAT
il spread i Disability | Lapse

: Morbidity —
:|_ Currency Lapse | Expenses

= included in the

- Con- H | Revision adjustment for the loss-
H centration H Expensesly absorbing capacity of
H H technical provisions
L miquidity ! Revision _| L CAT under the modular
: : approach

FI1GURE 1.3 — Modules Si1. Image récupérée sur le site ACPR.

Sa mise en ceuvre peut se résumer aux étapes suivantes :

- Etape 1 : Détermination d’un capital économique pour chaque risque élémentaire
(par exemple : taux, action) via une différence entre la Net Asset Value centrale
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et la Net Asset Value choquée. Les différents chocs correspondent a des déviations
extrémes calibrées par le regulateur sous un historique.

- Etape 2 : Agrégation intra-modulaire via une matrice de corrélation afin de
prendre en compte les interdépendances éventuelles. On procéde a une agrégation
des différents capitaux au sein de chaque sous-module (marché, vie, etc).

- Etape 3 : Agrégation inter-modulaire par matrice de corrélation. On agrége juste
les capitaux des différents modules.

Bien que cette approche soit simple, elle a aussi des limites : les différents chocs sont
calibrés arbitrairement et ne sont pas forcément adaptés a tous les organismes d’assurance
puisque ceux-ci peuvent avoir des profils de risques différents de la moyenne européenne ;
de plus, certains risques ne sont pas pris en compte par la formule standard comme le
risque souverain.

Calcul en modéle interne

Au vu des limites de la formule standard, si un organisme estime que la formule
standard ne correspond pas parfaitement & son profil de risque, il peut effectuer une
demande auprés de l'autorité de régulation afin de calculer son SCR sous un modéle
interne total ou partiel.

En modéle interne, le calcul du SCR passe par la détermination de la distribution des
fonds propres économiques a horizon 1 an puisque le SCR s’appréhende conceptuellement
comme la Value at Risk & 99,5 % de ces fonds propres.

Dans notre contexte, la détermination du SCR se fera en formule standard.

Ratio de Solvabilité

Il s’agit du rapport entre les fonds propres et le SCR. L’intérét de cette métrique
dans le contexte assurantiel est crucial, car elle fait office de véritable outil de pilotage.

Sous le paradigme rendement — risque introduit par Markowitz [Markowitz, 1952],
il apparait que pour un portefeuille d’actifs donné, en raison de ’aversion au risque de
I’investisseur, pour un niveau de rendement identique, il optera pour I'investissement le
moins risqué. Toutefois, rien n’est spécifié lorsque 'actif interagit avec le passif comme
c’est le cas en assurance vie. Un tel état de faits suppose de s’intéresser & une métrique
qui intégre cette interaction entre actif et passif afin de mieux appréhender le niveau de
risque/choc que lassureur peut continuer & supporter.

Les fonds propres étant la résultante d’une interaction entre actif et passif peuvent
se préter au jeu. En effectuant le rapport avec le SCR, on a une métrique utile puisque
lorsque le ratio vaut 1, cela signifie que les fonds propres permettent juste de couvrir
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Iexigence en capital. Avoir le ratio de solvabilité le plus maximal possible permet dés
lors a assureur de faire face & d’éventuels chocs.

Best Estimate

Le Best Estimate est défini par le régulateur (Article 77, directive Solvabilité 11)
comme " La moyenne des flur de trésorerie futurs, pondérés par leur probabilité et compte
tenu de la valeur temporelle de ’argent, estimée sur la base de la courbe des tauxr sans
risques pertinents."

Dans le référentiel du calcul du Best Estimate, on distingue le Best Estimate déter-
ministe (BEg.t) du Best Estimate stochastique (BFEgt).

Le Best Estimate (BE) déterministe correspond a la somme simpliste des flux futurs
actualisés selon un scénario déterministe (désigné généralement par scénario central). A
titre d’exemple, sous ce prisme, les actifs de type action ou immobilier ont des rendements
correspondant & leurs rendements moyens. En revanche, le Best Estimate stochastique
est le calcul de la meilleure estimation des flux futurs actualisés suivant un grand nombre
de scénarios aléatoires.

Le régulateur préconise aux organismes d’assurance vie d’avoir recours au Best Esti-
mate stochastique afin de tenir compte de la valeur temporelle des options et garanties
[Européenne, 2015]. En effet, en considérant un seul scénario central déterministe, il peut
s’avérer que certaines options des différents contrats du portefeuille ne se déclenchent pas
alors qu’en réalité en cas de contexte économique défavorable, ces mémes options qui ne
se sont pas déclenchées peuvent I'étre.

Pour rester fidéle & la vision de prudence de Solvabilité 11 qui concerne la quanti-
fication plus réaliste des risques et 1’évaluation plus juste des actifs et des passifs, des
simulations doivent étre effectuées afin d’incorporer les incertitudes liés aux différentes
garanties. Plus exactement, en notant TVOG (Time Value of Options and Guarantees),
la valeur temporelle des options et garanties des différents contrats, on a :

TV OG = Best Estimate stochastique - Best Fstimate déterministe.

Pour bien cerner cette notion de TVOG dans le calcul du Best Estimate, considérons
I'exemple chiffré (fictif) suivant :

Soit deux contrats X et Y d’un portefeuille épargne-retraite avec les caractéristiques
ci-aprés :
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Taux sans risque 4%
X Y Rendement des actifs 4%
Taux garanti 0% 2% PM initiale 1000
PB 8% 8% Maturité 1 an
Frais et impots 0
TABLE 1.1 — Caractéristiques des contrats fictifs
Le calcul du Best Estimate déterministe donne :
X Y
Produits financiers (PF) 4% PM = 40 4% PM = 40

PB Max(85% 40:;0% PM) = 34 | Max(85 % 403 % PM) = 34
Prestations (Pres.) 1000434 = 1034 1000434 = 1034
Frais 0 0

Best Estimate

1034/ (1+4 %) = 994,2 1034/ (144 %) = 994,2

TABLE 1.2 — Calcul du Best Estimate déterministe des contrats fictifs

Pour le Best Estimate stochastique, supposons que les actifs rapportent les rende-
ments moyens ci-aprés (selon 3 scénarios équiprobables) :

- Scénario 1 : rendement = 4 %
- Scénario 2 : rendement = 6 %

- Scénario 3 : rendement = 1 %

On obtient :
scénario 1 scénario 2 scénario 3
X Y X Y X Y
PF 4% PM = 40 40 6% PM = 60 60 1% PM = 10 10
PB 34 34 51 51 8,5 30
Pres. 1034 1034 1051 1051 1008.5 1030
Pres. actualisées 994,2 994,2 991,5 991,5 998.5 1019,8

TABLE 1.3 — Calcul du Best Estimate stochastique des contrats fictifs

En définitive, on a les résultats suivants :
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MATE

X Y
BE e 9942 9942
BEg,  (994,2+991,5+998,5)/3= 994,7  (994,2+991,5+1019,8)/3 = 1001,8
TVOG 0,5 7,6

TABLE 1.4 — Résultat final

Ainsi, avec cet exemple fictif, on appréhende mieux la nécessité du stochastique pour
la prise en compte du TVOG dans l'estimation du Best Estimate dans les contrats
épargne-retraite.

En pratique, nous avons aussi la relation : BEL = BEG + FDB ol le BEG est le
BE calculé au taux moyen garanti avant participation aux bénéfices et la F'DB la partie
discrétionnaire qui intégre la participation aux bénéfices.

Les différentes métriques d’intérét introduites, nous proposons dans la suite une for-
malisation plus rigoureuse du Best Estimate ainsi que des méthodes d’estimation dans
la littérature puisque ce dernier est ’essence de notre étude.

1.3 Etat de P’art des techniques d’estimation du Best Esti-
mate

L’objectif de cette partie est d’introduire le Best Fstimate dans un cadre formel et
rigoureux, puis d’exposer quelques travaux s’inscrivant dans le sens de son approximation.

1.3.1 Généralités sur le Best Estimate

Probabilité risque neutre et historique

Solvabilité 11 introduit dans le cadre de la valorisation des passifs d’assurance, deux
univers de probabilité : risque neutre et monde réel.

Ces deux univers trouvent leurs intéréts dans la maniére dont Solvabilité 11 exige
de valoriser le passif. Toujours selon I'article 77, la valorisation doit se faire selon des
méthodes qui permettent de capturer 'effet du temps sur les garanties embarquées. Ces
garanties embarquées ressemblent & des options financiéres, d’autant plus que les diffé-
rentes revalorisations se font en fonction des performances des actifs financiers. De ce
fait, I’évaluation de ce passif peut "s’apparenter" & celle d’options financiéres.

La valorisation des options financiéres s’inscrit dans une littérature trés spécifique de-
puis les travaux de [Scholes et al., 1973] et laisse ressortir le fait que le prix d’une option
est I'espérance de ses flux futurs (payoffs) sous une probabilité dite risque neutre.
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Cette philosophie d’évaluation est longtemps restée propre a la finance de marché
jusqu’aux travaux de [Bryis, 1994] qui ont établi le lien entre les flux de certains contrats
d’assurance embarquant des participations aux bénéfices et des options financiéres. Ces
derniers ont alors proposé ’extension de ce cadre financier a ’assurance vie.

A titre d’exemple |Bryis, 1994] :
- Les options de rachat sont semblables & des put (option de vente) américain ;

- Les options de taux technique et de participation aux bénéfices ressemblent & des
options européennes standards

- Les options de versement libres ou programmés s’apparentent a des swaptions.

C’est cette approche de valorisation qui a été adoptée comme principe de valorisation
sous Solvabilité 11.

A ce stade, il est convenable d’apporter quelques clarifications sur cette probabilité
risque neutre. Les principales hypothéses sous-jacentes a I'utilisation de cette probabilité
dans la valorisation de produits financiers sont :

- Le marché est complet : on peut toujours trouver un portefeuille d’actifs permettant
de répliquer parfaitement les flux d’un produit financier donné.

- I y a Absence d’Opportunité d’Arbitrage (AOA) : il n’est pas possible de réaliser
un bénéfice strictement positif de maniére certaine en partant d’un investissement
nul.

En supposant les deux conditions précédentes, [Harrisson, 1979, Pliska, 1981| prouvent
que la mesure de probabilité risque neutre, est 'unique mesure équivalente au sens de
Radon-Nikodym a la probabilité historique et qui assure le caractére martingale des prix
actualisés au taux sans risque (voir la théorie du calcul stochastique [Lamberton, 2012]).

La probabilité historique aussi appelée probabilité réelle est I'univers de probabilité
qui tient compte de la réalité des variations de marché dans la valeur des actifs. Il y a no-
tamment la notion de prime de risque qui est prise en compte sous cet univers puisqu’en
pratique plus un actif est risqué plus l'investisseur a tendance & demander une compen-
sation pour le risque qu’il prend. Contrairement a I'univers risque neutre qui suppose que
les investisseurs sont indifférents au risque.

L’utilité de ces deux mesures de probabilité est justifiée par la nature des risques en
assurance vie. Comme introduit précédemment, la mesure risque neutre intervient dans
une optique de valorisation et permet la prise en compte des risques purement financiers
qui sont en théorie réplicables et la mesure monde réel permet la prise en compte des
risques non réplicables spécifiques a ’assurance vie.
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Formalisme

Considérons les notations suivantes :

- Fj les flux de 'année t;

- 1+ le taux sans risque a la date t;

- P la probabilité historique associée aux risques non réplicables ;

- Q la probabilité risque-neutre associée aux risques financiers réplicables ;

- (F), la filtration naturelle associée a I’ensemble des processus permettant de défi-
nir ’environnement économique de ’entreprise.

A Tinstant ¢t = 0, le Best Estimate (BE) s’écrit :

o0
BE, = E© go - + e
Pour un instant ¢ > 0, on a :
BE, = E"®¢ i By
L = (14 ) t]

Pour simplifier, en pratique,

o0

Fs
— 7
; (1+7)" " t]

En notant : X; = B2 3232, =Ly | |, on a: BE, = EF [X,].

E, = EP |EQ

Le probléme s’appréhende comme le calcul de I'espérance d’une variable aléatoire. Les
différentes approches qui seront présentées dans la suite sont juste des maniéres d’estimer
cette quantité.

1.3.2 Meéthode standard de Simulation dans les Simulations (SdS)

Le principe général consiste en une application imbriquée de techniques de Monte-
Carlo. La théorie générale de ’approche Monte-Carlo consiste a approcher ’espérance
d’un processus aléatoire a partir d’échantillons indépendants et identiquement distribués
de ce processus aléatoire. La garantie théorique de cette approche s’appuie sur la loi des
grands nombres.

De maniére formelle, si on considére une variable aléatoire Z d’espérance finie, alors
pour tout échantillon (issue de Z) de variables indépendantes et identiquement distri-
buées Z1,...,Z, (n € N*), on a : %Z?:l Zj — E(Z), presque surement (loi forte).
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Le principe de la SdS est le suivant :

Etape 1 : On se place sous la probabilité historique P et on simule N € N* fois
'ensemble des processus qui définissent la filtration (Fs),~-
On obtient ainsi NV scénarios traduisant ’environnement économique probable en t.

Supposons que les N scénarios soient définis selon la filtration (f?)nzl"“’ N-

Etape 2 : On se place sous la probabilité risque neutre Q et on simule pour chaque
état du monde (F), F2,...,FN), K € N scénarios sur un horizon s = t,...,T (T trés
grand) puis on effectue une approximation par la méthode de Monte-Carlo.

En considérant chacune des filtrations, on peut construire une suite (X{"),=1,.. N telle
que :

o0

F. 1 K T Fk
XP=EQ |y T Fnla ; o
t ; (1 + Ts)s_t t K ;; (1 + T,t)s—t t
Soit,
1 XL
EF [X,] ~ N Z X7
n=1
Finalement :

. 1 N K T rk
E [Xt]”NX;(ZZZW (1.2)

Ainsi, la complexité algorithmique de (1.2) est : O(N x K x (T'—t+1)). Les valeurs
de N, K et T étant grandes en pratique (convergence de l’estimateur), il en est de méme
pour le temps de calcul. Cette approche est résumée par la figure 1.4.

Projections monde réel : N =5

FIGURE 1.4 — Illustration de la méthode SdS
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1.3.3 Approches paramétriques : une alternative aux SdS

Dans la littérature, on retrouve comme substitut a ’approche SdS, les méthodes pa-
ramétriques de type Least Squares Monte Carlo et le Curve Fitting [Rouchati, 2016].

Least Squares Monte Carlo (LSMC)

Cette méthode a été populaire a I'issue des travaux de [Longstaff, 2001] qui 'ont uti-
lisé dans le cadre de I’évaluation d’options américaines, bien qu’introduite en 1996 par
[Carriere, 1996]. Dans le contexte de ’évaluation sous Solvabilité 11, ce sont les travaux
de [Bauer, 2010] qui ont été les précurseurs.

L’idée centrale de cette approche concerne la réduction du nombre de simulations
risque-neutre utilisé dans le cadre de ’approche de Simulation dans les Simulations puis
d’effectuer une estimation par régression. En effet, réduire le nombre de simulations
risque-neutre pour chacune des N simulations monde réel réduit le temps de calcul, mais
implique une imprécision dans l’estimation. Pour prendre en compte cette imprécision,
une régression par moindres carrées est effectuée (calibrage de formes paramétriques po-
lynomiales). Cette technique peut étre illustrée par le graphique suivant :

FIGURE 1.5 — Illustration de la méthode LSMC

Kouassi Alphonse Nathan EBROTIE Mémoire EURIA


https://www.univ-brest.fr/euria/fr

1.3. ETAT DE L’ART DES TECHNIQUES D’ESTIMATION DU BEST ESTI- 16
MATE

Curve Fitting

Cette approche dans la littérature actuarielle remonte aux travaux de [Koursaris, 2011].

Le Curve Fitting s’inscrit dans le méme ordre d’idée que le LSMC consistant a ca-
librer une forme paramétrique qui permet d’expliquer le Best Estimate en fonction des
facteurs de risques.

Avec cette méthode, le nombre de simulations en monde réel est réduit et ’estimation
est faite en utilisant une interpolation plutét qu’une régression. En effet, il est question
ici d’interpolation, car on dispose de quelques données précises et on souhaite estimer
les valeurs entre ces points de données de maniére efficace contrairement a la régression
ol on cherche une fonction qui s’ajuste au mieux notre ensemble de données, mais sans
forcément passer par chaque point. Cette approche s’illustre par le graphique suivant :

Projections monde réel : N <N Projections risque-neutre K =3
.............. >
1 _——
__."\/' - "
L
34
ro..,
____________________ >
rY— -
1 1 1
L] L)
0 1 T

FIGURE 1.6 — Illustration de la méthode Curve fitting

De maniére générale, toutes les approches qui intégrent 'estimateur de Monte-Carlo
peuvent faire 'objet d’amélioration en utilisant des techniques de réduction de variance
ou des méthodes de type quasi Monte-Carlo afin d’augmenter la vitesse de convergence
de 'estimateur.

1.3.4 Replicating portfolio

Une méthode dans la littérature consiste a utiliser des « portefeuilles répliquants ».
Ces portefeuilles répliquants font allusion & la mise en place de portefeuille d’actifs pour
reproduire les flux de passifs pour les différentes simulations. Un approfondissement du
sujet est disponible dans [Schrager, 2008].
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1.3.5 Approximations basées sur le Machine Learning

Le Machine Learning est une branche de 'intelligence artificielle qui vise & mettre en
place des algorithmes permettant & une machine ou un ordinateur d’accomplir des téaches
spécifiques sans étre explicitement programmé.

En se basant sur des données, ces algorithmes apprennent a détecter des patterns,
faire des prédictions, ou prendre des décisions. On distingue dans la maniére d’apprendre
de ces algorithmes essentiellement des techniques dites d’apprentissage supervisé, non
supervisé et d’apprentissage par renforcement.

- L’apprentissage supervisé : dans ce cadre, les données contiennent un jeu de
variables qui expliquent & priori le phénoméne modélisé et la variable & expliquer
elle-méme. Le but de 'algorithme sera de déceler la fonction qui lie la variable &
expliquer et les variables explicatives. C’est I'univers classique lorsque I'objectif est
d’effectuer une régression.

- L’apprentissage non supervisé : sous ce paradigme, les données ne sont pas
explicitement scindées en variables explicatives et variable & expliquer. Le role de
I’algorithme sera d’étiqueter les données en partant de rien. C’est typiquement 1’en-
vironnement de modélisation pour des taches de classification.

- L’apprentissage par renforcement : se focalise sur la maniére dont un agent
(algorithme, etc) peut apprendre a décider de maniére séquentielle en interagissant
avec un environnement. Cette approche différe des techniques d’apprentissage su-
pervisé et non supervisé en ce sens qu’elle implique une rétroaction directe sous
forme de récompenses ou de punitions pour guider I’apprentissage, plutot que de
s’appuyer uniquement sur des données statiques ou des labels prédéfinis.

Dans la littérature actuarielle portant sur 'approximation du BestFEstimate, les mo-
déles de Machine Learning qu’on trouve sont généralement des modéles d’apprentissage
supervisé (exemple de [Morisse, 2022]).

Considérons X la matrice représentant les variables explicatives contenues dans la
base de données et Y le vecteur représentant les observations de la variable & expliquer
(exemple du BE dans notre cas) avec d € N* le nombre de variables explicatives, n € N*
le nombre d’observations.

L’idée fondamentale de ces modéles proxy de Machine Learning est de trouver une
fonction f : R"*4 — RP telle que : Y ~ f (X), p étant la dimension de la variable cible.
La fonction f peut étre un krigeage, un réseau de neurones ou tout autre modéle.
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Nos travaux s’inscrivent dans le cadre des méthodes d’approximation fondées sur le
Machine Learning. Nous proposons d’étendre ces modéles au cadre génératif dans un
contexte d’approximation du Best Estimate.
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Chapitre 2

Modéles génératifs

L’objectif de ce chapitre est d’exposer le socle théorique inhérent & la modélisation gé-
nérative. Nous débuterons par une présentation de cette classe de modéles, avant d’abor-
der les aspects théoriques sous-jacents.

2.1 Introduction

Les modéles génératifs sont des types de modéles en apprentissage automatique qui
modélisent la distribution des données sur lesquelles ils sont entrainés. Ils peuvent en-
suite générer de nouvelles données qui ressemblent a I'historique d’entrainement, au sens
probabiliste et statistique.

Dans notre contexte, une distribution représente la maniére dont les observations
d’une variable aléatoire sont réparties. Elle décrit les probabilités associées a 1’ensemble
des valeurs que peut prendre notre variable.

Ainsi, en cherchant principalement & apprendre une distribution, les modéles géné-
ratifs modélisent le processus sous-jacent qui a permis d’obtenir les données. En effet,
ils capturent les mécanismes et les interactions qui générent les données observées, leur
permettant ainsi de créer de nouveaux échantillons cohérents (selon certains critéres)
avec les données originales.

De nombreuses applications sont possibles, par exemple en assurance, en dehors de
notre étude, les modéles génératifs peuvent étre utilisé pour divers buts :

- Modélisation des risques : [Solveig et al., 2022| laisse entrevoir la possibilité d’uti-
liser des modéles a capacité générative afin de générer des scénarios économiques
utilisés dans les modéles de risque de marché des compagnies qui doivent répondre
aux exigences de Solvabilité 1r.
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- Détection de fraudes et d’anomalies : les réseaux de neurones génératifs peuvent
modéliser les distributions des données légitimes, permettant ainsi de repérer les
éléments qui s’éloignent du comportement attendu, ce qui peut indiquer une fraude
potentielle.

- Complétion de données : ces modéles sont de bons candidats si I’on souhaite aug-
menter des bases de données actuarielles, effectuer des imputations de données
manquantes de maniére réaliste [Colvez et al., 2022] et d’autres utilisations comme
celles énumérées dans [Ngwenduna, 2020].

Outre I’assurance, les modéles génératifs trouvent de 'intérét dans d’autres domaines :

- L’une de leurs applications les plus populaires concerne la génération, la traduction,
I’amélioration de contenus visuels et sonores. Un exemple trés connu est 'outil Cy-
cleGAN. Dans [Zhu et al., 2017], les auteurs proposent d’utiliser une architecture
générative qui permet de transformer des images de différents styles sans nécessiter
de correspondances exactes entre les images d’entrainement, offrant ainsi de nom-
breuses possibilités en traitement et création d’images.

- On retrouve de nombreuses applications dans le domaine de la finance de marché.

Par exemple, dans la couverture financiére, les modéles génératifs sont notamment
utilisés pour améliorer la précision et I'efficacité des stratégies de couverture depuis
le papier séminal sur le deep hedging [Hans et al., 2018].
Dans ce papier, il est question d’approximer les décisions de trading de produits
dérivés via des réseaux de neurones dans un contexte d’apprentissage par renforce-
ment, permettant ainsi d’optimiser les stratégies de couverture dans des environ-
nements de marché complexes et réalistes. La méthode étant data-driven, pour un
apprentissage efficace de I'agent, il faut une grande quantité de données qui tra-
duisent différents scénarios. Pour palier ce probléme, les deep generators (modéles
de simulations de conditions de marché) basés sur des modéles génératifs se sont
avérés trés utiles puisqu’ils sont capables de simuler des environnements de marché
détaillés et trés réalistes, permettent aux stratégies de deep hedging d’étre testées
et ajustées de maniére continue, assurant une réponse efficace aux fluctuations de
marché.

- Pour finir, en imagerie médicale, ces modéles sont trés utiles dans ’amélioration de
la qualité des images produites en reconstruction d’images ou pour la détection et
la classification automatique de pathologies [Kun et al., 2022|.
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2.1.1 Distinction entre modéles génératifs et discriminatifs

Soit une variable aléatoire Y représentant un phénomeéne d’intérét et X un ensemble
de variables qui pourraient & priori avoir un lien avec Y. En apprentissage automatique,
X désigne le vecteur de variables explicatives et Y la variable & expliquer ou la cible. Il
s’agit ici d’un contexte d’apprentissage supervisé.

Dans 'approche discriminative, ’objectif est d’identifier les valeurs prises par la va-
riable Y selon les caractéristiques de X. En d’autres termes, ces modéles tentent de
répondre & la question : connaissant X, quelles sont les valeurs probables de Y 7 Il s’agit
donc de modéliser la loi conditionnelle de Y sachant X. Tandis qu’avec les modéles gé-
nératifs, on cherche a déterminer les valeurs de la variable X qui ont permis d’avoir Y.
Il est question de modéliser la loi jointe de (X,Y) puis d’en déduire la loi conditionnelle
(X|Y). Un approfondissement de cette distinction peut étre trouvée dans [Jebara, 2012].

En plus de cet aspect, les modéles génératifs sont capables de modéliser directement
Y si l'on souhaite avoir des données semblables. En d’autres termes, ils sont aptes (en
théorie) a trouver des caractéristiques intrinséques qui permettent d’obtenir Y. Lorsqu’on
modélise directement Y, on parle de modéle génératif et quand il s’agit de (X|Y), on
parle de modéles génératifs conditionnels.

Apres avoir exposé ces distinctions fondamentales, nous passons a la théorie des ré-
seaux de neurones, qui constituent les éléments de base des modéles génératifs.

2.1.2 Rappels et généralités sur les réseaux de neurones

Les réseaux de neurones artificiels, apparus au milieu du 20%™€ siécle, sont une mo-
délisation mathématique inspirée du fonctionnement neuronal humain, permettant de
résoudre numériquement certains problémes.

Les travaux pionniers de McCulloch et Pitts en 1943 ([Mcculloch et al., 1943]) ont
formalisé cette analogie avec le neurone réel. Par la suite, diverses recherches ont suivi,
avec des débuts modestes, mais prometteurs dans les années 1950, suivis de périodes de
stagnation et de renouveau, culminant avec les avancées spectaculaires de 'apprentissage
profond au 21™€ sidcle. Une revue détaillée sur I'essor de I'intelligence artificielle peut
étre consultée dans [Cardon et al., 2018].

Les réseaux de neurones comme approximateurs de fonctions

Un aspect crucial pour comprendre le fonctionnement des réseaux de neurones est
leur capacité a approximer des fonctions. Bien que 'on dispose généralement de don-
nées d’entrée et de données cibles, la fonction sous-jacente reliant ces deux ensembles est
souvent inconnue. Le réseau de neurones a pour objectif d’estimer cette fonction, lui per-
mettant ainsi de prédire des sorties pour de nouvelles entrées qui n’étaient pas présentes
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dans les données d’entrainement initiales.

La garantie théorique de cette capacité d’approximation est formalisée par le théo-
réme d’approximation universel (voir [Cybenko, 1989] et [Hornik et al., 1989]), qui sti-
pule que : "sous certaines conditions, un réseau de neurones & une seule couche cachée
avec un nombre fini de neurones peut approximer n’importe quelle fonction continue sur
un intervalle donné avec une précision arbitraire".

Ce théoréme, prouvé par Cybenko pour les fonctions sigmoides et étendu par Hornik,
met en évidence la puissante capacité de modélisation des réseaux de neurones puisque
théoriquement il nous suffit de reussir a représenter la relation entre les variables d’entrée
et de sortie sous forme de fonction continue. En pratique, cela implique que les réseaux
de neurones, avec un entrainement approprié et une architecture adéquate, peuvent gé-
néraliser des résultats méme pour des données qu’ils n’ont jamais vues.

Fonctionnement et optimisation d’un réseau de neurones

Dans un réseau de neurones artificiel, chaque neurone regoit des entrées, effectue des
transformations et utilise une fonction de seuil pour déterminer la sortie. Ces éléments
constituent quelques bases fondamentales des réseaux de neurones qu’il est essentiel de
présenter.

- Neurone : un neurone peut s’interpréter comme une unité de traitement de I’infor-
mation. Il regoit un vecteur d’entrée x = [x1, z2,. .., x,], effectue une combinaison
linéaire pondérée z = Y ;" , w;x; + b, puis applique une fonction d’activation o(z)
pour produire la sortie o. Ici :

o w; sont les poids associés & chaque entrée x; ;

o b désigne le biais. C’est une constante qui permet au modéle d’étre plus flexible
et de mieux s’adapter aux données ;

o o(z) est la fonction d’activation qui introduit la non-linéarité afin de modéliser
des relations complexes.

- Couche : une couche se définit comme un ensemble de neurones. On distingue
néanmoins plusieurs types de couches : la couche d’entrée, qui recoit les données ini-
tiales ; la couche de sortie, qui fournit la prédiction finale du modéle ; et les couches
cachées, qui sont des couches intermédiaires qui appliquent des transformations
non-linéaires. Pour une couche [, la sortie est définie par o) = o(W®ol=1) 4-b(1)),
ot WO est la matrice des poids, b(®) le vecteur des biais et 01 la sortie de la
couche précédente | — 1. Ce fonctionnement est illustré par la figure 2.1.
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00 = gW®UD 4 pOy

1°"¢ couche

cachée

Couche d’entrée couchel—1 couche [ Couche de sortie

F1GURE 2.1 — Illustration du processus d’optimisation des réseaux de neurones

Pour que les réseaux de neurones fonctionnent efficacement, leurs paramétres 6 =
{W,b} doivent étre ajustés sur des données d’entrainement pour minimiser 1’écart entre
les prédictions et les valeurs réelles, en utilisant une fonction d’erreur J(6) et des tech-
niques d’optimisation. L’objectif est donc de résoudre :

0" = arg mein J(0)

Cela se fait par des techniques de descente de gradient, ot les paramétres sont mis &
jour selon la régle : 6,41 := 0, —nV.J(0,), avec V.J(0,) représentant le gradient de la fonc-
tion d’erreur par rapport aux paramétres 6 a l'itération ¢ et > 0 le pas d’apprentissage.
Pour améliorer 'efficacité et la rapidité de la convergence, des techniques d’optimisation
avancées, comme 1'Adaptive Moment Estimation (ADAM), [Kingma et al., 2014a] sont
souvent utilisées. Ci-dessous une illustration du processus d’optimisation :

, Propagation des Calcul de I'erreur Ajustement des
Données . . . N N
, ) données et obtention entre sortie et parametres du modele
d’entrée B R C P
d’une sortie vrai résultat pour réduire I'erreur

Recommencer le processus avec les parametres ajustés

FIGURE 2.2 — Illustration du processus d’optimisation des réseaux de neurones

Une fois les fondamentaux du fonctionnement et de 'optimisation des réseaux de
neurones posés, il est essentiel de savoir construire un réseau en fonction du besoin, on
parle alors de choix d’architectures.
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Dans la littérature, de nombreuses architectures existent, chacune adaptée a des types
de problémes spécifiques. Nous en exposerons quelques-unes.

2.1.3 Architectures de réseaux de neurones

Dans cette partie, nous nous affranchirons délibérément de la théorie rigoureuse en
donnant uniquement des descriptions générales des différentes architectures. Un appro-
fondissement mathématique des architectures retenues pour notre application est donnée
dans la section 2.4.

Réseaux de neurones a propagation avant

Les réseaux de neurones & propagation avant constituent une classe de modéles ou
I'information circule dans une seule direction, de I’entrée vers la sortie, sans rétroaction.
Un exemple est le perceptron multicouches (MLP). C’est une extension du perceptron
simple, introduit par Frank Rosenblatt en 1958 [Rosenblatt, 1958|. Ce type de réseau
a gagné en popularité dans les années 1980 grace & l'algorithme de rétropropagation
introduit par [Rumelhart et al., 1986]. Dans la version de base, chaque neurone d’une
couche est connecté a tous les neurones de la couche suivante (réseau fully connected)
comme sur l'illustration 2.1.

Réseaux de neurones convolutionnels (CNN)

Bien que leur concept de base existe depuis les années 1980 (voir les travaux de
[Fukushima et J., 1980] par exemple), c’est a l'issue des travaux de [LeCun et al., 1998|
qu’ils ont connu leur popularité. Avec leur forte capacité d’extraction de caractéristiques
(features) ils sont largement utilisés dans des taches de reconnaissance faciale, de détec-
tion d’objets et méme dans les voitures autonomes. Un CNN, dans sa version simplifiée,
est composée de couches de convolution, de couches de pooling et de couches entiérement
connectées. Les couches de convolution appliquent des filtres pour extraire les caractéris-
tiques des images, tandis que les couches de pooling réduisent la dimensionnalité.

Réseaux de Neurones Récurrents (RNN)

Les RNNs (ou Recurrent Neural Networks) sont une classe de réseaux de neurones
congus pour traiter des données séquentielles. Contrairement aux réseaux de neurones
traditionnels (réseau a propagation avant), les RNNs ont la capacité de conserver une
mémoire interne des informations traitées précédemment, ce qui les rend particuliérement
adaptés pour des taches ol le contexte historique est important.

En ce qui concerne les problématiques ou il est question de "générer", une classe de
modéles plus appropriée existe, et c’est de celle-ci que traitent les sections suivantes.
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2.1.4 Vue d’ensemble des modéles génératifs

Pour rappel, I'objectif de la modélisation générative est de capturer la distribution
sous-jacente des données observées afin de pouvoir générer de nouvelles données simi-
laires, conformément aux métriques définies en fonction de la téache.

Formellement, étant donné un ensemble de données D = {z() N | échantillonnées a
partir d’une distribution inconnue pp(x), 'objectif est d’apprendre une distribution pa-
ramétrée pg(x) qui approxime pp(x). Pour atteindre cet objectif, deux grandes approches
se distinguent dans la littérature :

Approche explicite

les modéles issues de cette approche sont fondés sur la vraisemblance. En effet, ils
cherchent & apprendre directement la distribution des données py(x) en maximisant la
vraisemblance des données observées. Le principe de base est de définir une fonction de
vraisemblance p(z|f) qui décrit la probabilité des données x étant donné les parameétres
du modéle 6, et de trouver les paramétres # qui maximisent cette fonction. Cela se traduit
par la résolution du probléme d’optimisation suivant :

0" = arg max log p(x|0)

Parmi les modéles les plus représentatifs de cette catégorie, on trouve les Variational
Autoencoders (VAE), les modéles de diffusion et les Normalizing Flows (NFs). La section
2.3 s’attardera plus en détail sur les VAE, car ils s’inscrivent dans le cadre des travaux
menés. En ce qui concerne les modeéles de diffusion et les NFs, une description succincte
est fournie en annexe A.4, car n’ayant pas été utilisé dans nos applications. Un appro-
fondissement peut étre trouvé dans [Yang et al., 2023| et [Papamakarios et al., 2021].

Modéles génératifs implicites

Contrairement aux modéles explicites, ces modéles ne cherchent pas 4 modéliser di-
rectement pg(z). Ils se concentrent plutdt sur la génération de nouvelles données indis-
cernables des données réelles, sans estimer explicitement la probabilité de chaque point
de données. Au lieu de modéliser directement py(x), ils apprennent un processus de gé-
nération GGy & partir d’une variable aléatoire z, appelée vecteur latent. Ce vecteur est en
réalité la représentation des données dans un espace de dimension inférieure a celui des
données d’entrée, appelé espace latent, qui permet de structurer ces derniéres de maniére
compacte et compressée.

Parmi les nombreux modéles qui adoptent cette approche, les Generative Adversarial
Networks (GANs) se distinguent par leur importance et leur impact dans le domaine.
Introduits pour la premiére fois par [Goodfellow et al., 2014], les GANs constituent un
exemple emblématique de modéles génératifs implicites. En raison de leur pertinence
dans nos travaux, nous en fournirons une explication détaillée dans la section suivante.
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2.2 Generative Adversarial Networks (GANs)

2.2.1 Présentation générale

Dans le papier introductif, il est question de mettre en compétition deux réseaux de
neurones dans un cadre de jeu & somme nulle : le générateur et le discriminant.

- Le générateur, noté Gy, est un réseau de neurones paramétré par un vecteur de
poids 6. Son role est de prendre en entrée un vecteur latent z, échantillonné a
partir d’une distribution simple (généralement une distribution gaussienne), et de
produire une sortie G(z), qui est censée ressembler & une donnée réelle. Le but du
générateur est de créer des échantillons qui soient suffisamment réalistes pour étre
indiscernables des données réelles ;

- Le discriminant, noté Dy, est un autre réseau de neurones, paramétré par un en-
semble de poids ¢. Il a pour objectif de distinguer entre les échantillons réels et ceux
générés par Gy. Le discriminant prend en entrée une donnée x et retourne un score
D(z), représentant la vraisemblance que x soit une donnée réelle. Idéalement, D(x)
doit étre proche de 1 pour une donnée réelle et proche de 0 pour une donnée générée.

L’objectif global de I'apprentissage est ainsi de produire des échantillons réalistes en
faisant en sorte que ces deux réseaux s’améliorent mutuellement a travers une compéti-
tion continue. Ci-dessous une illustration de leur fonctionnement générique :

Données
réelles

D ® ———iscore |

Z~ N(0,I) G

FIGURE 2.3 — [llustration d’une architecture générique de GAN.

Les paramétres 0 et ¢ des réseaux de neurones G et D ne seront parfois pas explici-
tement mentionnés afin d’alléger les notations.

Cette compétition est formulée comme un jeu min-max ou le générateur G essaie de
minimiser une fonction de cotit V', tandis que le discriminant D essaie de la maximiser :

minmax V(D, G) = By (llog D(x)] + Bavp s log(1 — DG (21)

En reformulant 'objectif du discriminant pour distinguer les données réelles des don-
nées générées, la fonction de perte peut étre exprimée a l'aide de la fonction Err(u,v),
qui mesure 'erreur entre u et v, de la maniére suivante :

Lp = Err(D(z),1) + Err(D(G(2)),0) (2.2)
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Si 'étiquette "1" représente les données réelles et "0" les données générées, alors
I'équation (2.2) quantifie la précision avec laquelle la classification des vraies données est
proche de 1 et celle des données générées proche de 0.

Dans la méme logique, comme ’objectif du générateur est de tromper le discriminant,
on peut décrire sa fonction de perte par I’équation suivante :

Le = Er(D(G(2)), 1) (2.3)

car I'objectif est d’attribuer 1’étiquette "vraie" aux données générées et par consé-
quent que D(G(x)) soit le plus proche possible de 1.

Les équations (2.2) et (2.3) peuvent étre assimilées & des problémes de classification
binaire. Pour ces types de problémes, une fonction de perte couramment utilisée dans
la littérature est l'entropie croisée binaire (|Cox, 1958]; [Mao et al., 2023]), qui mesure
la différence entre deux distributions de probabilité. Dans le cadre de la classification
binaire, si y est ’étiquette réelle et g est la probabilité prédite que I’étiquette soit réelle,
I’entropie croisée binaire est définie par :

Entropie(y, i) = —ylog(§) — (1 — y) log(1 — 9) (2.4)

En combinant les équations (2.2),(2.3) et (2.4), on retrouve la fonction objectif du

GAN a optimiser donnée par ’équation (2.1) qui décrit une compétition entre générateur
et discriminant.

L’objectif ultime de cette compétition est d’atteindre un équilibre de Nash ou le géné-

rateur produit des échantillons indiscernables des données réelles, rendant le discriminant

incapable de faire mieux que de deviner de maniére aléatoire.

La garantie théorique de cet équilibre est donnée par les théorémes (2.2.1) et (2.2.2) :

Théoréme 2.2.1 (Discriminant optimal, voir [Goodfellow et al., 2014/, Proposition 1).

Pour tout générateur G fixé, le discriminant optimal est donné par :

. pp(z)
Di(x) = ——————— 2.5
) = o) + po@) (25)
avec pg(x) la distribution des données générées.
En substituant 'optimal pour D, 'objectif revient & :
* b bc
V(DG G) = Exnpp [log ———] + E.pg [log ———] (2.6)

Pp + PG PD + pa
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Avant de résoudre 2.6, nous devons introduire les définitions de divergence de Kullback-
Leibler et de Jensen-Shannon.

Definition 2.2.1 (Divergence de Kullback-Leibler, voir [Kullback et al., 1951]).

Sotent P et Q deux mesures de probabilité avec P absolument continue par rapport a
Q. La divergence de Kullback-Leibler (KL) entre P et Q est définie par :

dP
drr(P =Ep |log —| .
K1(P|| Q) = Fp [og d@]
Definition 2.2.2 (Divergence de Jensen-Shannon (JS), voir [Arjovsky et al., 2017]).

La divergence de Jensen-Shannon (JS) entre deur mesures P et Q est définie par

1 P+Q 1 P+Q
dgs(P | Q) = sdrr (Pl —— ) + 5dxr ( Q| ——
2 2 2 2
En d’autres termes, ces deux métriques permettent de mesurer & quel point deux
distributions sont similaires. Leur intérét se trouve dans la simplification de 1’objectif

d’apprentissage du modéle.

Théoréme 2.2.2 (Générateur optimal, voir [Goodfellow et al., 2014/, Théoréeme 1)

En reprenant l’équation (2.6), Uoptimum global G* est atteint pour pp = pg. Et, dans
ce cas, on a : V(D§,G*) = —log(4) et DE. = %

Les preuves des théorémes (2.2.1) et (2.2.2) sont en annexe A.1.

2.2.2 Optimisation et entrainement

L’optimisation des GANs repose sur la mise & jour alternée du générateur et du
discriminant afin d’atteindre 'objectif : générer des données indiscernables des vraies
données. En pratique, malgré ces garanties théoriques, la version originale des GANs
souffre de certains problémes dont les plus notables sont les suivants :

Non-convergence

Les GANSs sont souvent difficiles & entrainer et peuvent ne pas converger, c’est-a-dire
que le générateur et le discriminant peuvent ne jamais atteindre un équilibre stable. En
effet, le jeu minimax dans la construction des GANs s’apparente au fait de trouver un
équilibre de Nash, entre le générateur et le discriminant. Cet équilibre revient & trouver
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un point selle de la fonction objective V. La convergence locale de 1’algorithme initiale
est le plus souvent garantie lorsque V' (6, ¢) est localement convexe en € et concave en
¢. Dans le cadre des GANSs, c’est rarement le cas, ce qui peut entrainer des oscillations
pendant 'entrainement et 1’équilibre peut ne pas étre atteint. On pourra explorer le pa-
pier [Lars et al., 2018|, qui discute des aspects purement théoriques des conditions sous
lesquelles de nombreux GANSs convergent.

Mode collapse

Dans larticle [Goodfellow et al., 2014], les auteurs désignent ce phénomeéne sous le
nom de Helvetica scenario. Il s’agit d’une situation ot le générateur peine & produire une
diversité d’échantillons, se limitant & générer des données fortement similaires.

Vanishing gradient

C’est lorsque les gradients du générateur deviennent tellement faibles qu’ils peuvent
disparaitre en raison d’un discriminant qui devient un peu trop performant, rendant
Ientrainement du générateur inefficace. En effet, lorsque le discriminant est optimal,
I’optimisation du générateur rencontre des difficultés, car les gradients de la divergence
JS ont tendance & diminuer rapidement lorsque les distributions pp et pg sont soit trés
similaires, soit trés éloignées. En pratique, cela conduit & une convergence oscillant entre
lenteur et rapidité.

Pour faire face a ces difficultés d’entrainement des GANs, plusieurs approches ont été
explorées. Parmi celles-ci, des algorithmes basés sur la régularisation ont été développés
pour atténuer les problémes de divergence, prévenir le surapprentissage et améliorer la
généralisation des modéles. Par ailleurs, de nouvelles architectures ont également été
proposées. Nous présenterons ici celles qui ont joué un réle dans le cadre de nos travaux.

2.2.3 Wasserstein GANs

Les Wasserstein GANs (WGANSs) [Arjovsky et al., 2017] ont été introduits pour amé-
liorer la stabilité de 'entrainement des GANS et résoudre les problémes tels que le mode
collapse et le vanishing gradient. Contrairement aux GANs classiques qui utilisent la di-
vergence de Jensen-Shannon (JS) comme mesure de dissimilarité entre les distributions
de données réelles et générées, les WGANs utilisent la distance de Wasserstein, aussi
connue sous le nom de distance Earth-Mover(EM).

Definition 2.2.3 (Distance de Wasserstein)

La distance de Wasserstein ou de Earth-Mover(EM) entre deux distributions de pro-
babilité Pp et Pg est définie comme suit :
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W(Pp,Pg)= inf Eglz—
( D G’) "/GH(III'}DJDG) (z,y) W[Hx y”]
ot II(Pp, Pg) est l'ensemble des distributions jointes v(z,y) avec distributions mar-
ginales Pp et Pg.

La définition ne se préte pas a une application directe aux GANSs, car elle nécessite
une minimisation sur ’ensemble des mesures de probabilité conjointes, ce qui est difficile
a paramétrer avec des réseaux de neurones. Cependant, elle peut étre approximée par
le dual de la distance de Kantorovich-Rubinstein, grace au théoréme de Kantorovich-
Rubinstein.

Théoréme 2.2.3 (Dualité de Kantorovich—Rubinstein, voir [Berger et al., 2009])

W(Pp, Pg) = Hfs||up<1E$NPD [f(2)] = Egnpg [f ()]

ott |||l := sup, yegn % désigne la constante de Lipschitz d’une fonction f.
Dans les WGANS, le discriminant D, joue un réle fondamentalement différent de celui
d’un discriminant classique dans un GAN standard. Au lieu de simplement distinguer
entre les échantillons réels et générés, le discriminant est utilisé pour approximer la fonc-
tion f qui permet de calculer la distance de Wasserstein. L’objectif se formalise de la

maniére suivante :

mén ”gﬁzz)él W(G,D) =E;wp,[D(x)] — E.wp, [D(G(2))]

En pratique, plusieurs techniques permettent d’assurer la contrainte lipchitz :

- Clipping :

Le clipping des poids est une méthode simple et intuitive pour s’assurer que la
partie discriminante respecte la contrainte 1-Lipschitz. Cette technique, proposée
par [Arjovsky et al., 2017], consiste & contraindre les poids du discriminant a rester
dans un intervalle fixe [—c¢,¢], ou ¢ > 0 et généralement petit. En pratique, pour
chaque pas de temps 7 on applique la transformation :

—c si Op; < —c
Opi< 1 Op; si —c<bOp;<c
c si Op; >c

Bien que cette méthode soit simple en implémentation et pratique, en restreignant
trop sévérement les poids, elle peut réduire la capacité d’apprentissage du discri-
minant, conduisant parfois & des performances sous-optimales. Ainsi, une autre
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approche a été adoptée.

- Pénalisation des gradients :
La pénalisation des gradients est une méthode plus sophistiquée pour assurer la
contrainte 1-Lipschitz. Proposée par [Gulrajani et al., 2017|, cette technique ajoute
un terme de régularisation a la fonction de cotit du discriminant, favorisant ainsi
les gradients de D & étre proches de 1.

£D = Eoopp[D(@)] = Eoup [D(G(2))] + AEp, [(IVe D@2 — 1P (2.7)

avec :

A : coefficient de régularisation qui contréle le poids du terme de pénalisation ;
Z : un point interpolé entre un échantillon réel = et un échantillon généré G(z),

calculé comme suit : & = ex + (1 —€)G(z) ou e~ U[0,1].

Cette pénalisation des gradients est une meilleure approximation de la contrainte
1-Lipschitz, mais nécessite une calibration de I’hyperparamétre A.

La perte du générateur reste la méme :
Lo = —Esp.(»[D(G(2))] (2.8)

De nombreuses variantes des GANs ont été développées. [Chakraborty et al., 2023|
donne une revue détaillée des principales architectures dérivées du GAN original.

2.2.4 Conditional GAN

Aprés avoir discuté des WGANS et des techniques permettant d’assurer la contrainte
1-Lipschitz, il est pertinent d’explorer une autre dimension des GANs qui vise & ajou-
ter des contraintes supplémentaires pour améliorer la génération de données : les mo-
deéles conditionnels. Ces modéles, connus sous le nom de Conditional GANs (cGANSs)
[Mehdi et al., 2014], permettent de controler et de guider en quelque sorte le processus
de génération de données en conditionnant le générateur et le discriminant sur des infor-
mations additionnels. Les fonctions de perte pour le générateur et le discriminant sont
modifiées pour inclure les variables de conditionnement qu’on notera y. Ainsi, la fonction
de perte devient :

Pour le discriminant :

['D = _E(m,y)pr [log D(x’y)] - IE:(z,y)fvpzpy [log(l - D(G(Z|y)‘y))]

Pour le générateur : Lo = —E(, y)~p.p, [log D(G(2|y))]
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Pour la plupart des architectures dérivées des GANS, il est possible d’introduire un
conditionnement, car cela revient théoriquement & apprendre la distribution condition-
nelle (z]y). Ainsi, pour un WGAN conditionnel, I'une des architectures choisies dans la
suite pour nos études, on a :

‘CD = E(xvy)NP"D [D($|y)] - ]E(z,y)szpy [D(G(Z|y)|y)]
+ AEsp, [(IV:D(ly)l2 ~ 1)?]

La = —=E(2 y)mp.p, [D(G(2]y)|y)] (2.10)

Des détails complémentaires sont donnés dans la section 2.4.

La théorie des GANs ayant été présenté, nous nous intéressons 4 notre second modéle,
l'autoencodeur variationnel, introduit par [Kingma et al., 2014b].

2.3 Auto-encodeurs variationnels (VAE)

Avant d’introduire la théorie relative aux auto-encodeurs variationnels, il est pertinent
d’exposer la notion d’auto-encodeur.

2.3.1 Généralités sur les Auto-encodeurs (AE)

Un auto-encodeur est un type de réseau de neurones non supervisé utilisé pour ap-
prendre des représentations efficaces des données, généralement dans le but de réduire la
dimensionnalité. Il se compose de deux parties principales :

- Encodeur : transforme les entrées x en une représentation latente z a travers une
fonction d’encodage fy paramétrée par des poids 6 tel que : z = fy(z).

- Décodeur : transforme z en une reconstruction des entrées Z a travers une fonction
de décodage g4 paramétrée par des poids ¢ tel que & = gy (2).

L’objectif d’un auto-encodeur est de minimiser la différence entre I'entrée x et la
sortie reconstruite z. La figure 2.4 est une illustration de son fonctionnement.

Plus formellement, pour toute donnée x € R™, si on note R le réseau auto-encodeur,
D : R* — R? le décodeur et £ : R — R” encodeur, on a : R = Do & tel que
|IR(z) — z|| < p, avec p la précision de reconstruction.

On cherche I'ensemble des paramétres ¢ de R tel que :

(" =arg mcinﬁ(ac,i“) = argmcin |R(z) — z||,

L’optimisation de cette structure neuronale suit le méme principe que 'apprentis-
sage classique des réseaux de neurones. Il est essentiel de souligner que les deux réseaux
sont entrainés simultanément, avec une rétropropagation du gradient du décodeur vers
I’encodeur. Outre 'aspect réduction de dimensionnalité, les AE sont utilisés par exemple
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Encodeur Espace latent Décodeur

aﬁj wﬁﬂ

FIGURE 2.4 — Exemple de reconstruction d’image avec un auto-encodeur.

dans des taches de débruitage (voir figure 2.5) et de restauration ou méme d’extraction
de caractéristiques pour alimenter des modéles de Machine Learning.

FIGURE 2.5 — Exemple de débruitage avec AE sur des données issues de la base MNIST.
En premiére ligne, les images bruitées; en second, celles débruitées par 'AE. Image
extraite de [Agostinelli et al., 2013].

Les auto-encodeurs de base peuvent étre étendus de diverses maniéres pour améliorer
leurs performances ou pour répondre & des besoins spécifiques comme les Auto-encodeurs
convolutifs qui utilisent des couches de convolution pour capturer les caractéristiques
spatiales des données, particuliérement utiles pour les images ou encore le trés célébre
auto-encodeur variationnel. Pour une revue de littérature étendue, on pourra consulter
[Shuangshuang et al., 2023].

2.3.2 De l'autoencodeur a ’autoencodeur variationnel
La question qu’on pourrait se poser serait de savoir si I’AE ne pourrait pas faire office

de modéle génératif ?

A priori, cela est possible puisque le décodeur modélise la loi de (z|z). Mais, plusieurs
problémes se posent. Un autoencodeur traditionnel apprend une représentation compacte
et déterministe des données. Par exemple, si nous avons des images de chiffres manuscrits,
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I’autoencodeur peut apprendre & encoder chaque image en un vecteur de caractéristiques
et & décoder ce vecteur pour reconstruire I'image d’origine. Toutefois, lorsqu’il s’agit de
générer de nouveaux exemples, le modéle est médiocre, car chaque entrée correspond a
une seule représentation latente fixe. C’est pour pallier ce probléme que les autoenco-
deurs variationnels ont été introduits.

Un VAE modélise une distribution probabiliste dans ’espace latent. Pour notre
exemple d’image, plutot que d’apprendre un vecteur de caractéristiques fixe pour chaque
image, il apprend une distribution pour chaque image. Avec cette distribution latente, il
sera possible de générer de nouvelles images en échantillonnant cette distribution.

Considérons le jeu de données D = {x(i)}f\il correspondant a des réalisations de la
variable aléatoire x distribuée selon pp. Notre objectif est donc d’apprendre pp.

Dans les VAE, on suppose que le processus génératif pp implique une certaine va-
riable aléatoire z et une paramétrisation 6 telle que Vi, z; ~ pg«(z) (distribution & priori)

et x; ~ pg«(z|2).

0 et z1,...,z, sont inconnus pour 'instant et la seule information que nous avons,
c’est que nous avons besoin de # pour pouvoir générer x & partir de z. Autrement dit, il
est question de maximiser la vraisemblance des données générées sur D. En statistiques,
il a été prouvé que maximiser py(x) revient & maximiser log(pg(x)). Pour des questions
de facilités numériques et d’algorithmie, on privilégie généralement la maximisation de
la log-vraisemblance. Ainsi, le probléme revient & :

0* = arg max log pg(x) (2.11)

Résoudre I'équation (2.11) revient a trouver pg( ) qui n’a pas d’expression analy-
tique, mais qui s’écrit sous la forme py(z) = [ pp(2)pe(z|2)dz. En effet si on considére
la distribution conjointe {x, z}, on a comme marginale pour x, pg(x f po(x, z)dz avec

po(, 2) = po(x|2)pe(2).

Comme x est connu, une bonne idée serait de voir ce qu’il est possible d’obtenir
a partir de pg(z|z), la distribution a postériori. Toutefois, en pratique, la distribution
po(z|x) n’est généralement pas accessible directement. Par conséquent, nous chercherons
a lapproximer a 'aide de gy(z|x). Ce qui est naturel, c’est que gy (2|x) soit trés proche
de py(z|z). Cela correspond a trouver ¢* tel que :

¢" = argmin d(gy(2|x), po(2|r))

Avec d choisi convenablement pour mesurer la dissimilarité entre les deux distribu-
tions. Dans la littérature, un bon candidat de mesure de dissimilarité entre distributions
est la divergence de Kullback-Leibler (voir 2.2.1). Ainsi,
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Aao(ele) po(=12) = K L{ao(=12) | po(ela)
- [ros (i

= Ey, (z}2) (108 ¢y (2]x) — log pg(z|z)]
= Ey, (a]2) [log gy (2]7) — log py(|2) — log py(x) + log pg(z)]
K L(qg(2|2) || po(2]x)) = — (Eq, (212) log po(x|2)] — K L(gy(2]) || pa(2))) + log pe(x)

J/

~\~

(1)

(1) est appelée Evidence Lower Bound (ELBO). En re-écrivant l'expression, on a
alors : KL(qg(z|7) || po(2]x)) = —ELBO + log pg(x).

Comme K L(gy(z|x) || pa(2]x)) est positive, alors log pg(x) > ELBO. Rappellons que
notre objectif est de minimiser K L(qq(2|2) || po(2|z)). Ainsi, réaliser cet objectif revient
a maximiser ELBO. De plus, en maximisant ELBO, on réalise I'objectif de maximiser
log pg(z). L’objectif se résume alors a :

II@]%X ELBO(H) ¢; .'IZ‘) = Eq¢(z|z) [lngg(.%lZ)l— KL(Q¢(Z|‘T) H pg(Z))

(2T (3)

On choisit pour simplifier, g4(z|z) = N(z;p;01), po(z) = N(z;0;1) et pp(x|z) =
N (z; fo(2),020).

Dans ce contexte, on a : (3) = 3(tr(ol) + p”'p — d — log det (o))

et (2) = Eg, (20 — 5|l — fe(Z)HZ} — 2log(2m02) avec d la dimension de l'espace
latent. L’objectif final de (2) revient a ming Eq, (20 [|l# — fo(2)[1?], qui est Perreur qua-
dratique moyenne (MSE) entre les données d’entrée x et les données reconstruites fp(z).

Pour des raisons opérationnelles, le réseau g4(z|z) donne en sortie une moyenne p et
un écart type o, ce qui permet d’écrire z = p + oe ou € ~ N(0,I), on parle d’astuce de
reparamétrisation. La figure 2.6 est une illustration de I'architecture finale d’'un VAE.

FIGURE 2.6 — Architecture d’'un VAE dans sa version originelle avec 1'astuce de repara-
métrisation

De méme que pour les GANSs, les VAEs peuvent également avoir une version condi-
tionnelle qui sera présentée en raison de leur utilité dans nos travaux.
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2.3.3 Conditional VAE

Le CVAE est une extension du VAE qui permet de générer des données en fonction de
conditions spécifiques, notées y. L’objectif est de maximiser la log-vraisemblance condi-
tionnelle log pp(z|y), plutét que la log-vraisemblance marginale log pg(x) comme dans le
VAE. ELBO pour le CVAE s’écrit de maniére similaire & celui du VAE, mais chaque
terme est maintenant conditionné par y :

log po(z|y) > By, (z)ey) logpo(z|2,y)] — K L(gs(z]7, y) | Pe(2y))
L’objectif final du CVAE est de maximiser cette ELBO conditionnelle :

r%%Xqu;(zIx,y) [log po(z|2, y)] — K L(qe (2|, y) || Po(2]y))

La fonction de perte s’écrit :

L, p;x,y) :% (tr(al) + prp—d—log det(a1))
1
202

Cette architecture conditionnelle est pertinente pour nos travaux, car conditionner
un modeéle revient & informer le systéme sur ce que 'on attend de lui, réduisant ainsi
I’espace de possibles. C’est une anticipation informée : on n’explore pas tous les futurs
possibles, mais seulement ceux qui sont cohérents avec les conditions imposées. Cette
anticipation est une forme de prédiction, car elle suppose que, sous certaines conditions,
certains résultats sont plus probables ou logiques que d’autres. Ce qui cadre parfaitement
avec notre objectif. Dans la section suivante, nous donnerons davantage de détails.

(2.12)

d
+ 55 By elay) [l = folz. )] + B log(2mo?)

2.4 Approche proposée et cadre de modélisation

L’objectif de cette section est de présenter les architectures retenues dans le cadre
de notre étude et de décrire dans quelle mesure elles permettent de répondre a notre
problématique.

2.4.1 Motivations

Pour rappel, notre objectif est de modéliser et prédire la F'DB & partir de variables
financiéres, et donc de déterminer le Best Estimate. Si X désigne ’ensemble des variables
économiques, notre probléme se formule comme un apprentissage supervisé consistant a
trouver une fonction f telle que FDB = f(X). Dans notre étude, f est un réseau de
neurones génératif paramétré fy.

Nous considérons un ensemble de n observations et d variables explicatives : X € R"*¢
et FDB € R™ 1. Un critére essentiel pour le choix de fj est sa capacité a satisfaire la
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relation suivante :
f9 . Rnxd N Rnxl

Parmi les différents modéles répondant & cette contrainte, notre choix s’est porté sur
les GAN et les VAE. Bien que leur objectif initial ne soit pas la prédiction directe, ces
modeéles peuvent étre adaptés pour inclure un contexte de génération, ce qui les rapproche
d’une tache de prédiction. De plus, ils représentent efficacement les approches implicite
et basées sur la vraisemblance.

2.4.2 Meéthodologie
Dans cette section, nous décrivons de maniére détaillée les architectures utilisées ainsi
que leurs spécificités.

Modéle génératif implicite retenu

Comme évoqué, nous utiliserons un GAN modifié par rapport & sa version originale.
L’architecture retenue est un GAN de Wasserstein conditionnel avec pénalité des gra-
dients que nous dénotons par COND-WGAN-GP. Considérons toujours X et la cible Y.
Ci-dessous un schéma illustrant le fonctionnement du GAN dans sa version basique.

___________

D é ———iscore !

Z~N(O,D—— Gg

Phase d’échantillonnageen T + A

Z'~ N'(0,1)

YT+A

FIGURE 2.7 — Architecture d’'un GAN vanille.

Comme on peut le voir sur l'illustration, le modéle permet de modéliser directement
Y tandis que dans notre contexte Y dépend de certaines informations exogénes comme
les conditions économiques. Ainsi, le modéle n’est pas directement utilisable a des fins de
prédictions. C’est pour cette raison que nous avons adopté I'architecture conditionnelle.

L’idée, c’est de rendre le modéle capable de produire des échantillons de Y contex-
tuellement. Ce contexte correspond aux conditions X. Ainsi, en modifiant X le modéle,
devrait produire le Y qui lui correspond. L’objectif du modéle génératif est le méme,
générer des nouveaux échantillons, mais cette fois-ci, il le fait de maniére guidée, selon

Kouassi Alphonse Nathan EBROTIE Mémoire EURIA


https://www.univ-brest.fr/euria/fr

2.4. APPROCHE PROPOSEE ET CADRE DE MODELISATION 38

certaines contraintes. Ce procédé s’apparente a faire de la prédiction. Schématiquement,
il est présenté par la figure 2.8.

YT * XT
z~N(0,D X i ~Sortie
v : Gg ——— & oo "X— D () | soertiove |
Xr ~ X1

Phase d’échantillonnageen T + A

Z'~ N(0,1)
A .

Go:

Yria

X741
FIGURE 2.8 — Architecture WGAN avec conditionnement
Une fois le modéle & mettre en ceuvre défini, la question qui se pose concerne le choix

des réseaux générateur et discriminant. Pour effectuer ce choix, un descriptif des princi-
paux avantages et faiblesses des architectures potentielles est proposée dans le tableau

2.1.

Architecture Avantages Inconvénients
Efficace pour extraire des | Moins adapté aux données
motifs locaux. séquentielles pures.
CNN ) . .
Adapté pour extraire des Ne capture pas bien les
features complexes. dépendances & long terme.
Capture les dépendances | Difficile & entrainer sur des
temporelles. longues séquences.
RNN , . .
Adapté aux données Moins efficace pour les
séquentielles. motifs locaux.
Simple et rapide & mettre
en oceuvre. Ne gére pas bien les
Convient pour des données données séquentielles.
MLP . . o
de petite taille et non Performance limitée sur
structurées. des problémes complexes.
Rapide a entrainer.

TABLE 2.1 — Comparaison succincte de quelques architectures

L’objectif de notre étude étant de modéliser des données séquentielles, 'architecture
récurrente est un bon candidat comme générateur. Et, le discriminant étant le guide dans
son objectif d’apprentissage, une architecture permettant d’extraire des caractéristiques
de maniére efficace est adaptée comme discriminant.
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Architecture du réseau générateur

Comme évoqué précédemment, les réseaux récurrents sont des types de réseaux ar-
tificiels qui favorisent le traitement de données séquentielles, car le sens de transmission
de 'information ne se fait que dans un seul sens, d’une couche vers 'autre, mais aussi a
I'intérieur de la couche elle-méme.

Dans les RNNs; le terme "cellule" est souvent utilisé pour désigner les neurones. Les
cellules sont les composantes de base qui traitent les informations & chaque pas de temps
dans une séquence. Chaque cellule RNN prend en entrée 1’état actuel et ’état caché de
I’étape précédente pour produire un nouvel état caché et, éventuellement, une sortie.
L’état caché est le vecteur qui contient des informations sur les input passées de la sé-
quence et qui permet aux RNNs de "se souvenir" des informations précédentes.

Si on considére les données D = (x;)]_;, les calculs dans une cellule RNN peuvent
étre décrits de la maniére suivante :

L’état caché h; a 'instant ¢ est calculé en utilisant ’entrée actuelle x; et I'état caché
de 'instant précédent h;_1. Cela se fait a ’aide d’une fonction d’activation o qui est trés
souvent une tangente hyperbolique tanh :

hi = c(Whnhi—1 + Wypxe + bp,)
ou :

- Wy est la matrice de poids reliant 1’état caché précédent hy;_1 & hy et Wy est la
matrice de poids reliant ’entrée actuelle x; & I'état caché actuel hy;

- bp, le vecteur de biais pour 'état caché.

La sortie 3¢ a l'instant ¢ est calculée en utilisant I'état caché h; :

Yt = O'(Whyht + by)

ot W, est la matrice de poids reliant 'état caché actuel h' & la sortie y*, by est le
vecteur de biais associé a la sortie. La figure 2.9 est une représentation du fonctionnement

d’un RNN.

Y1 Y2 yr
ho Cellule 1 hy Cellule 2 h, hr_y Cellule T
X1 X2 X

FIGURE 2.9 — fonctionnement structurel d’'un RNN
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Les RNNs traditionnels souffrent de vanishing gradient lors de 'étape de rétropropa-
gation, ce qui rend leur apprentissage parfois inefficace. Pour atténuer ces problémes, des
variantes des RNNs ont été développées, telles que les Long Short-Term Memory (LSTM)
[Hochreiter et al., 1997| et les Gated Recurrent Units (GRU) [Cho et al., 2014], qui sont
une version simplifiée, mais tout aussi performante que les LSTM dans la gestion des
dépendances a long terme.

Gated Recurrent Unit

Les GRU sont une simplification des LSTM, tout en conservant des mécanismes pour
gérer les dépendances a long terme. Principalement, ils combinent les portes d’entrée et
d’oubli en une seule porte de mise & jour, et possédent une porte de réinitialisation. Les
équations du GRU dont I'architecture est illustrée en figure 2.10 sont les suivantes :

- La porte de mise a jour z; = o(W,xy + U hy—1 + b,). Cette porte contrdle dans
quelle mesure I'état précédent h¢—y doit étre conservé et mis a jour avec le nouvel
état candidat hy ;

- La porte de réinitialisation r = o(Wyzy + Uprhy—1 + b,) décide de la quantité
d’information précédente & oublier ;

- L’état candidat hy = tanh(Waxy+r,©(Uh—1)+b) représente la nouvelle information
qui pourrait étre ajoutée a I’état ;

- L’état final h; est une combinaison linéaire de 1’état précédent et de ’état candidat,
pondérée par la porte de mise a jour.

porte de

réinitialisation porte de mise a jour

Tt

FIGURE 2.10 — Architecture GRU
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Architecture du réseau discriminant

Pour rappel, dans notre modéle GAN, 'objectif du discriminant est de pouvoir gui-
der le générateur dans sa téche, ainsi un réseau ayant des capacités & détecter des ca-
ractéristiques cachées est convenable. Le choix d’un réseau convolutif est donc naturel.
La philosophie derriére cette architecture est d’exploiter les relations locales et globales
dans les données en utilisant des convolutions, une opération mathématique qui est trés
performante pour extraire des caractéristiques a différents niveaux de complexité.

De maniére plus détaillée, Les CNNs sont composés de plusieurs couches distinctes,
chacune ayant un roéle spécifique dans le traitement et ’extraction des caractéristiques :

- Couches de convolution :
Ces couches appliquent des noyaux de convolution (ou filtres) sur I'entrée. Chaque
filtre produit une carte de caractéristiques qui met en évidence certaines spécificités
dans les données. En fonction de la nature des données, un type particulier de convo-
lution peut étre utilisé. Par exemple, la couche Convolution 1D est utilisée pour
des données séquentielles ou temporelles : (fxz)(i) = >, f(m)-z(i+m), avec f le
filtre et x I’entrée et la Convolution 2D est adaptée au traitement des images. Les
filtres sont appliqués sur deux dimensions : hauteur et largeur, permettant de cap-
turer des caractéristiques spatiales : (f*z)(i,5) = >_,, >, f(m,n)-x(i+m,j+n).
La formulation mathématique de la convolution s’étend également au cas continu.

- Couches de pooling
Ces couches réduisent la dimension des cartes de caractéristiques tout en préservant
les informations les plus importantes. La couche de pooling la plus courante est le
maz-pooling, qui prend le maximum d’une région locale.

- Couches d’activation

Aprés chaque convolution, une fonction d’activation non-linéaire est appliquée pour
introduire de la non-linéarité dans le modéle.

- Couches fully connected
aprés les couches de convolution et de pooling, les cartes de caractéristiques sont
aplaties et passées & travers une ou plusieurs couches entiérement connectées afin
d’avoir la sortie finale du réseau.

Modéle génératif explicite sélectionné

De fagon analogue au modéle implicite, nous utilisons un VAE modifié par un condi-
tionnement, le CVAE. Si on considére toujours X et la cible Y, la figure 2.6 montre que
le VAE permet de modéliser directement Y sans tenir compte d’informations exogénes.
Ainsi, pour atteindre notre objectif d’effectuer des prédictions, il est nécessaire d’impo-
ser un contexte de génération au modéle. Le fonctionnement schématique du CVAE est
illustré par la figure 2.11.
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5
@
°
]
S
@
a

Décodeur

FIGURE 2.11 — Fonctionnement CVAE

Pour les mémes raisons qui ont motivé le choix du GRU comme générateur dans le
COND-WGAN-GP, nous choisissons également cette architecture comme encodeur et
décodeur dans le CVAE.

Les éléments fondamentaux ainsi que ’environnement de modélisation ayant été intro-
duits, nous proposons une application & I'estimation du Best Estimate sur un portefeuille
épargne-retraite.
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Chapitre 3
Application

Dans ce chapitre, il est question de se servir des modéles préalablement introduits
afin de modéliser le Best Estimate d’un assureur vie. Pour des raisons de confidentialité,
certaines informations ou données seront anonymisées.

3.1 Portefeuille d’étude et modéle ALM

Notre étude est effectuée sur un portefeuille épargne-retraite qui comprend plusieurs
types de produits tels que le contrat "Madelin"et le contrat "Article 83".

Pour rappel, notre objectif est la modélisation de la partie stochastique du Best Es-
timate, la FDB. Cette quantité s’obtient aprés la prise en compte des interactions entre
Pactif et le passif par le modéle ALM. Ainsi, il est essentiel de comprendre le fonction-
nement dudit modéle.

Le modéle ALM est un outil de simulation qui permet de prendre en compte les
interactions entre 'actif et le passif de 'entreprise. Pour ce faire, il prend en compte
plusieurs nputs :

- Les model point actifs et passifs qui permettent une description de tous les actifs
et du passif inhérents au portefeuille ;

- Les hypothéses qui incluent, par exemple les régles de gestion propre a ’entreprise
dans le modéle, I'objectif d’allocations d’actif, le niveau des frais et bien d’autres;

- Les scénarios économiques issus d’un outil de génération de scénarios économiques
permettant de modéliser 1’évolution des principaux facteurs de risques tels que les
taux, les indices actions et immobilier auxquels ’entreprise est exposée.

3.1.1 Modélisation des actifs

Les actifs sont modélisés directement dans le modele ALM en les projetant jusqu’a
un horizon T de fin de projection. En effet, cette projection permet d’obtenir la valeur
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probable des produits financiers futurs qui permettra de déterminer les montants de par-
ticipations aux bénéfices. Cette projection des actifs se fait selon les différentes classes
et leurs caractéristiques intrinséques. Généralement, les informations contenues dans le
model points concernent par exemple : le type de I'actif, son libellé, sa notation, son prix
d’acquisition, sa valeur de marché, son code CIC, son spread, etc.

Les principales classes d’actifs sont les actions, les obligations (a taux fixes, taux va-
riables, indexées sur U'inflation), les OPCVMs, I'immobilier et le cash ou la tresorerie.

Dans leur gestion, les compagnies d’assurance attribuent, en fonction de leur politique,
certains poids a ces différents actifs. Par exemple, dans notre cas, plus de la moitié du
portefeuille est constitué d’obligations, un quart d’OPCVM et le reste des autres actifs
avec une minorité d’actions. Cette allocation d’actifs étant une cible, cela implique que
le modéle doit effectuer des opérations d’achats et de ventes afin de converger et surtout
la maintenir malgré les conditions changeantes du marché.

De plus, conformément aux contraintes du régulateur, les projections sont effectuées
dans un univers risque neutre. Ainsi, la courbe des taux qui sera utilisée dans ces projec-
tions est la courbe des taux de I’ Buropean Insurance and Occupational Pensions Authority
(EIOPA).

En termes de projection, 'une des variables essentielles modélisées est la valeur de
marché (VM) des actifs. En fonction de I’actif, le calcul n’est pas le méme.

Obligations

. . . 4+ C . . R
Pour une obligation, a Uinstant ¢, VM (t) = Z?:It (‘IDEC-);J + gi_n?;n)a%, ou rj est le
J

taux de marché en j. Toutefois, selon qu’il s’agit d’une obligation & taux variable (OTV)
ou indexée sur I'inflation (OAT1), le mode de calcul différe. Pour les OTV, les coupons
dépendent du taux de marché alors que pour les OATI, ils dépendent de I'inflation.

Actions

La valorisation des actions pour un instant ¢ est obtenue en capitalisant la valeur de
marché de l'instant t — 1, aprés avoir intégré les effets d’interaction entre actifs et passifs,
en utilisant le rendement de I'indice boursier. Cela se formalise par :

VM(t) = VM(t — 1) x (1 + Ryina)

ol [ jng représente le taux de rendement de l'indice boursier pour I’année t.

Immobilier

La méthode de valorisation des actifs immobiliers suit un processus similaire a celui
des actions, avec la particularité que la capitalisation se base sur 'indice immobilier.
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OPCVM

Etant donné qu'un OPCVM est constitué de plusieurs classes d’actifs et /ou produits
financiers, I'évaluation de sa valeur de marché doit se faire en analysant la valeur des
différentes classes d’actifs qui le composent.

3.1.2 Modélisation du passif

Le principal input de ce modéle est le model point, qui regroupe toutes les informations
concernant les assurés. Dans un premier temps, un modéle de projection est utilisé sans
tenir compte des interactions entre I'actif et le passif, afin de calculer le Best Estimate
Garanti (BEG). Ce dernier est déterministe car il est basé sur un scénario central.

Les différents flux de passifs sont les suivants :

Périmétre Prestations Frais Autres
L . Provisions
Déces, Rachats, Frais sur encours, ) )
Epargne . . mathématiques,
Autres Frais sur prestations A .
Intéréts techniques
Sortie de capital, . Provisions
g Frais sur encours, , .
Rente Rentes versées, mathématiques,

Rachats Frais sur prestations

Intéréts techniques

TABLE 3.1 — Flux du passifs

Dans le calcul du BEG, seuls les TMG et les taux techniques sont pris en compte.
Ce BEG se calcule comme une différence entre les flux sortants (prestations, frais, taxes
éventuelles) et les flux entrants (primes principalement).

Comme le montre le tableau 3.1, plusieurs éléments sont modélisés dans notre mo-
déle, notamment les rachats qui peuvent étre structurels ou dynamiques. Toutefois, une
des variables importante dans notre modélisation étant la provision mathématique (PM),
nous explicitons briévement comment elle varie. Dans le modéle, celle-ci évolue chaque
année essentiellement en fonction des prestations, des intéréts techniques, de la partici-
pation aux bénéfices, de la revalorisation et peut étre diminué en raison des rachats et
des sorties de rentes. Etant donné que ces variables dépendent des conditions de marché,
il est essentiel de prendre en compte cet environnement économique, comme 'exige la
réglementation Solvabilité 7. Dans le modéle ALM, cette prise en compte s’effectue prin-
cipalement & travers les tables de scénarios économiques produites par les générateurs de
scénarios économiques, que nous expliquerons dans la section suivante.

3.1.3 Générateur de scénarios économiques

Le Générateur de Scénarios Economiques (GSE) est un outil de simulation stochas-
tique qui permet de modéliser, pour chaque simulation, I’évolution des principaux facteurs
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de risques financiers auxquels I'assureur est exposé au fil du temps comme le niveau des

taux, les indices boursiers, 'inflation.

Le processus de mise en ceuvre d’'un GSE risque neutre se résume dans les étapes

suivantes :

1-Choix de modéles

Choix du modéle adapté a chaque facteur de
risque :

Action
Immobilier
Inflation, etc.

3-Diffusion

= Choix de I'horizon de projection et du pas
de temps ;

= Discrétisation des processus modélisant
les facteurs de risques;

= Prise en compte des corrélations entre les
facteurs de risques.

2-Calibrage

Choix des instruments financiers cotés sur
le marché et calcul de leurs prix de
marché;

Estimation du prix théorique qui dépend
des paramétres du modeéle;

Minimisation des erreurs entre les prix
théoriques et les prix de marche

4-Validation

Test de martingalité afin de vérifier la
risque neutralité des scénarios;

Repricing des différents instruments
financiers avec les scénarios simulés via
I'approche Monte-Carlo

FI1GURE 3.1 — Processus de mise en ceuvre d’'un GSE risque neutre.

Pour notre étude, nous présenterons deux des principaux modéles de diffusion.

Modéle de taux

Les taux sont simulés par le Displaced Diffusion Libor Market Model (DDLMM) dont
la dynamique (avec p € N* facteurs) est régi par I’équation suivante :

dFy(t) = (Fp(t) +6) Y &l(t) x dZ} (1)

avec

- Fi(t) : le taux forward sur [Ty, Ti1];

- 0 : le shift ou paramétre de déplacement utilisé dans la génération des taux d’intérét

négatifs ;

- §Z . la volatilité associée au ¢'*™¢ facteur pour le taux forward k

g 41 ¢ un mouvement Brownien sous la mesure forward neutre pour ’échéance
Tiy1

Les corrélations entre les taux a différentes échéances sont représentées par la volatilité
¢!, exprimée de maniére déterministe par : £/(t) = f(t)g(T — t)b4(Ty, — t).

Cette volatilité dépend de trois fonctions temporelles. La premiére est la fonction
d’échelle f(t) : f(t) = 0+ (1 —6)e . Ensuite, la fonction de forme g(T} —t), qui dépend
du temps restant jusqu’a ’échéance, est donnée par : g(Tj—t) = (a+b(Tj—t))e k=t 44,
Enfin, la fonction de structure de corrélation entre taux forward, notée b?(T), —t), dépend
également du temps restant jusqu’a I’échéance.
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Modéle action

La modélisation des actions se fait a travers une version modifiée du modéle de Black
& Scholes, connue sous le nom de Black & Scholes with Deterministic Volatility (BSDV)
(voir |[Mehalla et al., 2024]). Contrairement au modéle standard, le BSDV intégre un
cadre de taux stochastiques avec une volatilité déterministe et variant en fonction du
temps.

Considérons qu’il n’y a pas de versements de dividendes et désignons par S; l'indice
boursier modélisé. Pour ¢ € [0, 7], la dynamique de cet indice est donnée par :

st _ rdt + o dWy
St

avec :
- 14 le taux d’intérét & court terme, issu de notre modéle de taux;
- o0y la volatilité déterministe & l'instant ¢;

- WF le mouvement Brownien sous la mesure de probabilité historique P.

3.1.4 Flexing et algorithme de participation aux bénéfices

Une fois ces quelques éléments propres & la modélisation actif-passif introduits, nous
explicitons le fonctionnement général du modéle.

Comme évoqué, le modéle passif est utilisé dans un premier temps afin de calculer
les flux propres au passif sans interaction avec ’actif. Une fois ces flux de BEG obtenus,
il faut les intégrer au modéle ALM afin de tenir compte des différentes interactions. Cela
se fait par le biais d’un processus dit de flexing.

Concrétement, cette technique consiste & ajuster les différents flux déterministes apreés
la projection de 'actif en utilisant un "coefficient de flezing". En effet, les différents flux
déterministes étant projetés au Taux Minimum Garanti, il y a lieu d’effectuer des reva-
lorisations qui dépendent de I’évolution des actifs.

Pour chaque pas de temps ¢, le coefficient de flering correspond & :

_ PMarm (t)
PMdéterministe (t)

Coeffle:cing(t) (3'1>

avec
PMALM<t) = PMALM(t — 1) + ITALM(t) + PBserm‘e(t) — ChargementsALM(t)

ITALM(t) = ITALM(t — 1) X Coefﬂemng(t — 1)
Chargementsapn(t) = Chargementsapn (t — 1) X Coeffiezing(t —1).

Cette technique de flering permet au modéle d’étre plus efficient puisqu’il se base
sur les flux déterministes préexistants et applique un coefficient de proportionnalité en
fonction des conditions de marché.
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La FDB étant dépendante des bénéfices futurs, il est essentiel de comprendre la poli-
tique de participation aux bénéfices de ’entreprise. Cette politique intégre aussi bien des
contraintes réglementaires que des enjeux purement concurrentiels. Ainsi, la politique
de gestion de la Provision pour Participation aux Excédents (PPE) peut varier d’une
entreprise a une autre.

Dans le modéle ALM utilisé dans le cadre de ce mémoire, la régle de gestion peut
se résumer ainsi : la participation aux bénéfices pour 'année en cours est distribuée,
et toute différence par rapport a 'objectif que I'entreprise c’était fixé est ajustée via la
PPE : en cas de surplus, I'excédent est ajouté a la PPE, tandis qu’en cas de déficit, la
PPE compense le manque & gagner. En pratique, cette politique est résumée comme suit :

- Etape 1 : calcul des produits financiers : l’algorithme commence en détermi-
nant le montant de produits financiers qui est disponible pour la PB. C’est sur ce
montant que tous les autres calculs se feront.

- Etape 2 : prise en compte des contraintes de redistribution réglemen-
taires : a ce stade, il est question de vérifier si le montant des produits financiers
permet de faire face aux contraintes réglementaires. Sinon, trois options sont pos-
sibles : d’abord, on peut envisager la réalisation de plus-values latentes sur le por-
tefeuille d’actifs afin de faire face aux intéréts technique. Ensuite, une reprise peut
étre effectuée au niveau de la PPE, avec certaines contraintes, comme la limita-
tion de la reprise a la moitié du montant disponible par an. Enfin, si ces solutions
s’avérent inefficaces, le dernier recours consiste a renoncer a la marge sur le résultat.

- Etape 3 : intégration du taux cible : Ce taux est celui attendu par ’assuré. 11
est fixé par 'entreprise afin de rester compétitif et ne pas inciter ’assuré a mettre
fin au contrat. Il est donc généralement plus élevé que le TMG et le taux minimum
réglementaire sans étre non plus excessivement élevé puisque cela pourrait engen-
drer des pertes. A l'instant ¢, Tauzxepe(t) = 0,8x Taux Moyen d’emprunt d’Etat.

- Etape 4 : calcul du taux réellement servi : il s’agit de la détermination du
vrai montant que les assurés vont recevoir. Il correspond au Minimum entre la cible
et le montant obtenu malgré I'utilisation des différents leviers lorsque les produits
financiers n’arrivent pas a couvrir la cible.

Les éléments propres au portefeuille et au modéle ALM ayant été exposé, nous ap-
pliquons nos modéles génératifs & la modélisation de la FDB. Nous commencerons par
expliciter comment la base de données a été obtenu ainsi que les détails techniques spé-
cifiques aux différents modéles.
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3.2 Mise en ceuvre de ’approche

Pour rappel, notre objectif est la mise en place d’un proxy fy tel qu’en fonction de
I’ensemble de nos variables explicatives X, on ait Y = FDB = fg(X) avec fg étant soit
le COND-WGAN-GP soit le CVAE.

I1 est convenable d’expliciter comment la base de données D = {Y, X'} a été obtenue.

3.2.1 Construction de la base de données

Les variables constitutives de notre base de données ont été obtenues essentiellement
en s’appuyant sur des études internes qui ont permis de les identifier comme pertinentes.

Ainsi, ces variables pertinentes sont : les intéréts techniques, les produits financiers,
les chargements sur encours et le taux cible. Toutefois, les variables qui seront utilisées
dans la base sont :

- Le Taux de Rendement Comptable (TRC) :

Le choix de cette variable s’explique par le fait qu’elle représente les produits fi-
nanciers et est un indicateur utilisé en pratique dans les prises de décisions puisque :

: . Produits financiers en net
A tout instant ¢, TRC(t) o %(Total actifs en t + Total actifs en t-1)

- Les Provisions Mathématiques ALM (PM /) :
Les chargements sur encours et les intéréts techniques étant des pourcentages de
la PM, son choix est naturel. De plus, il faut noter que d’aprés 3.1, la PMar s
correspond au produit entre la PMgesterministe €t le coefficient de flexing.

- Le Taux Cible (TC):

Comme évoqué dans l'algorithme de participation aux bénéfices, les taux cibles
sont des éléments indispensables et seront ainsi directement des inputs du modéle.

- La courbe des taux (courbe;,) sera également une entrée additionnelle.

Il est important de noter que ces variables sont celles qui sont utilisées dans la phase
d’entrainement initiale du modéle. Il est évident que dans des conditions réalistes de
production des indicateurs, certaines données ne sont connues qu’apres le lancement du
modéle ALM. Notre objectif étant de se passer de ce modéle, nous mettrons en place des
solutions pour étre trés réaliste dans la section 3.3.2.

Les données historiques ont été extraites de 'outil de modélisation interne Addactis
Modeling. Les données s’étendent de la cloture 2022 a celle de 2023 avec des granularités
trimestrielles et annuelles. En totalité, nous avons des données par simulation sur huit
trimestres et deux données annuelles. Pour un trimestre ou un annuel, les simulations
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sont de tailles N = 2000 et I’horizon de projection est de T' = 50 années pour chaque
facteur de risque ou variable explicative d’intérét. Ci-dessous un apercu des différents jeu
de données :

tin - tir taq - ter -o- trein --- tregr
X=1: "~ : : : : : = (Xij)ieq,N.je[1,1]
tN1 - tnT teng c-- tenr oo trena c- trent
FDB,
Y = : = (Yi)zTe[[l,N]]
FDBy

Avec t; ;, tc; j, PM; j, tre; j les notations respectives dans la base de données pour
désigner les taux, les taux cibles, les provisions mathématiques et le TRC pour chaque
simulation ¢ € 1,..., N et chaque pas de projection 5 € 1,...,T.

Apres avoir décrit les différentes variables et notre base de données définitive, nous
explicitons dans la suite les spécificités techniques des modéles mis en place.

3.2.2 Spécificités techniques liées a la modélisation

Pour calibrer le modéle, une approche classique en Machine Learning a été adoptée :
80 % de la base de données compléte (2022) a été utilisée comme échantillon d’entrai-
nement et les 20 % restants comme données de validation. Tous ces sous-échantillons
ont été choisis aléatoirement. Concernant le traitement des données, une normalisation
standard ((X;; — E(X;;))//Var(X;;)) a été effectuée sur 'ensemble de toute la base
pour éviter que certaines valeurs trop grandes ou trop petites ne biaise la calibration du
modeéle.

3.2.3 Détails des modéles, entrainement et optimisation

COND-WGAN-GP

Pour rappel, 'objectif de modélisation est : Y = f3(X), & = (0,¢), avec 0 et ¢
respectivement les paramétres inhérents au générateur et au discriminant.

Dans nos expérimentations numériques, ’architecture qui a été mise en place pour le

COND-WGAN-GP est illustrée par la figure 3.2.
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Input (entrée dimensionnée selon le batch)

GRU(dim.du batch, neurones;)

dropout

GRU (neurones,, neurones,)

dropout

GRU (neurones,, neuroness)

Générateur

Output généré (dimensionné.selon la cible)

Ha)
HS)
i3
B
B
e
Hed
=S
HY
2
B
HY
R

conditions

X

v

Input(vraie cible ou générée concat. avec X)

{ reshape (nh-_q,,e batch, 1,n., bacth)

Convld (dim.du batch,1,16)

Conv1d(dim.du batch, 16,32)

Conv1d (dim.du batch, 32,64)

aplatissement ou flatten

Discriminant

Sortie du discriminant

F1GURE 3.2 — Architecture du COND-WGAN-GP mis en place.

Afin de calibrer le modéle, en dehors des paramétres 6 et ¢, des hyperparamétres
doivent aussi étre optimisés. Il s’agit de :

- Taille des batch :
Cet hyperparamétre est généralement utilisé pour faciliter ’apprentissage des dif-
férents algorithmes. En effet, Au lieu d’entrainer le modéle sur I'intégralité des
données en une seule fois, le processus d’apprentissage se fait progressivement a
I’aide de sous-échantillons, appelés lots ou batch. La taille du batch peut influencer
la convergence de l'algorithme et les temps de calculs.
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- Pas d’apprentissage ou learning rate :

Il s’agit d’un paramétre propre a l'algorithme d’optimisation que nous utilisons. Il
permet une convergence de vitesse appropriée. Dans notre contexte, nous avons un
pas pour 'optimisation du générateur et un autre pour 'optimisation du discrimi-
nant.

L’algorithme d’optimisation que nous utilisons est I’ Adaptive Moment Estima-
tion (Adam), qui combine les avantages de la descente de gradient stochastique
classique avec des techniques de calcul adaptatif des taux d’apprentissage, amélio-
rant ainsi la convergence et la performance du modéle.

- Nombre de neurones dans chaque couche :

Il est important d’optimiser ces quantités, car trop peu de neurones dans les
couches cachées peuvent entrainer un sous-apprentissage, tandis que trop de neu-
rones peuvent rendre le modéle sujet au surapprentissage ou le rendre plus complexe
que ce qui est nécessaire, ce qui peut augmenter les temps de calcul. Sur la figure 3.2,
cela correspond aux éléments neuronesy, neuroness et neuronesy pour les couches

GRU.

- Taux de dropout :

1l s’agit d’une technique de régularisation utilisée pour prévenir le surapprentissage
[Srivastava et al., 2014|. L’idée centrale est d’empécher le réseau de devenir trop
"adapté" aux données d’entrainement, ce qui pourrait réduire sa capacité a géné-
raliser aux nouvelles données. En pratique, & chaque itération de ’entrainement,
une fraction aléatoire des neurones dans le réseau est temporairement désactivée.
Par exemple, si le taux de déconnexion est de 0,5, alors 50 % des neurones seront
désactivés aléatoirement.

- Paramétre de pénalité du gradient X :

Comme évoqué plus haut, c¢’est 'un des hyperparamétres essentiels dans les GANs
de Wasserstein permettant de stabiliser I’entrainement des modéles.

L’objectif de I'optimisation des hyperparamétres est de trouver la combinaison la plus
optimale de ces paramétres, permettant ainsi un entrainement efficace et performant du
modéle. Cette optimisation se réalise a I’aide de la bibliothéque Python Optuna. La théo-
rie sous-jacente a cet outil est détaillée dans l'article qui U'introduit [Akiba et al., 2019].
Son fonctionnement repose sur la minimisation d’une métrique définie par l'utilisateur
en effectuant une recherche sur une plage de valeurs pour chaque hyperparamétre. Un
tableau récapitulatif en annexe B.2 récence les optimaux retenus.
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CVAE

L’architecture du CVAE est présentée en figure 3.3.

Input (entrée dimensionnée selon le batch)

GRU(dim.du batch, neurones;)

dropout

Anapoouyq

Output (moyenne et écart type)

v
vecteur
latent

avec concaténe

{conditions?

v

Input (vraie cible ou générée concat. avec X)

EGRU (neurones; + dim. latent, neurone.

1 droiout ]

Output généré

Anaporq

FiGURE 3.3 — Architecture du CVAE mis en place.

Une optimisation des hyperparamétres du CVAE, identiques a ceux du COND-
WGAN-GP, ainsi que de la dimension de I'espace latent, a également été réalisée. Les
valeurs optimales de ces hyperparamétres sont présentées en annexe B.2.

Les algorithmes permettant la mise en ceuvre des deux modéles sont disponibles
en annexe A.3. De plus, toutes les expérimentations numériques ont été réalisées sous
PyTorch avec un ordinateur portable de processeur Intel Core i5-8250U CPU, 1.60GHz
de 12 Go de mémoire RAM.
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3.2.4 Meétriques d’évaluation des modéles

Pour les problématiques de prédictions, une métrique usuelle est I'erreur quadratique
moyenne (Root Mean Square Error) définie par : RMSE = \/% Zfil(Yiréel - Yiprédit)Q.
Cependant, dans notre contexte, cette métrique s’avére inappropriée, car les modeéles
génératifs que nous utilisons ne visent pas a prédire des valeurs individuelles spécifiques.
Il est donc plus pertinent d’adopter des métriques qui évaluent la qualité de la distribution
générée par rapport a la distribution réelle des données. Les métriques retenues dans ce
cadre sont les suivantes :

Moyenne (M) : M = L5 ¥, ot Y; représente la i — éme réalisation de la

variable Y. "

Ecart-type(o) : 0 = \/% S (Y —Y)2, ou Y est la moyenne de la variable
concernée.

Quantile a 25% (Q1) et a4 75% (Q3) :

Une variable aléatoire X de fonction de répartition Fx(z) : R — [0,1], a pour
fonction quantile Fy — R; a0 — inf{z; Fx(z) > a}. Va €]0,1], Fy (a) correspond
au quantile d’ordre o de X.

Le quantile & 25% (respectivement 75 %) de X est la valeur en dessous de laquelle
se situent 25% (respectivement 75 %) des observations de X.

Intervalle interquartile (IQ) : correspond a Q3 — Q1

L’I(Q se concentre sur les valeurs centrales, en minimisant I'impact des valeurs qui
se situent aux extrémes.

Norme Ly (Lo) :
Pour deux fonctions f et g, cette quantité est définie par :

n 1/2
If —gll2 = (Z |f (i) — g(wz’)|2>
i=1

Dans notre contexte, il est question de calculer cette métrique entre la densité em-
pirique des données générées et celle des données réelles.

Test statistique de Kolmogorov-Smirnov :

Il s’agit d’un test non paramétrique qui permet d’établir s’il y a une différence signi-
ficative entre deux distributions. Ce test est basé sur la comparaison des fonctions
de répartition des deux distributions. Les hypothéses du test sont les suivantes :
Hjy : les deux échantillons proviennent de la méme distribution; Hp : les deux
échantillons proviennent de différentes distributions.
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Si on considére { X7, Xs,..., X} et {¥1,Ya,...,Y,} deux échantillons indépen-
dants issu des distributions F' et G, respectivement. Les fonctions de répartition
empirique correspondantes sont définies par :

1 5N
Fo(z) = — Y Lixi<ayi Guly) = - > Ly
i=1 J=1

La statistique du test est définie par : Dy, ,, = sup, |F,(x) — Gp(2)|.

Apres avoir calculé cette statistique, une p-value est obtenue pour évaluer la signi-
ficativité de la différence observée. Si la p-value est inférieure & un seuil choisi (5 %
dans notre cas), on rejette Hy et on conclut que les deux échantillons proviennent
de distributions différentes.

Les différentes métriques de mesure de la qualité des modéles ayant été introduites,
nous présentons les résultats que nous avons obtenus pour chacun des différents modéles.

3.3 Reésultats et analyses

Les résultats obtenus ainsi que leur analyse seront présentés en fonction des différents
travaux réalisés. Pour des raisons de confidentialité, les valeurs exactes ne seront pas
divulguées pour les métriques quantitatives; seules des erreurs relatives absolues seront
mentionnées. De méme, certaines valeurs sur les axes (ordonnée ou abscisse) des figures
ou graphiques ne seront pas affichées.

3.3.1 Modéle général

Dans cette partie, nous utilisons les données de ’année 2022 et nous nous intéressons
au modele : FDB = fp(X) ot X=(Taux, TRC, Taux Cible, PM ).

L’idée est de calibrer le modéle et de valider sa capacité a se généraliser en supposant
que toutes les variables explicatives soient directement observées.

Résultats lors de ’entrainement

Cette étape est la calibration initiale du modéle en se basant sur les architectures que
nous avons élaborées.

Un élément intéressant & investiguer est le comportement des fonctions de pertes des
différents modéles.

Dans la philosophie générale des GANs, le générateur et le discriminant sont en
compétition dans un jeu a somme nulle, ce qui explique le caractére antagoniste que
nous observons sur la figure 3.4 entre leurs fonctions de perte définie précédement par
les équations (2.9) et (2.10).

Kouassi Alphonse Nathan EBROTIE Mémoire EURIA


https://www.univ-brest.fr/euria/fr

3.3. RESULTATS ET ANALYSES 56

Perte du discriminant Evolution des pertes du générateur et du discriminant
5.0 ‘ —— Loss du générateur
80 Loss du discriminant
25 ‘
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FI1GURE 3.4 — Evolution de la perte du COND-WGAN-GP pendant 'entrainement.

De plus, comme mentionné dans la section introductive des modéles génératifs, les
Wasserstein GANs avec pénalité sur les gradients sont congus pour atténuer les pro-
blémes d’instabilité souvent rencontrés lors de I’entrainement des GANs traditionnels.
Dans notre cas, nous observons non seulement ce comportement antagoniste, mais égale-
ment une convergence des fonctions de perte vers un équilibre stable, sans les fluctuations

brusques et imprévisibles caractéristiques des GANs classiques. Cela suggére que notre
COND-WGAN-GP est bien calibré.

De méme, nous analysons la perte du CVAE illustrée par la figure suivantes :

0.027 —— Loss avant scheduler Loss aprés scheduler
0.026

0.025

0.024

Loss

0.023

0.022

0.021

0.020

0 100 200 300 400 500 0 100 200 300 400 500
Epoch Epoch

FIGURE 3.5 — Evolution de la perte du CVAE pendant I’entrainement avant et aprés le
learning rate adaptatif.

Comme évoqué, 'allure de la fonction de perte est un indicateur de la qualité de
calibration du modéle. Sur le graphique illustratif, on observe que lors de I’entrainement
direct du modéle, la fonction de perte définie par I’équation 2.12 est difficilement mi-
nimisée, méme aprés de nombreuses itérations (graphique de gauche de la figure 3.5).
Ce comportement peut étre le signe que le pas d’apprentissage (learning rate) n’est pas
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optimisé pour les différentes phases de ’entrainement. Pour remédier a ce probléme,
nous avons mis en place une approche consistant & utiliser un scheduler afin de faire
varier dynamiquement le pas d’apprentissage aprés un certain nombre d’optimisations.
Par exemple, toutes les 10 itérations, le pas d’apprentissage est divisée par deux. Cette
approche a permis de stabiliser ’apprentissage et d’apporter une correction au probléme
évoqué (graphique de droite de la figure 3.5).

Etape d’échantillonnage

Une fois, le modéle calibré, nous I’évaluons sur la base de test & ’aide des métriques
que nous avons préalablement introduites. Ci-dessous, les valeurs de ces indicateurs quan-
titatifs :

Meétriques M o Q1 Qs IQ Ly
ASORGVEAN-GE050%  2,07%  1,66% 0,19% 0,80% 0,03%
ASYAE 0,49% 1,66% 1,42% 0,15% 0,71% 0,01%

TABLE 3.2 — Comparaison quantitative de la performance des différents modéles. Lec-
ture : plus la valeur de la variation est proche de 0, meilleur est le modéle pour la métrique
concernée.

O, pour une métrique donnée et modéle € { COND-WGAN-GP, CVAE},

modéle __ |prédit—réelle] N s s . .
métrique =~ raalle— correspond a la variation relative absolue entre la valeur pré-

dite et la valeur réelle.

De plus, pour le test de Kolmogorov-Smirnov, nous avons :

Modéle p — value

COND-WGAN-GP 99.0%
CVAE 99.6%

TABLE 3.3 — Résultat test de Kolmogorov-Smirnov. Plus la valeur est proche de 100%,
meilleur est le modéle.

Au regard de cette analyse quantitative, nous constatons que tous les indicateurs
semblent indiquer que nos modéles génératifs réussissent bien dans leur tache. Nous
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complétons ces métriques par une comparaison graphique de la distribution des vraies
valeurs F'D B et celle prédite par nos deux modéles, en incluant une analyse des quantiles
via des graphiques de quantile-quantile (QQ plots) illustré par la figure 3.6.

FDB réelle
FDB prédite : COND-WGAN-GP

Densité (x10-%)

FDB réelle
— FDB prédite

cvae

Q-Q plot des quantiles comparés : COND-WGAN-GP

Q-Q plot des quantiles comparés : CVAE

FIGURE 3.6 — Comparaison graphique entre la distribution réelle de la FDB et celle
prédite avec le COND-WGAN-GP (a gauche) et avec le CVAE (a droite) ainsi que de

leur quantile-quantile plot.

Dans la suite, nous avons investigué, & quel point nos modeéles sont capables de cap-
turer les différentes informations ajoutées.

Pour rappel, dans la calibration des modéles, nous concaténons & un moment, nos
vraies données avec du bruit afin de guider la génération. L’objectif ici est de tester le
modéle en lui donnant en premier lieu du bruit et de rajouter des informations au fur et
a mesure. S'il est capable de capturer toutes ces informations, il devrait reproduire lors
de I’ajout de la derniére variable la distribution compléte illustrée avec la figure 3.6. Les
résultats obtenus lors de ce test sont matérialisés par la figure 3.7 et le tableau 3.4.
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FDB réelle FDB réelle FDB réelle
—— FDB prédite - bruit —— FDB prédite - bruit & PM —— FDB prédite - bruit & PM & TRC

ité (x10-%)

Dens

FDB réelle FDB réelle
—— FDB prédite - bruit & toutes les variables —— FDB prédite - bruit & PM & TRC & TC

(x10-%)

Densité

FI1GURE 3.7 — Graphique illustrant la capacité du modéle COND-WGAN-GP a prendre
en compte 'ajout progressif d’informations. Lecture : dans le sens des aiguilles d’une
montre.

Variations A A, Ag, Ag, Arg Ar,

Bruit 10,79% 21,55% 28,11% 11,88% 0,50%  0,27%
Bruit+PM 13,32% 24,57% 34,43% 17,49% 36,08% 0,29%
Bruit+PM+TRC 3,06%  17,19% 30,40% 14,42% 23.47% 0,21%

Bruit+PM+TRC+TC 1,42% 5,92% 18,27% 1047% 8,37T% 0,14%
Bruit-+toutes les variables 0,50%  4,07% 1,66%  0,19% 0,80%  0,03%

TABLE 3.4 — Métriques quantitatives illustrant la capacité du modéle COND-WGAN-
GP a prendre en compte I'ajout progressive d’informations. Lecture : plus la valeur de
la variation est proche de 0, meilleur est le modéle pour la métrique concernée.

Ot le Ametrique est la variation relative entre la vraie valeur de la métrique et celle
obtenue par le modéle; "+" désigne un ajout de variable.

Cette étude a également été réalisée pour le CVAE. Les différents résultats sont
matérialisés par la figure 3.8 et le tableau 3.5.
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FDB réelle FDB réelle FDB réelle
12 —— FDB prédite - bruit —— FDB prédite - bruit & PM —— FDB prédite - bruit & PM & TRC

Densité (x10-)

FDB réelle FDB réelle
—— FDB prédite - bruit & toutes les variables —— FDB prédite - bruit & PM & TRC & TC

Densité (x10-3)

o

FIGURE 3.8 — Prise en compte de I’ajout progressif d’informations avec modéle CVAE.
Lecture : dans le sens des aiguilles d’une montre.

Variations A Ay Ag, Ag, AN 76) Ar,

Bruit 25,32% 880%  31,07% 28,74% 20,36% 0,34%
Bruit+PM 12,70% 24,25% 20,15% 27,71% 44,26% 0,28%
Bruit+PM+TRC 2,56%  14,70% 12,64% 12,07% 11,83% 0,15%

Bruit+PM+TRC+TC 1,01% 7,93% 8,79% 4,56% 8,45% 0,09%
Bruit-+toutes les variables 049%  1,66% 1,42% 0,15% 0,71%  0,01%

TABLE 3.5 — Métriques quantitatives illustrant la capacité du modéle CVAE a prendre
en compte 'ajout progressive d’informations. Lecture : plus la valeur de la variation est
proche de 0, meilleur est le modéle pour la métrique concernée.

Pour les deux modéles, les indicateurs visuels et quantitatifs montrent qu’en partant
uniquement du bruit et en ajoutant progressivement des variables, et donc de 'informa-
tion, les deux modéles sont capables d’intégrer ces ajouts dans leurs prédictions. Cela est
cohérent, car dans la construction de nos modéles, ils doivent étre en mesure de prendre
en compte le contexte qui leur est fourni. Cela traduit une flexibilité des modéles par
rapport aux variables d’entrées.

Temps de calculs et effet de la granularité des données

Le temps de calculs pour la calibration des différents modéles est fourni dans le
tableau 3.6.
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Modéle Calibrage Echantillonnage

COND-WGAN-GP 3H25 min < 20s
CVAE 2H15 min < 20s

TABLE 3.6 — Temps de calculs par modeéle. H : heures, min : minutes, s : secondes.

De plus, nous avons analysé 'effet de la profondeur des données sur la qualité des
prédictions du modéle en termes de moyenne et d’écart type. Cette comparaison est
disponible dans le tableau 3.7.

AMétrique M g

Données T} 23,27% 14,17%
Données 77 & T3 9,02%  7,23%
Données T} a T} 4,67%  1,08%

TABLE 3.7 — Evolution de la moyenne et de I’écart-type en fonction de la granularité des
données d’entrainement avec T correspondant au i°™¢ trimestre. Modéle : CVAE.

Bien qu’une fois calibré, le cotit d’échantillonnage soit quasiment nul (voir tableau
3.6), les performances des modéles s’améliorent & mesure que la profondeur des données
d’entrainement augmente (voir tableau 3.7), comme c’est généralement le cas pour la
plupart des modéles d’apprentissage profond.

3.3.2 Etudes de sensibilité

Dans cette section, les tests sont effectués sur les données de I'année 2023.

Modéle avec approximation du TRC et de la PM ALM

En pratique, pour un trimestre ou un annuel donné, en ’absence de modéle ALM,
nous n’observons pas directement les projections de TRC et de PM 4y1,s. Ainsi, des sous-
modéles ont été implémentés afin d’obtenir des estimations de ces quantités.

Le modéle général devient :
FDB = f3(X) ot X = (Taux, TRC, Taux Cible, PMaz )

Les variables du modéle T/RTE sont l'allocation d’actifs et les données émanant du
GSE tels que les indices action et immobilier, 'inflation, les taux.
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En ce qui concerne l'estimation PM4rps, elle se fait via un modéle intermédiaire
de flexing. En effet, les PMysterministe €tant connues, il suffit d’estimer les coeflicients
de flexing correspondants. Ce modéle prendra comme inputs le TRC et la courbe des taux.

La calibration des modeéles TRC et flexing, s’est faite sur les données 2022 de la méme
maniére que pour le modéle sans approximations. Ces deux variables étant chacune de
dimension 50, les résultats présentés dans les figures 3.9 et 3.10 sont uniquement pour
les pas de temps 10, 20 et 30.

3 TRC prédit CondGaN 3 TRC préditConaGAN 3 TRC prédit CondGAN
TRC réelle TRC réelle TRC réelle

FIGURE 3.9 — Visualisation des prédictions du TRC aux instants ¢t = 10, 20, 30. Premiére
ligne : COND-WGAN-GP, deuxiéme ligne : CVAE.

N 3 flexing préait N 3 fexing prédit 3 flexing préait
72\ flexing éel A flexing réel / flexing éel

y - y . -

1 flexing prédit p =3 flexing prédit A\ =1 flexing prédit
flexing réel flexing réel \

flexing réel

FI1GURE 3.10 — Visualisation des prédictions du coefficient de flering aux instants ¢t =
10, 20, 30. Premiére ligne : COND-WGAN-GP, deuxiéme ligne : CVAE.

Pour les instants considérés, les approximations des modéles sont satisfaisants et
indiquent qu’en absence de PM .y et de TRC comme c’est le cas sans modéle ALM,
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les sous-modéles peuvent produire des inputs pour le modéle général d’estimation de la
FDB.

Sensibilités du modéle face a des chocs de marché

Nous considérons les données annuelles 2023 et confrontons notre modéle & des si-
tuations de chocs de marché sous Solvabilité 11. Le choc appliqué sur le facteur de risque
immobilier correspond a une baisse de 25 % de la valeur de marché des actifs immobiliers
et le choc de taux correspond & un choc a la hausse de la courbe de taux en fonction de
la maturité.

Le modéle que nous utilisons dans la suite, est celui avec approximation du TRC
et de la PMaryr par le biais du coefficient de flexing. Aprés application de ces chocs,
nous comparons la variation relative absolue des différents Best Fstimate obtenus dans
le tableau 3.8.

Modéle COND-WGAN-GP CVAE

Algux 2,05% 1,37%
Almmo 1,79% 1,14%

TABLE 3.8 — Reésultats BE pour des chocs de marché.V choc € {Taux,immobilier},

ACBhEC = % ot BE correspond au BE prédit par le modéle. Lecture : plus la

valeur de la variation est proche de 0, meilleur est le modéle concerné.

Pour les deux chocs, il ressort que les modéles réussissent & capturer leur effet sur le
BE, mais pas dans les mémes proportions. En effet, I'erreur relative des deux modéles est
plus importante pour le choc de taux que pour le choc immobilier. Cela pourrait s’ex-
pliquer par le fait que les taux soient plus volatiles que I'immobilier et dans la structure
des chocs appliqués, le choc de taux n’est pas fixe comme c’est le cas pour I'immobilier.

Effet sur le SCR

Pour cette partie, nous quantifions 'erreur de nos modéles en termes de SCR dans
un contexte de calcul de marge pour risque définie par I’équation 1.1. En effet, le calcul
de la marge pour risque nécessite de connaitre les SCR futurs qui sont en pratique
difficiles & calculer pour les périmétres ayant des passifs longs comme c’est dans notre cas.
Ainsi, des méthodes simplifiées de calcul de ce SCR comme la méthode proportionnelle
sont envisageables |[CEIOPS, 2009] sous réserve de satisfaire certaines hypothéses telles
que l'invariabilité de la structure des sous-modules de souscription au fil du temps, la
constance du SCR intangible sur la durée considérée. Sous ces hypothéses, nous avons :

_ SCR(0)

SCR() = ) % BEW (3.2)
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En utilisant les données historiques de notre portefeuille, nous constatons que ces
hypothéses sont valides et la relation 3.2 est respectée (voir test de proportionnalité en
annexe B.1). Nous nous proposons ainsi de mesurer a quel point nos erreurs dans la
prédiction du BE influencent ce SCR. En utilisant cette formule avec comme instant
initial, ’année 2021, nous avons en termes de SCR les résultats consignés dans le tableau
3.9.

Modéle COND-WGAN-GP CVAE

Ascr 1,53% 1,11%

TABLE 3.9 — Résultats SCR. Lecture : plus la valeur de la variation est proche de 0,
meilleur est le modéle.

Ascr = W ol SgR\(t) correspond & une substitution de BE(t) obtenu

par notre modéle génératif dans 3.2.

Bien que ce calcul ait été effectué pour un horizon de temps proche de l'instant de
calibration, les résultats dans le tableau 3.9 indiquent que les deux modéles sont capables
d’approximer le BE, car en substituant le BE réel par celui prédit par nos modéles, 1’er-
reur relative est faible.

En définitive, sur I’ensemble de tous les backtests réalisé ainsi que des sensibilités,
il ressort que les deux modéles sont capables d’apprendre correctement les distributions
des variables d’intéréts. Toutefois, au regard de nos métriques d’évaluation et des figures
illustratives des distributions, le CVAE semble avoir une précision plus importante que
le modéle implicite.

Dans la suite, nous explicitons certaines limites de nos modéles et de notre étude.

3.4 Limites de ’étude

D’entrée de jeu, la premiére limite que nous relevons est commune & la majorité
des modéles de Machine Learning. En effet, ces modéles étant data-driven, leur capacité
de généralisation dépend grandement de la taille des données sur lesquels ils sont calibrés.

Dans notre contexte, qu’il s’agisse du COND-WGAN-GP ou du CVAE ils ont tous
les deux besoins d’une profondeur de données importante dans la phase de calibration.
Par exemple, pour le COND-WGAN-GP, nous avons commencé & calibrer le modéle
sur des données trimestrielles, puis annuelles. En observant la moyenne et 1’écart type
des prédictions, nous avons constaté que ceux-ci s’amélioraient & mesure que la granula-
rité des données augmentaient. C’est ce qui a motivé notre choix de calibrage du modéle
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final sur des données trimestrielles et annuelles. Les performances des modéles restent
acceptables méme si davantage de données issues de scénario adverses pourraient & priori
les améliorer. Cette contrainte liée aux données a motivé des travaux de recherches dans
le sens de la calibration de modéle génératifs dans des contextes ol il n’y a pas assez de
données. Voir par exemple le papier de [Buehler et al., 2020].

En sus, les différents tests et sensibilités ont uniquement été réalisés sur le portefeuille
sur lequel la calibration a été effectuée, alors qu’il aurait été intéressant d’évaluer égale-
ment les modéles sur un autre portefeuille du méme type et sur une entité complétement
différente. De plus, méme si les modéles n’ont pas été testés sur des entités complétement
différentes, il est probable que leurs performances se dégradent dés lors que la structure
de l'entité différe de celle sur laquelle nous avons effectué notre étude. Pour accroitre
la capacité du modéle & se généraliser, il serait judicieux d’étendre la maniére dont les
modeéles sont calibrés & d’autres entités en intégrant par exemple dans les données une
variable qui permet d’identifier le type de périmétre et 'entité afin que le modéle ap-
prenne également dans sa génération contextuelle & le faire selon I’entité ou le périmétre.



Chapitre 4

Conclusion

Le point de départ de ce mémoire a été de constater qu’avec la réglementation Solvabi-
lité 11, les compagnies d’assurances sont contraintes d’estimer leurs provisions techniques
de la maniére la plus prudente possible. Ces provisions comprennent une composante
appelée le Best Estimate, qui nécessite 'usage de techniques de simulations numériques
telles que la méthode standard de Simulation dans les Simulations (SdS). Conformément
a cette réglementation, les assureurs doivent également effectuer, en plus des calculs
ponctuels, des évaluations prospectives de certains indicateurs, comme le Best Estimate,
dans le cadre de 'ORSA ou pour des prises de décisions stratégiques. Toutefois, cette
approche SdS étant chronophage, de nombreuses alternatives ont vu le jour.

Apreés ce constat général, nous avons passé en revue l'état de 'art des différentes
méthodologies alternatives, incluant des approches de Machine Learning, qui constituent
le cadre de notre modélisation. Les modéles de Machine Learning utilisés jusqu’a présent
s’inscrivaient essentiellement dans un contexte discriminatif. La principale contribution
de nos travaux a été de les étendre a la classe des modéles génératifs. Ainsi, nous avons
exploré théoriquement les principales architectures existantes et avons proposé quelques-
unes qui semblaient répondre a la problématique posée.

La phase suivante a consisté a les mettre en ceuvre afin de vérifier leur capacité a
modéliser la distribution du Best FEstimate et a prédire sa valeur. Pour ce faire, nous
avons modélisé la partie stochastique du Best Estimate, a savoir la FDB, puisque c’est
cette partie qui requiert en pratique 1'utilisation de méthodes simulatoires.

Au terme de cette étude, en nous basant sur les métriques introduites dans ce mé-
moire et sur les visualisations réalisées, il ressort que notre approche est efficace pour
la modélisation et la prédiction du Best Estimate. Par ailleurs, au-deld de ne pas étre
chronophage une fois la calibration effectuée, elle est plus flexible puisqu’elle offre la
possibilité de se passer de certaines variables comme nous 1’a montré 1’étude de prise en
compte progressive des informations. Cette flexibilité pourrait potentiellement en faire
une alternative intéressante & la SdS dans certains contextes. Toutefois, elle présente éga-
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lement des limites communes & la majorité des techniques de Machine Learning, telles que
la nécessité d’une grande quantité de données d’entrainement et des temps de calibration
parfois longs, en fonction de la complexité du probléme. Nos analyses auraient également
pu étre orientées sur le méme périmétre, mais en considérant différents portefeuilles, afin
d’évaluer la sensibilité du modéle par rapport & sa calibration initiale.

De plus, un modéle hybride peut étre mis en place en associant le CVAE au critique
du WGAN. En effet, les sorties du CVAE peuvent étre considérées comme les données
générées par le générateur dans un WGAN classique, et ces sorties pourraient étre amé-
liorées par le processus antagoniste avec le critique. Comme les sorties du CVAE sont
déja satisfaisantes, leur association avec le discriminant d’'un GAN devrait améliorer le
résultat final.

Notre étude n’ayant exploré que deux modéles parmi la grande famille des modéles
génératifs, il serait intéressant de s’intéresser aux autres catégories comme les modéles
de diffusion et les Normalizing flows.

Enfin, les outils introduits dans ce mémoire peuvent étre utilisés dans d’autres contextes,
par exemple pour le calcul du capital économique, dans une vision de modéle interne.
En effet, le calcul de ce capital dans un modéle interne peut se faire en utilisant des
techniques simulatoires afin de déterminer la distribution des fonds propres économiques
a horizon 1 an. Ainsi, il est possible d’utiliser les modéles génératifs pour apprendre a
prédire cette distribution future.
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Annexe A

Annexes du chapitre 2

A.1 Preuves discriminant et générateur optimaux

Dans cette section de preuves, les paramétres 0 et ¢ des réseaux de neurones G et D
ne seront pas explicitement mentionnés afin d’alléger les notations.

Preuve discriminant optimal.
Etant donné un G fixé, I'objectif de D est de maximiser V (D, G). Ainsi :

V(G,D) = / pp() log(D(x)) dr + / p-(2)log(1 — D(G(2)) dz

T z

V(D,G) = / [pp(x)log(D(x)) + pa(x) log(l — D(x))] dx

D* = argmaxp V(D,G) = argmaxp [ pp(z)log(D(x)) + pa(z)log(l — D(z))dx

En écrivant g(D) = alog(D)+blog(1—D) et en résolvant gT% = 0,on abien D* = 4.

Preuve générateur optimal.

D’abord, nous prouvons que pg = Pdata = V (D, G*) = —log4.
Partant de :

D jZe
D4 E.p[log ]

V(D% G) = By Jlog —E2 _Pa
(D&, ) = Banpo| pp + pa D + PG

Pour pp = pg, on a: D = 3 et V(DE, G*) = —log(4)
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Prouvons maintenant que V (D}, G*) = —log4d = pg = pp
Ona:

PD e
V(D§,G*) = Egn log ————— | + E, [10 }
(D6, &%) = E. pD[ ng+pG} wbe ng+pG
pPp

pp + pc
%)
—logd + E,~ [lo <2>< )]—HEN lo ( )]
8 =pp | 108 pp +pc wrbe pD+pG

b
—log4 + Eppp [log (ppﬁm;) + Eorpe [log (pD+pG )]

—log4 +log4 + Ezpp {log +Ezpy |log ————

D+pG

—logd+ KL (m Pp T PC ng> +KL (m Pp PG ;pc’>
V(Dg,G") = —logd+2-TS(pp || pc)
Comme par hypothése, V(Dg,G*) = —log(4), on a : JS(pp || pa) = 0, ce qui

entraine que pg = pp.

A.2 Long Short-Term Memory

Les LSTM [Hochreiter et al., 1997] sont congus pour mieux capturer les dépendances
a long terme. Ils introduisent une structure de cellule plus complexe comprenant des
portes (ougate) pour controler le flux d’informations. La structure d’une Cellule LSTM
intégre de nouvelles composantes :

- Une forget gate ou Porte d’oubli (f; : détermine quelles informations de 1'état
précédent ne sont plus utiles et doivent étre oubliées;

- Une input gate ou porte d’entrée (i;) : identifie les nouvelles informations qui doivent
étre stockées dans I’état actuel de la cellule;

- La porte de sortie ou output gate (0;) : indique les informations de I’état de cellule
qui doivent étre utilisées pour effectuer les calculs.

Les équations de ce type de cellules sont les suivantes :

fr=0Wy - [h—1,2 +bf), i = o (Wi - [hy—1, 2] + bs)
Cy = tanh(We - [h—1, 2] + o), Cr = f © Co_1 + i1 © Cy

O — O'(WO . [ht_l,al‘t] + bo), ht = O¢ ® tanh(C’t)

Avec ® le produit élément par élément.
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A.3 Algorithme COND-WGAN-GP et CVAE

Algorithm 1 Calibrage du modéle CVAE.

10:
11:

12:

13:
14:
15:
16:

1
2
3
4:
5:
6
7
8
9

for chaque epoch d’entrainement do
for chaque minibatch (x,y) du jeu de données d’entrainement do
e Transférer x et y sur le dispositif (CPU ou GPU).
e Mettre a zéro les gradients de ’optimiseur.
e Passer = et y a l'encodeur pour obtenir p et log(var).
e Rééchantillonner le vecteur latent z en utilisant p et log(var).
e Passer z et x au décodeur pour générer § (sortie reconstruite).
e Calculer la perte totale (erreur de reconstruction + divergence KL).
e Rétropropager la perte et mettre a jour les paramétres du modéle par des-
cente de gradient :
0 «+ 0 — nVy (Perte totale)

end for

e Calculer la perte moyenne sur ’ensemble du jeu de données d’entrainement
pour cette epoch.

e Ajuster le taux d’apprentissage avec le scheduler en fonction de la perte
moyenne.

e Afficher la perte moyenne de I’époque actuelle et le taux d’apprentissage.
end for
e Sauvegarder le modéle calibré dans un fichier.
Sortie : Modéle CVAE calibré avec les parameétres optimisés.
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Algorithm 2 Calibrage du modéle COND-WGAN-GP.

1: for nombre d’epoch d’entrainement do

2: for chaque minibatch (x,y) du jeu de données do

3: e Echantillonner un minibatch de vecteurs latents {z(M),... 2™} a partir
d’une distribution normale multivariée.

4: e Construire I'entrée conditionnelle pour le générateur : z.ong = Concat(z, x).
5: e Générer des données synthétiques § = G(zcond)-
6: e Construire les paires conditionnelles :
— Vraies données conditionnées : (y, x)
— Fausses données conditionnées : (g, x)
7: for k étapes du critique (discriminant) do
e Calculer les sorties du critique pour les vraies et fausses données.
e Calculer la pénalité de gradient pour renforcer la contrainte de Lipschitz.
10: e Mettre a jour les paramétres du critique par descente de gradient :
Op < 0p —npVa,, (Perte Critique + Agp x Pénalité de gradient)
11: end for
12: e Calculer la perte du générateur a partir des sorties du critique.
13: o Mettre a jour les paramétres du générateur par descente de gradient :

0c < 0 — naV,, (Perte générateur)

14: end for
15: end for
16: Sortie : Modéle calibré avec les paramétres optimisés.
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A.4 Diffusions et Normalizing Flows

A.4.1 Modéles de diffusion

Dans la philosophie des modéles de diffusion, il est question de générer des données
& partir de bruit, mais pas de n’importe quelle maniére. Dans un premier temps, les
données originales sont bruitées au fur et & mesure et dans un second temps un processus
inverse est enclenché pour avoir de nouvelles données.

Le papier séminal qui introduit les modéles de diffusion dans le contexte de ’apprentis-
sage profond est sans doute celui de [Sohl-Dickstein et al., 2015|. Les auteurs s’inspirent
de la physique statistique et proposent un modéle qui dégrade lentement la structure
d’une distribution de données complexe & travers un processus de diffusion avant (for-
ward). Un autre processus de diffusion arriére (backward) est ensuite appris pour restaurer
la structure des données a partir de la distribution bruitée, permettant de générer des
échantillons réalistes & partir de la distribution simple du bruit.

En partant de ces idées, de nombreux autres travaux ont suivi pour les améliorer. Ces
travaux récents ont conduit dans la littérature a trois grandes approches de modélisation
du processus forward /backward : les Denoising Diffusion Probabilistic Models (DDPM:s)
[Ho et al., 2020], les Score-based Generative Models (SGMs) [Song et al., 2019] et les
Score Stochastic Differential Equations (Score SDEs) [Song et al., 2020].

Denoising Diffusion Probabilistic Models

Dans les DDPMs, le processus de bruitage et de génération est modélisé par des
chaines de Markov. Le processus forward introduit du bruit graduellement dans les don-
nées, tandis que le processus backward utilise des réseaux de neurones pour éliminer le
bruit et générer de nouvelles données. Ci-dessous une illustration imagée de 'objectif
visée (les détails techniques seront donné dans la suite) :

Do (Xe—1]%X¢t)
Op ~© Oz G

FIGURE A.1 — Illustration graphique DDPMs, extrait du papier original.

Processus de bruitage des données

Considérons notre ensemble de données D = {z'},—o 7. Supposons que x( provienne
d’une distribution de données ¢(x). Le processus de diffusion forward ajoute du bruit
gaussien & chaque étape, transformant ainsi xg en une distribution gaussienne standard
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x7. Ce processus est décrit par :

q(xi|wi—1) = N(24; /1 = Bray—1, Bed)

ou [; est I'intensité du bruit. La distribution & n’importe quel pas de temps ¢ en fonction
de xg et d’'un bruit gaussien € est :

q(z¢|wo) = N (25 Vo, V1 — al)

Etape de diffusion inverse

Le processus de diffusion inverse supprime progressivement le bruit ajouté lors du
processus forward pour récupérer les données originales. Modélisé par des distributions
gaussiennes paramétrées par un réseau de neurones, ce processus prédit la distribution
des données a D'étape précédente : pg(zi—1|z) = N (vi—1; po (e, t), 03 (24, t)I). Le modele
global de génération de données est :pg(zo.r) = p(r) [11—, po(Ti_1|2:)-

L’optimisation de ce modéle s’apparente & celui d’'un VAE dans la mesure o il est
question de maximiser la probabilité des données observées en optimisant la borne supé-
rieure variationnelle (Variational Lower Bound) de la log-vraisemblance négative.

Score-based Generative Models (SGMs)

Les SGMs reposent sur le concept de score de Stein [Hyvérinen, 2005|, défini par
V. logp(z). L’idée clé des SGMs est de perturber les données avec une séquence de bruit
gaussien d’intensité graduelle et d’estimer les fonctions de score pour toutes ces distribu-
tions de données bruitées en entrainant un réseau de neurones.

Un réseau de neurones sy(z, t) est entrainé pour estimer la fonction de score V,, log ()
avec l'objectif d’entrainement : E; 4 4, [)\(t)at2 IV log q(z:) — sg(xt, t)||2}

avec \(t) est une fonction de pondération.

Une fois entrainé, ’échantillonnage est effectué par des approches itératives comme
la méthode dynamique de Langevin recuit.

Score SDEs

L’apport de cette approche est de formuler le processus de perturbation et de débrui-
tage comme des solutions aux équations différentielles stochastiques (EDS). Les données
sont bruitées avec un processus de diffusion régi par ’équation différentielle stochastique
suivante :

dr = f(z,t)dt + g(t)dw, te[0,T], (A1)

ou f(x,t) est le drift et g(t)le coefficient de diffusion associé au processus de Wiener
standard w(t).
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Dans maniére général, [Anderson et al., 1982] montre que tout processus de diffusion
sous la forme de A.1, peut étre inversé en résolvant 'EDS & temps inversé suivante :

dr = [f(z,t) — g°(t) Vo log pi(x)] dt + g(t)db,

avec W le mouvement brownien standard inversé.
Ci-dessous un résumé schématique du fonctionnement du modéle :

Forward SDE (data — noise)
dx = f(x,t)dt + g(t)dw —)@

B

ped (2

score function

dx = [f(x,1) — & (t) dt + g(t)dw @

Reverse SDE (noise — data)

®

FIGURE A.2 — Résumé du processus dans les Score-SDFEs, extrait du papier original.

La solution de cette EDS est approximée par un réseau de neurones dépendant du
temps sg(x,t), qui en pratique tente d’approcher la fonction de score V, log p;(z). Plutot
que d’estimer directement la fonction de score en raison des contraintes computation-
nelles, il estime V,logpoi(z¢|zo) et la calibration se résume au calcul de la quantité
suivante : Ky 4z, [(A@®)|[so(wt, t) — V log pot(z¢|z0) ||?]

A la fin du processus d’entrainement, ’échantillonnage est effectué en utilisant des
techniques de type Euler-Maruyama (EM) ou la méthode de flux d’équations différen-
tielles ordinaires. Cette derniére méthode reformule 1’équation de diffusion comme une
équation différentielle ordinaire (ODE) :dx = [f(x,t) — $¢°(t)V log py(z)] dt

A.4.2 Normalizing flows

La notion de normalizing flows (NFs) a été initialement introduite dans les travaux de
[Tabak et al., 2010] et [Tabak et al., 2013], puis popularisée par [Rezende et al., 2015].

L’idée principale des NFs est de partir d’une distribution de probabilité simple et de lui
appliquer une série de transformations pour obtenir une distribution cible plus complexe.

Considérons un ensemble de données D et une distribution cible pp. Il est question
d’appliquer une transformation T, inversible et différentiable (tout comme T71), telle
que x = T'(z), avec x provenant de pp et z de la distribution de base p,.

Sous ces conditions, la densité de = est obtenue par un changement de variables :

pp(z) = p. (T (x)) |det Ip-1(x)| avec Jp(z) le jacobien.
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Une propriété fondamentale des transformations inversibles et différentiables est leur
capacité a étre composées. Pour deux transformations 17 et Ts, Ts o T} reste inversible
et différentiable : (Th o T1)~! =T, o Ty ! et det Iryory (2) = det I7, (T1(2)) - det Iz, (2).

Ainsi, pour obtenir une distribution cible, il est légitime de prendre T" comme une
série de transformations fi,..., fx, ou T = fr o---o f1. Chaque transformation f; prend
un échantillon et le transforme jusqu’a obtenir x.

@M 7, [ M,ZM_H._,@:;K

FIGURE A.3 — Exemple de transformation d’un NF a partir de Zy ~ N(0,1) vers z ~ pp.

La calibration du modé¢le consiste a réduire la divergence de Kullback-Leibler :

DkLlpp(z) || pz, (25 0)] = Epp () [log <pzfék)>]

Les NFs traditionnels transforment une distribution statique en une autre distribution
cible. Cependant, certains problémes nécessitent de modéliser des distributions évoluant
au fil du temps, comme les séries temporelles financiéres. Ainsi pour ces cas, les NFs ont
été étendu pour capturer des dynamiques temporelle dans les processus stochastiques.

Par exemple, [Deng et al., 2020| propose un modéle utilisant un NF paramétré par 6
et un mouvement brownien, o X; = Fy(Wy;t). L’apprentissage se fait selon la fonction
de perte :

OFy
oWy,

n
Z IngWtithi,l (wtz) - lOg det (wtza tl)
i=1
Cette approche étant limitée & certaines catégories de processus. Une nouvelle ap-
proche plus efficace utilisant un mouvement brownien avec changement de temps, ou

Xt = fo(Wy), () [El Bekri et al., 2024].
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Annexe B

Annexes du chapitre 3

B.1

B.2

Visualisation SCR méthode proportionnelle

mmm SCRréel mmm SCR approximatif

Valeurs SCR

2021

2022
Année

2023

F1GURE B.1 — SCR réel et SCR approximé par la méthode proportionelle

Hyperparamétres optimaux

Taille des Learning Nombre Taux de
de A
batch rate dropout
neurones
) GRU; : 223
220 g ) %’%1123 GRU, : 227 40,6 % 1,704
FOTE L GRUS - 39

TABLE B.1 — Hyperparamétres optimaux - COND-WGAN-GP.
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B.2. HYPERPARAMETRES OPTIMAUX

7

Les hyperparamétres du CVAE sont dans le tableau B.2.

Taille des Learning Nombre de Taux de dimension de
batch rate neurones dropout P’espace latent
encodeur :
0,035% GRUgncodenr - 484
220 décodeur : | GRUgeodeur : 484 13,4 % 28
0,035%

TABLE B.2 — Hyperparamétres optimaux - CVAE

Concernant le learning rate, comme mentionné dans la section 3.3.1, un pas d’appren-
tissage dynamique est utilisé grace & 'emploi d’un scheduler. Ainsi, lors de la premiére
itération, le pas est de 0,035 %, puis & la 10°™¢ itération, il est divisé par deux, et ainsi

de suite.
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