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Résumé 
 

Mots clés : inondations, changement climatique, modèles CAT, GLM, machine learning, taux de 

destruction, données externes 

 

Les inondations dévastatrices de juillet 2021 qui ont affecté l’Europe de l’Ouest avec un bilan humain de plus de 

200 morts et près de 11 milliards d’euros de dommages assurés nous rappellent le danger de telles catastrophes et 

nous amènent à nous interroger sur l’évolution de leur sévérité face au changement climatique. Le but de ce 

mémoire est d’évaluer la sensibilité des territoires au risque inondation en développant une vision suffisamment 

robuste permettant d’identifier les risques les plus vulnérables que ce soit aussi bien au climat actuel qu’au climat 

futur.   

 

Pour acquérir cette robustesse dans les modélisations, le seul historique sinistre ne suffit pas et il a été nécessaire 

de passer par des modèles catastrophes naturelles basés aussi bien sur l’historique que sur la simulation 

d’évènements fictifs. Cependant, la création de tels modèles en interne étant relativement complexe, il a fallu 

utiliser ceux provenant d’agences de modélisations externes. Une telle approche implique de n’avoir aucune 

mainmise sur le modèle et empêche toute étude d’impact du changement climatique.  

 

C’est pourquoi il a été décidé de réaliser un modèle en interne basé sur des modèles linéaires généralisés, ainsi que 

sur des méthodes de machine learning, en s’entraînant directement sur les résultats du modèle catastrophe naturelle 

fourni par le modélisateur. Ces modélisations internes ont préalablement nécessité un grand travail 

d’enrichissement du portefeuille avec des données externes potentiellement explicatives du risque inondation, 

telles que la distance au cours d’eau, l’altitude, les précipitations, l’imperméabilité du sol ou encore le coefficient 

de pente. 

 

Les indicateurs de précipitations renseignés en entrée de notre modèle nécessitent à la fois de disposer d’une vision 

historique, mais également de projections climatiques futures. De cette manière, il est ainsi possible d’étudier à la 

fois l’état historique du risque inondation en utilisant en entrée du modèle les précipitations actuelles puis d’étudier 

l’évolution de la sinistralité en faisant varier les indicateurs de précipitations selon différents horizons de temps et 

différents scénarios de changement climatique.   
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Abstract 
 

Keywords: floods, climate change, CAT model, GLM, machine learning, destruction rate, external data 

 

The devastating floods of July 2021 that affected Western Europe with more than 200 deaths and nearly 11 billion 

euros in insured damages reminds us of the dangers of such disasters and leads us to question the evolution of their 

severity with respect to climate change. The aim of this thesis is to evaluate the sensitivity of territories to flood 

risk by developing a sufficiently robust vision to identify the most vulnerable risks of both the current and future 

climate.   

 

To acquire this robustness in the modeling, the loss history alone is not sufficient, and it was necessary to use 

natural catastrophe models based on both historical and simulated fictitious events. However, as the creation of 

such in-house models is relatively complex, it was necessary to use models from external modeling agencies. With 

such an approach, we have no control over the model itself, which is not suitable for studying the impact of climate 

change. 

 

Therefore, it was decided to build an in-house model based on generalized linear models, as well as machine 

learning methods, by directly training these models on the results of the CAT model provided by the modeler. 

These in-house models required extensive work to enrich the portfolio with external data, such as distance to the 

river, altitude, precipitation, soil impermeability or the slope coefficient, that could potentially explain the flood 

risk. 

 

The precipitation indicators entered in our model require both a historical vision and future climate projections. As 

such, it is possible to study both the historical state of flood risk by using current precipitation as an input to the 

model, then to study the evolution of losses by varying the precipitation indicators according to different time 

horizons and different climate change scenarios.   
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Note de synthèse 
 

Contexte et démarche de l’étude 

 

En tant que premier risque naturel en France, les inondations constituent une composante majeure de la sinistralité 

des catastrophes naturelles. Si leur prise en charge est effectuée par le biais d’une surprime identique sur l’ensemble 

des contrats d’assurance dommages (+12% pour les habitations, +6% pour les véhicules) via le régime spécifique 

d’indemnisation des catastrophes naturelles, leur modélisation n’est cependant pas à négliger et le changement 

climatique nous amène encore davantage à surveiller ces risques. En effet, alors que le sixième rapport du GIEC 

(Groupe d’experts Intergouvernemental sur l’Évolution du Climat) devrait paraitre en 2022, les précédents rapports 

ont déjà démontré le rôle que joue l’Homme dans ces évolutions et la hausse globale des températures d’ici 2100 

ne fait plus aucun doute.  

 

Il est ainsi primordial de mettre en place des méthodes permettant d’évaluer l’impact de cette évolution du climat 

sur la sévérité des évènements climatiques et donc sur la sinistralité qui en découle. Afin de commencer à 

sensibiliser les acteurs de l’assurance à cette question, l’ACPR (Autorité de contrôle prudentiel et de résolution) a 

récemment mis en place l’exercice « pilote climatique » dont l’objectif était d’évaluer les risques associés au 

changement climatique et auquel Groupama a participé. C’est dans ce contexte que l’on souhaitait approfondir ces 

travaux et notamment ceux sur la partie inondation, pour laquelle Groupama avait déjà amorcé un projet fin 2019 

afin de mieux appréhender ce risque.  

 

Dans la continuité de ce projet, l’objectif est donc à la fois d’être en mesure d’évaluer la vulnérabilité de chacun 

de nos sites assurés au climat présent, mais également d’y intégrer une vision au climat futur. C’est dans cette 

optique que nous avons cherché à mettre en place un modèle inondation et dont la démarche de construction est 

détaillée sur le schéma ci-dessous : 

 

 
Figure 1 - Récapitulatif de la démarche du mémoire 
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La modélisation des catastrophes naturelles 

 

Lorsqu’il s’agit d’évaluer les pertes financières probables que peut représenter un risque, l’approche fréquence-

coût est souvent retenue, notamment dans le cadre de la tarification des risques de masse telle qu’en auto ou en 

habitation. Cependant pour la modélisation des catastrophes naturelles cette approche n’est pas adaptée, et ce 

notamment, car la faible profondeur d’historique dont les assureurs disposent ne permet pas d’obtenir une 

distribution de perte assez robuste pour représenter fidèlement la diversité des évènements climatiques et le 

caractère exceptionnel de certains.  

 

C’est dans ce contexte qu’interviennent les modèles catastrophes naturelles (modèles CAT) qui s’appuient 

notamment sur la modélisation physique des évènements, puis sur la traduction de ces évènements en pertes 

financières. Cela permet de compléter la vision historique avec des scénarios inondations extrêmes qui n’ont pas 

été nécessairement observés dans le passé proche et qui ne sont donc pas présents dans notre base sinistre. La 

modélisation physique des évènements étant très complexe, Groupama, comme une majorité d’assureurs et de 

réassureurs, achète des résultats de modélisations auprès de modélisateurs extérieurs. 

 

Ces modèles permettent pour chacun de nos sites assurés de déduire une perte annuelle moyenne (AAL) pour le 

risque inondation (hors submersions marines), en apportant un détail supplémentaire selon le type d’inondations, 

fluvial ou pluvial, que l’on définit de la manière suivante : 

 

• Le risque fluvial : les principaux cours d'eau débordent ou sortent de leur lit et inondent les zones 

environnantes. 

• Le risque pluvial : des précipitations excessives et importantes provoquent une inondation 

indépendamment du débordement d'un plan d'eau majeur (inondation par ruissellement). Le débordement 

des rivières et ruisseaux mineurs est également inclus dans ce risque. 

 

Dans notre étude, on ne modélisera pas directement la perte annuelle moyenne, mais plutôt le taux de destruction 

annuel moyen défini comme : 

 

𝑇𝑎𝑢𝑥 𝑑𝑒 𝑑𝑒𝑠𝑡𝑟𝑢𝑐𝑡𝑖𝑜𝑛 𝑎𝑛𝑛𝑢𝑒𝑙 𝑚𝑜𝑦𝑒𝑛 =
𝐶ℎ𝑎𝑟𝑔𝑒 𝑎𝑛𝑛𝑢𝑒𝑙𝑙𝑒 𝑚𝑜𝑦𝑒𝑛𝑛𝑒 (𝐴𝐴𝐿)

𝑆𝑜𝑚𝑚𝑒 𝑎𝑠𝑠𝑢𝑟é𝑒
 

 

L’utilisation seule de ce modèle n’est cependant pas suffisante, et ce pour deux raisons principales. Tout d’abord, 

les modélisations ont été effectuées sur seulement 15% du portefeuille, on ne dispose donc pas du taux de 

destruction inondation sur l’ensemble de nos risques. De plus, nous n’avons aucun accès au modèle et il nous est 

donc impossible de le modifier afin d’évaluer l’impact du changement climatique.  

 

C’est pourquoi nous avons choisi de réaliser un modèle en interne basé sur des modèles linéaires généralisés, ainsi 

que sur des méthodes de machine learning, en s’entraînant directement sur les taux de destruction obtenus grâce 

au modèle CAT. Ainsi, on pourra généraliser les taux de destruction sur l’ensemble du portefeuille et l’on aura la 

mainmise sur le modèle afin de faire des études de sensibilité face au changement climatique. 

 

 

 

 



5 

 

Mise en place du modèle : enrichissement de la base de risques 

 

Avant de commencer les modélisations, l’objectif est de récupérer des variables physiques et climatiques qui 

pourraient nous aider à caractériser le risque inondation. Nos modèles seront ainsi alimentés d’un côté par des 

variables déjà présentes dans nos bases telles que la branche assurée, la somme assurée ou le nombre d’étages, et 

de l’autre par des variables enrichies dans cette partie et qui seront calculées à partir des coordonnées géographiques 

du risque. Cette partie nous a ainsi permis de récupérer un total de 29 variables (détaillées en annexe 4) et qui 

peuvent être toutes classées dans les catégories suivantes : 

 

- La distance au cours d’eau le plus proche 

- L’altitude du site assuré 

- La différence d’altitude entre le site assuré et le cours d’eau le plus proche 

- L’imperméabilité du sol 

- Un indicateur d’accumulation de l’eau dans la zone  

- Le coefficient de pente au niveau du risque 

- L’indice d’humidité topographique 

- Des indicateurs de précipitations simulés aux conditions historiques 

- Des indicateurs de précipitations simulés aux conditions futures (selon différents scénarios de changement 

climatique et différentes périodes) 

 

Les indicateurs de précipitations sont obtenus à partir de modèles climatiques régionaux (RCM) produits dans le 

cadre du projet CORDEX (COordinated Regional climate Downscaling EXperiment). Ces modèles reposent sur 

des systèmes d’équations basés sur des lois de la physique, de la chimie et de la dynamique des fluides afin de 

reproduire au mieux le comportement du climat. Ils permettent d’obtenir des simulations climatiques aux 

conditions historiques sur la période 1976-2005 (période disponible la plus récente dans les simulations historiques 

CORDEX), mais également aux conditions futures sur les périodes 2021-2050, 2041-2070 et 2071-2100 et selon 

trois scénarios d’émissions de gaz à effet de serre dits RCP (pour Representative Concentration Pathway). Le 

scénario RCP 2.6 correspond au scénario le plus optimiste avec une baisse progressive des émissions à partir de 

2050, le scénario RCP 8.5 est le plus pessimiste et correspond à une poursuite des émissions au rythme actuel et le 

scénario RCP 4.5 correspond à l’entre-deux avec une stagnation des émissions avant la fin du XXIe siècle.  

 

 
Figure 2 - Structure des modélisations : période et scénarios considérés 
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Construction d’un modèle prédictif de la sinistralité inondation 

 

Maintenant que nous disposons d’une base de modélisation enrichie de variables climatiques et physiques, 

l’objectif est désormais d’établir un lien entre ces variables et le taux de destruction issue du modèle CAT. Le 

modèle entraîné utilisera les indicateurs de précipitations aux conditions historiques. Cependant lors de l’étape de 

prédiction dans la partie suivante, on pourra utiliser les indicateurs de précipitations aux conditions futures pour 

prédire le taux de destruction inondation qui en découle. On pourra ainsi évaluer l’évolution de la vulnérabilité en 

comparant le taux de destruction obtenu à partir des précipitations historiques avec celui obtenu à partir des 

précipitations futures (selon la période et le scénario RCP considérés).  

 

Les modélisations se sont faites en deux étapes. Une première modélisation pour la prédiction du taux de 

destruction annuel moyen associé au risque pluvial et une deuxième modélisation pour le risque fluvial. Les deux 

risques étant considérés indépendants par le modélisateur, le taux de destruction annuel moyen inondation totale 

peut être simplement obtenu en faisant la somme de celui des deux risques en question.  

 

Afin d’éviter les problèmes de convergence dans nos modèles, on effectue une première sélection de variables à 

partir de diverses mesures (Pearson, Spearman et Kendall) nous permettant de sélectionner les variables les plus 

pertinentes et d’éliminer celles étant trop corrélées entre elles. Les variables sélectionnées pour le risque pluvial 

sont la distance au cours d’eau le plus proche, le quantile à 99% des précipitations journalières, l’indice d’humidité 

topographique, ainsi que le coefficient de Manning. Pour le risque fluvial, on sélectionne la distance à la rivière 

large la plus proche, la différence d’altitude à la rivière large la plus proche, la distance à la rivière et 

l’imperméabilité du sol. De plus, pour ces deux modèles, on intègre également des variables présentes dans le 

portefeuille et qui ont été utilisées directement par le modélisateur, à savoir, la branche assurée, le taux 

d’engagement contenu (part que représente le contenu dans le total de la somme assurée), le taux d’engagement 

perte d’exploitation ainsi que le nombre d’étages (pour le portefeuille immeuble). 

 

Par la suite, la sélection du modèle pour le risque pluvial s’est faite par minimisation de la racine de l’erreur 

quadratique moyenne (RMSE) obtenue par validation croisée sur l’ensemble d’entraînement. Il est apparu que 

parmi les quatre modèles considérés, à savoir le GLM gamma, la régression Bêta, le gradient boosting et le modèle 

de forêt aléatoire, c’est ce dernier qui a permis de minimiser le RMSE et qui a donc été sélectionné. 

 

Concernant les modélisations sur le risque fluvial, celles-ci ont été plus complexes. En effet, il est apparu sur la 

base d’entraînement que 95% des sites assurés avaient un taux de destruction moyen nul, c’est-à-dire qu’ils 

n’étaient pas exposés à ce risque. Une première étape de classification a donc été nécessaire pour identifier les sites 

assurés exposés à ce risque de ceux qui ne le sont pas. Le modèle optimal a été sélectionné par maximisation du 

score F1. Parmi les trois modèles essayés, à savoir le GLM binomial, le gradient boosting et le modèle de forêt 

aléatoire, c’est encore ce dernier qui a été sélectionné. Ensuite, un modèle de régression est appliqué sur les risques 

qui sont exposés au risque fluvial selon le modèle de classification. La sélection est faite de la même manière que 

pour le risque pluvial et c’est le GLM gamma qui permet cette fois-ci de minimiser l’erreur quadratique moyenne. 

 

D’autres indicateurs ont également été considérés pour évaluer nos modèles, tels que la corrélation de Spearman 

entre la prédiction effectuée et les résultats fournis par notre modélisateur. Il apparait que la corrélation obtenue 

pour le risque pluvial est d’environ 33%, contre 50% pour le risque fluvial. Le modèle ainsi développé présente 

trois avantages principaux par rapport aux modèles CAT, à savoir l’autonomie, la transparence et la facilité 

d’exécution, ce qui rend son utilisation idéale pour la gestion interne du risque inondation.  
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Exploitation des modèles et impact du changement climatique 

 

Au climat présent, la prédiction des modèles sur l’ensemble du portefeuille a fait apparaitre qu’il s’agissait 

principalement des régions du sud et sud-est de la France qui sont les plus vulnérables au risque inondation. 

 

Au climat futur, il est tout d’abord intéressant de s’intéresser à l’évolution de l’aléa climatique, avant de remplacer 

les précipitations historiques par les précipitations futures dans notre modèle. L’indicateur considéré est le quantile 

à 99% des précipitations journalières qui est l’une des variables explicatives du modèle pluvial, c’est donc cette 

variable qui va être modifiée pour étudier l’impact du changement climatique. Parmi les 12 modèles CORDEX 

utilisés, on présente ci-dessous les résultats obtenus en sélectionnant le quantile à 95% de ces modèles afin d’établir 

une vision la plus prudente possible. On constate que la mise en place d’actions politiques fortes menées dès à 

présent (scénario RCP 2.6) aurait peu d’impacts sur l’évolution des précipitations extrêmes à l’horizon 2050.  C’est 

principalement à l’horizon 2100 que la différence entre les scénarios est la plus flagrante.  

 

 
Tableau 1 - Projections d'évolution des précipitations extrêmes par région par rapport à la période historique 

Notre modèle nous permet désormais de traduire cette évolution de l’aléa climatique en une évolution de la 

sinistralité. Remarquons cependant que le modèle fluvial ne dépend étonnamment d’aucune variable climatique, 

l’impact du changement climatique sur ce risque sera donc considéré nul et l’impact sur le risque inondation total 

pourrait s’avérer sous-estimé. Seul le risque pluvial est donc impacté par le changement du climat selon nos 

modèles. Finalement, les résultats obtenus nous indiquent une augmentation de la sinistralité inondation sur notre 

portefeuille d’ici 2050 de +11% pour le scénario RCP 8.5. En 2021, la FFA a fait la même conclusion avec une 

évolution de +11% d’ici 2050. En 2018 la CCR établissait une vision plus pessimiste avec +38% d’augmentation. 

 

 
Tableau 2 - Impact du changement climatique sur le risque inondation selon différentes études 
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Introduction 
 

En tant que premier risque naturel en France, les inondations constituent une composante majeure de la sinistralité 

des catastrophes naturelles et leur modélisation est primordiale pour assurer une gestion optimale de ces risques. 

C’est pourquoi, à la suite des inondations ayant touché le sud de la France en fin d’année 2019, Groupama a lancé 

un vaste projet pour mieux appréhender la compréhension de ce risque.  

 

L’objectif premier est d’être en mesure d’identifier les portefeuilles et zones géographiques les plus exposés afin 

de réduire la sensibilité du groupe aux phénomènes d’inondations, que ce soit par le biais d’actions de préventions 

ou de politiques de souscriptions. Le second objectif vise à étudier l’impact du changement climatique sur le risque 

inondation et ses répercussions sur l’évolution de la sinistralité.  Ces dernières années ont été particulièrement 

marquées par des évènements inondations majeurs, à l’image des inondations dévastatrices de juillet 2021 qui ont 

affecté l’Europe de l’Ouest et notamment l’Allemagne, la Belgique, le Luxembourg et les Pays-Bas et pour lesquels 

les dégâts ont été les plus lourds, avec un bilan humain de plus de 200 morts et près de 11 milliards de dommages 

assurés. Ces inondations causées par un niveau de précipitations record nous amènent à nous interroger sur 

l’évolution des précipitations avec le changement climatique et sur l’impact qui en découle sur la fréquence et 

l’intensité des futurs évènements inondations.  

 

Pour répondre à ces objectifs, ce mémoire s’articule autour de la construction d’un modèle qui nous permettra dans 

un premier temps d’évaluer le coût annuel moyen du risque inondation pour chaque site assuré et dans un second 

temps nous permettra de traduire la variation de l’aléa climatique (i.e des précipitations) en une variation de la 

sinistralité. On divisera l’étude en cinq grandes parties : 

 

Dans un premier temps, la première partie vise à introduire le contexte de l’étude en évoquant notamment les 

chiffres de l’inondation en France, les rapports du GIEC sur l’évolution du climat, ainsi que l’état actuel des travaux 

menés en assurance sur le changement climatique. 

 

La deuxième partie s’intéresse à la modélisation classique des catastrophes naturelles. Ces modèles catastrophes 

naturelles sont effectués par des modélisateurs extérieurs et permettent de quantifier les pertes en se basant sur des 

simulations d’évènements inondations. On se basera sur les résultats de ce modèle pour la construction de notre 

modèle construit en partie 4.  

 

Par la suite, on présentera l’ensemble des travaux ayant permis d’enrichir la base de risques avec des variables 

potentiellement explicatives du risque inondation : distance au cours d’eau, imperméabilité du sol, précipitations, 

etc. On évoquera également plus en détail les modèles climatiques CORDEX permettant d’obtenir des projections 

d’évolution des précipitations avec le changement climatique.  

 

La partie 4 sera dédiée à la construction du modèle inondation. On utilisera des modèles linéaires généralisés, ainsi 

que des modèles de machine learning, qui seront entraînés sur les sorties du modèle catastrophe naturelle étudié 

en partie 2. 

 

Enfin, la dernière partie vise tout d’abord à présenter les résultats obtenus après application du modèle sur 

l’ensemble du portefeuille. Puis, les modèles seront relancés, en faisant varier les indicateurs de précipitations 

renseignés en entrée du modèle selon les projections fournies par les modèles climatiques CORDEX. On disposera 

ainsi de nouveaux résultats de sinistralité obtenus selon des hypothèses d’évolution du climat, et ce pour différentes 

périodes futures et différents scénarios de changement climatique.   
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I. Contexte 
 

 

1) Cadre de l’étude 

 

En tant que troisième assureur en assurance dommages en 2020, Groupama Assurances Mutuelles (GMA) est 

particulièrement exposé aux risques climatiques. Né au XIXe siècle de la volonté d’agriculteurs souhaitant protéger 

leurs terres contre différents aléas, GMA est aujourd’hui l’un des assureurs majeurs du marché français. C’est dans 

ce contexte que fin 2019, à la suite des nombreuses inondations qui ont touché le sud de la France que GMA a 

lancé des travaux pour mieux appréhender et contrôler ce risque. Ainsi la prise en compte du changement 

climatique dans ces travaux est un axe majeur dans l’étude de la sensibilité du groupe au risque inondation.  

 

De plus, étant donné le caractère extrême des risques étudiés et en l’occurrence ceux liés au risque inondation, les 

travaux réalisés au cours de ce mémoire ont été faits au sein de la Direction Réassurance de Groupama. Au fil des 

années la Direction Réassurance a déjà pu réaliser de nombreuses études climatiques notamment sur les tempêtes 

et a pu ainsi développer une expertise sur ces sujets en collaboration avec de nombreux acteurs extérieurs comme 

les courtiers en réassurance, les réassureurs, les agences de modélisation et les instituts météorologiques français.  

 

Comme la plupart des assureurs de premier plan du marché, GMA agit en tant que réassureur de ses entités, et 

réassure donc notamment ses 9 caisses régionales de France Métropolitaine, ainsi que les 2 caisses d’outre-mer. 

L’étude effectuée dans ce mémoire se concentrera uniquement sur la France Métropolitaine et donc sur les 9 caisses 

de GMA, ainsi que sur les risques du GAN, autre filiale du groupe. 

 

 
Figure 3 - Caisses régionales métropolitaines de Groupama 
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2) Le risque inondation 

 

a. Description du risque inondation 

 

Afin de mieux comprendre les variables utiles à la modélisation du risque inondation, il est primordial de 

comprendre ce risque et ses différentes composantes. L’inondation est une submersion temporaire, rapide ou lente, 

d’une zone habituellement hors de l’eau, qu’elle qu’en soit l’origine, elles peuvent être par ruissellement, 

submersion marine, débordement de cours d’eau ou encore par remontée de nappe. 

 

À chaque inondation, on peut associer un niveau d’aléa, lié à plusieurs éléments : 

 

- La hauteur maximale de submersion 

- La durée de submersion 

- La vitesse d’écoulement 

- La période de retour 

- La soudaineté 

- L’ampleur 

 

Ces éléments dépendent également de la typologie de l’évènement inondation considéré, on en distingue plusieurs : 

 

 

Types d’inondation Phénomène Caractéristiques 

Crues lentes de plaine Débordement de cours d’eau à la 

suite de précipitations répétées et 

prolongées. 

Lentes : apparaissent en plusieurs 

jours/heures. 

De longue durée : persiste pendant 

un à plusieurs jours. 

Crues rapides et torrentielles Débordement de cours d’eau à la 

suite de précipitations intenses. 

Montée des eaux rapides, 

principalement en zone 

montagneuse avec un 

accroissement de la vitesse 

d’écoulement du cours d’eau. 

Ruissellement Eau qui ne peut plus s’infiltrer dans 

le sol à la suite de précipitations 

intenses. 

Souvent en milieu urbain dû 

notamment à l’artificialisation des 

sols. 

Submersion marine Élévation du niveau de la mer à la 

suite de conditions 

météorologiques défavorables 

(pleine mer, tempête…).  

Inondations souvent dévastatrices. 

Affecte les zones côtières. 

Remontée de nappe Montée du niveau de la nappe 

phréatique jusqu’à la surface du sol. 

Inondation progressive et lente. 

Tableau 3- Les différents types d'inondations (source : georisques.gouv) 
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Figure 4- Illustration des différents types d'inondations (source : EauFrance) 

 

On s’intéressera par la suite uniquement à la modélisation des 3 premiers types d’inondations, à savoir les 

inondations par débordement de cours d’eau (torrentielle ou de plaine) et par ruissellement. À noter cependant qu’il 

est toujours compliqué de totalement séparer ces différents évènements, ceux-ci pouvant en effet être liés. Par 

exemple, le ruissellement et la submersion marine peuvent contribuer voire causer un débordement de cours d’eau, 

débordement qui peut lui-même causer une remontée de nappe phréatique par exemple.  

 

Ces phénomènes sont tous causés par un aléa météorologique à savoir des houles de forte intensité ou niveau de la 

mer élevé dans le cas de la submersion marine et des précipitations en intensité ou en durée pour le reste. L’étude 

des précipitations et de leur évolution avec le changement climatique sera donc primordiale dans la suite de l’étude. 

 

b. Les chiffres de l’inondation en France 

 

En France métropolitaine, on estime que 16,8 millions d’habitants sont exposés aux différentes conséquences des 

inondations par débordement de cours d’eau. Depuis 1982 le coût moyen annuel de la sinistralité (Non-Auto) 

inondation s’élève à 554 millions d’euros, contre 475 millions d’euros pour la sécheresse depuis 1989 faisant des 

inondations le premier risque naturel en France.  
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Figure 5 - La sinistralité catastrophes naturelles non-auto de 1982 à 2020 en millions d'euros 2020 (source : CCR) 

 

La sinistralité catastrophe naturelle annuelle s’élève en moyenne à 1044 millions d’euros avec une récente 

sinistralité particulièrement dévastatrice, dépassant en effet la barre des 1500 millions d’euros depuis cinq ans. 

L’étude de ces catastrophes et de leur évolution avec le changement climatique apparait donc comme indispensable. 

Notons cependant une part plus importante de la sécheresse ces dernières années. Pour l’année 2020, la sécheresse 

représente 72% du coût de l’exercice contre 27% pour l’inondation. 

 

  
Figure 6- Coûts inondations cumulés par commune et S/P inondations par département de 1995 à 2018 (source : CCR) 

Historiquement il apparait que le sud de la France et particulièrement la côte méditerranéenne est la plus touchée 

par les inondations avec de nombreuses communes dépassant les 5 millions d’euros de coût inondation dans la 

période 1995 à 2018. En calculant le cumul des sinistres sur le cumul des primes sur la période considérée, deux 

départements ressortent avec un ratio deux fois supérieur aux primes catastrophes naturelles perçu par la Caisse 

Centrale de Réassurance (CCR), à savoir le Gard et l’Aude. Cinq autres départements ressortent également comme 

particulièrement sinistrés avec des ratios entre 100 et 200%, le Var, les Alpes-Maritimes, les Hautes-Pyrénées, la 

Charente-Maritime ainsi que les Ardennes. À noter que la prime considérée est la prime acquise corrigée des 

variations du taux de surprime Cat Nat et du taux de prélèvement dans le cadre du fond de prévention des risques 
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naturels majeurs (FPRNM). Pour mieux comprendre ce dernier point, faisons un point sur le régime Cat Nat en 

France et les éventuelles conséquences que pourrait avoir une augmentation de la sinistralité due au changement 

climatique. 

 

c. La réassurance des catastrophes naturelles en France 

 

Le régime d’indemnisation des catastrophes naturelles (régime CAT-NAT) a été créé par la loi du 13 juillet 1982 

et a permis de pallier un manque de couverture des risques naturels qui n’étaient jusqu’alors que très peu assurés. 

Ce régime se traduit par une extension obligatoire sur les contrats d’assurance dommages. Celle-ci donne lieu au 

paiement d’une prime additionnelle et unique, qui ignore donc le degré d’exposition, traduisant ainsi la logique de 

solidarité fondée sur l’alinéa 12 du préambule de la Constitution de 1946 : « La Nation proclame la solidarité et 

l'égalité de tous les Français devant les charges qui résultent des calamités nationales ». Cette surprime est 

actuellement de : 

 

- 12% pour les contrats MRH (multirisque habitation)   

- 6% pour les contrats d’assurance de véhicule 

En contrepartie de leur obligation de couverture les assureurs peuvent se réassurer auprès de la CCR (Caisse 

centrale de réassurance). C’est l’entreprise de réassurance publique, qui est donc détenue par l’État. Elle permet de 

réassurer dans le cadre du régime CAT-NAT tout assureur qui lui en fait la demande et réalise ainsi une 

mutualisation de l’ensemble des risques à travers la couverture des portefeuilles des différents assureurs. Plus 

précisément, la CCR réassure les assureurs privés avec un traité quote-part à 50% et un traité stop-loss sur les 

risques conservés par l’assureur après application du traité quote-part. Le traité stop-loss proposé par la CCR a la 

particularité d’avoir une portée illimitée (il n’y a donc pas de plafond) grâce à la garantie de l’État. En effet, l’État 

peut intervenir en dernier recours afin d’éviter toute défaillance du système. 

 

Attention cependant la réassurance auprès de la CCR ne peut se faire uniquement si le régime CAT-NAT est activé. 

Pour le déclencher il faut d’abord que le bien endommagé soit couvert par un contrat d’assurance dommage et 

également que la commune dans lequel il se trouve soit reconnue en état de catastrophe naturelle par arrêté 

interministériel.  

 

Cette reconnaissance repose sur le caractère anormal de l’intensité du phénomène naturel considéré, mais suivant 

le phénomène, la définition d’intensité anormale peut être ambiguë. Par exemple pour les vents, des vitesses 

supérieures à 145 km/h en moyenne sur 10 minutes ou supérieures à 215 km/h en rafales sont considérées comme 

anormales. De plus, certains périls sont exclus d’office puisqu’il existe déjà des garanties d’assurance permettant 

d’indemniser les pertes qu’ils occasionnent : c’est le cas de la grêle ou de la neige par exemple. On peut résumer 

le fonctionnement via le schéma suivant : 
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Figure 7- Fonctionnement du régime CAT NAT (source : CCR) 

 

En 2020, le total des primes Cat Nat est estimé à 1,72 milliard d’euros, soit une augmentation de 2,5% par rapport 

à 2019. Globalement, l’évolution n’a cessé de croître depuis 1982, s’expliquant en grande partie par l’évolution de 

l’assiette sur laquelle elles sont calculées, c’est-à-dire l’augmentation des primes dommages auto et dommages aux 

biens sur le marché français. Cette augmentation s’explique également par l’évolution du taux de surprime hors 

auto, passant de 5,5% à 9% en 1985, puis de 9% à 12% en 2000. L’étude des conséquences du changement 

climatique sur la sinistralité des catastrophes naturelles pourrait de nouveau remettre en question ce taux de 

surprime Cat Nat. Notons également que depuis 1995, une partie des primes Cat Nat permet d’alimenter le Fonds 

de prévention des risques naturels majeurs (FPRNM) ou fonds Barnier servant à financer des actions de prévention 

et d’expropriation de biens exposés à un risque naturel majeur.  

 

 
Figure 8 - Évolution des primes Cat Nat depuis 1982 (source : CCR) 



18 

 

3) La problématique du changement climatique 

 

a. Les rapports du GIEC 

 

En matière d'étude sur l’évolution du climat, ses impacts et ses causes, le GIEC (Groupe d’experts 

Intergouvernemental sur l’Évolution du Climat) est devenu une référence depuis maintenant plus de 30 ans. Cet 

organisme intergouvernemental est ouvert à l’ensemble des pays membres de l’Organisation des Nations unies 

(ONU) et compte actuellement 195 pays soit la quasi-totalité des pays du monde. 

 

Les rapports du GIEC mettent en lumière les connaissances les plus avancées sur le sujet et permettent également 

d’identifier les solutions existantes pour limiter l’ampleur du réchauffement et de s’adapter aux différents 

changements attendus. Ces rapports sont effectués sous le contrôle de trois groupes de travail différents, le premier 

vise à étudier l’évolution du climat, le second s’intéresse à la vulnérabilité des systèmes socio-économiques et 

naturels aux changements climatiques et le troisième s’occupe des solutions envisageables pour atténuer les 

changements climatiques. 

 

Dans l’attente du sixième rapport du GIEC prévu officiellement en 2022, mais dont les premières fuites dévoilées 

par l’AFP annoncent que « le pire est à venir », on peut s’intéresser au cinquième rapport publié en 2014. Ce 

rapport a notamment vu apparaitre l’introduction de quatre scénarios d’émissions de gaz à effet de serre dits RCP 

(pour Representative Concentration Pathway) permettant aux climatologues d’effectuer différentes projections 

climatiques selon différentes évolutions possibles du comportement à venir des sociétés humaines. Concrètement, 

ces scénarios sont effectués en fonction de l’évolution du forçage radiatif, exprimé en W/m2, il est défini comme un 

changement dans la différence entre le rayonnement entrant et sortant, dû par exemple à la concentration des gaz 

à effet de serre. Un forçage radiatif positif indique donc un réchauffement du système climatique considéré. 

 

 
Figure 9- Évolution du bilan radiatif de la terre ou « forçage radiatif » en W/m2 sur la période 1850-2250 selon les différents 

scénarios (source : Météo France) 

Notons ainsi que le scénario RCP 8.5 correspond au scénario le plus pessimiste dans lequel aucune politique 

climatique n’est menée, tandis que le scénario 2.6 est le plus optimiste avec des politiques rapides de décroissance 

des gaz à effet de serre et un réchauffement global inférieur à 2°C en 2100 (par rapport aux températures 

préindustrielles) ce qui correspondrait aux objectifs des accords de Paris (COP21).  
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Figure 10- Température moyenne annuelle en France métropolitaine : écart à la référence 1976 - 2005 (source : Météo France) 

Il est à l’heure actuelle difficile de déterminer une tendance concernant le scénario vers lequel on se dirige. Selon 

Météo France, en agissant maintenant le scénario 4.5 semble le plus probable avec une hausse de 2,2°C en moyenne 

d’ici 2100, tandis qu’en tardant trop le scénario 8.5 sera à envisager avec une hausse des températures de 3,9°C.  

 

 
Tableau 4 - Résumé des scénarios du GIEC (Source : GIEC) 

Enfin, ce rapport estime comme étant probable (i.e avec une probabilité de 66%) l’augmentation de l’intensité ou 

de la durée des sécheresses et comme très probable (i.e avec une probabilité de 90%) l’augmentation de la 

fréquence, de l’intensité ou du nombre des épisodes de précipitations abondantes. Face à ces défis 

environnementaux, les assureurs ont un rôle central à jouer et la prise en compte du changement climatique dans 

la gestion des risques est primordiale.   

 

b. Vers une prise de conscience dans l’assurance : l’exercice pilote climatique de l’ACPR 

 

L’exercice pilote climatique conduit par l’ACPR (Autorité de contrôle prudentiel et de résolution) est un exercice 

d’évaluation des risques associés au changement climatique mené de juillet 2020 à avril 2021. Il réunissait une 

majorité des groupes bancaires et organismes d’assurance du marché français avec 9 organismes bancaires et 15 

organismes d'assurance, dont Groupama (85% du total du bilan bancaire et 75% du total du bilan des assureurs). 
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L’exercice visait à réaliser une projection du bilan pour différents horizons de temps jusqu’en 2050 (2025, 2035, 

2040, 2050) en mettant en place une approche granulaire sur 55 secteurs d’activités et pour 3 scénarios de 

transitions différents, un scénario de référence correspondant à une transition ordonnée permettant de satisfaire les 

engagements de l’accord de Paris, et deux autres scénarios, l’un correspondant à une transition retardée et l’autre 

à une transition rapide. 

 

L'analyse de l’impact de l’augmentation de la fréquence et de l’intensité des catastrophes naturelles sur l’activité 

dommages aux biens a été réalisée avec la collaboration de la CCR qui fournissait aux assureurs l’augmentation 

des sinistres par département basé sur la base des expositions des assureurs au maillage communal. La CCR 

fournissait aux assureurs des taux d’évolutions de sinistralité aux différents horizons et pour différents périls (tous 

périls, inondation, submersion marine et sécheresse), selon un modèle basé sur le scénario RCP 8.5 du GIEC et 

dont les résultats ont été publiés en 2018 par la CCR. 

 

Les résultats des modélisations ont montré que la sinistralité des branches entrant dans le cadre du régime Cat Nat 

augmente de 174% entre 2019 et 2050. Concernant le seul risque inondation, la carte ci-dessous présente les 

résultats par département. Il apparait par exemple que dans le Gard, la sinistralité inondation s’élevait à 7,86 euros 

par habitant en 2019 et devrait augmenter sur la période 2020 – 2050 dans une fourchette comprise entre 115 et 

196%. À noter que ces évolutions dépendent de la seule sinistralité 2019, ainsi les régions en rouge foncé sont 

souvent celles dont les montants de sinistres sont aujourd’hui les plus faibles. 

 

 
Figure 11- Sinistralité inondation modélisée sur la période 2019-2050 (source : ACPR) 

C’est dans ce contexte que la Direction Réassurance de Groupama, qui a participé à l’exercice pour la partie Cat 

Nat, souhaitait dans la continuité de ces travaux approfondir l’étude de l’impact du changement climatique et 

notamment son impact sur le risque inondation.  

 

 

4) Historique des travaux réalisés sur le risque inondation et changement climatique 
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La Direction Réassurance de Groupama a déjà effectué des travaux sur le changement climatique avec le mémoire 

d’Arnaud Dalleau « Évaluation de l’impact du changement climatique sur le risque cyclonique dans les Antilles » 

publié en 2021. Les modèles CORDEX utilisés dans ce mémoire seront également introduits par la suite. 

 

Les mémoires sur le risque inondation sont nombreux, on peut citer :  

 

- Création d’un modèle de tarification du risque inondation (2019) par Rimen Ayoub qui a utilisé une 

approche par GLM pour la modélisation.  

- Modélisation stochastique des inondations en France et Applications en Réassurance (2017) par Hamza 

El Hassani, dans lequel un modèle CAT inondations a notamment été créé. 

- Cartographie du risque inondation (2016) par Elie Dadoun dans lequel une cartographie du risque 

inondation en Turquie est effectuée. 

 

L’approche utilisée dans le mémoire sera totalement différente des mémoires précédemment cités. La partie 

modélisation du mémoire sera construite autour d’un modèle catastrophe existant proposé par un modélisateur 

extérieur à Groupama, l’objectif sera de créer un modèle en interne en l’entraînant non pas sur la sinistralité comme 

cela peut être fait classiquement avec une approche fréquence coût, mais en l’entraînant directement sur les 

résultats du modèle CAT fournit par le modélisateur. Par la suite, on pourrait faire varier les variables explicatives 

selon des hypothèses de changement climatique, notamment du point de vue des variables sur les précipitations 

permettant ainsi d’avoir une traduction de la variation de l’aléa climatique en une évolution de la sinistralité. 

 

II. La modélisation des catastrophes naturelles 
 

1) Fonctionnement 

 

a. Une nécessité d’utilisation de modèles catastrophes naturelles 

 

Lorsqu’il s’agit d’évaluer les pertes financières probables que peut représenter un risque, l’approche fréquence-

coût est souvent retenue, notamment dans le cadre de la tarification des risques de masse tels qu’en auto ou MRH. 

Cependant dans le cadre de la modélisation des catastrophes naturelles cette approche n’est pas adaptée, et ce pour 

plusieurs raisons.  

 

• Elle suppose tout d’abord une indépendance entre les observations, ce qui n’est pas le cas étant donné le 

caractère concentré des catastrophes qui surviennent et qui touchent donc plusieurs risques d’une même 

zone.  

• On doit également vérifier une hypothèse d’indépendance entre la fréquence des sinistres et leur coût. 

Encore une fois, cette hypothèse ne semble pas vérifiée, les catastrophes climatiques de forte amplitude 

sont rares, tandis que les catastrophes de plus faible amplitude apparaissent avec des fréquences souvent 

plus élevées.   

• Étant donné le caractère exceptionnel des évènements inondations et la faible profondeur d’historique dont 

les assureurs disposent il n’est pas possible d’obtenir une distribution de perte assez robuste pour 

représenter fidèlement la diversité des évènements climatiques et le caractère exceptionnel de certains. 

Dans le cadre de Solvabilité 2 notamment, estimer une perte survenant en moyenne tous les 200 ans avec 

un historique de sinistralité de 10 ans n’est pas envisageable avec des méthodes d’estimation classique. 
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C’est dans ce contexte qu’interviennent les modèles catastrophes naturelles (modèles CAT) qui s’appuient 

notamment sur la modélisation physique des évènements, puis sur la traduction de ces évènements en pertes 

financières. Permettant ainsi de prendre en compte la corrélation qui existe entre les risques, tout en complétant la 

vision historique avec des scénarios inondations extrêmes qui n’ont pas été nécessairement observés dans le passé 

proche et qui ne sont donc pas présents dans notre base sinistre. La modélisation physique des évènements étant 

très complexe, Groupama, comme une majorité d’assureurs et de réassureurs, achète des résultats de modélisations 

auprès de modélisateurs extérieurs. Il en existe actuellement trois, à savoir AIR, EQECat et RMS. Ces modèles 

servent aussi bien à la tarification des programmes de réassurance, qu’à l’évaluation et à la gestion du risque 

catastrophe. 

 

 
Figure 12 - schéma : intérêt de la simulation de scénarios probables 

 

On corrige la problématique de la faible profondeur d’historique en introduisant des scénarios inondations fictifs, 

mais probables, afin de représenter le plus fidèlement possible la distribution des pertes, et notamment pour les 

évènements extrêmes qui sont de faibles fréquences. 

 

b. Structure d’un modèle catastrophe 

 

Les modèles CAT sont construits autour de quatre modules différents ayant chacun leur rôle.  

 

Tout d’abord, le module exposition contient la base de données des risques de l’assureur, permettant ainsi de 

transmettre aux autres modules les caractéristiques des biens assurés, que ce soit du point de vue physique et 

géographique afin d’alimenter le module vulnérabilité, ou bien du point de vue des conditions d’assurances pour 

alimenter le module financier.  

 

Concernant les caractéristiques physiques et géographiques, la première information importante est la 

géolocalisation, c’est-à-dire l’affectation d’une latitude et d'une longitude à chaque risque, qui est primordiale étant 
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donné la forte dépendance entre l’emplacement du risque et la fréquence/sévérité des catastrophes naturelles. Cette 

information peut être également calculée directement par les modèles à partir de l’adresse lorsque l’assureur ne 

fournit pas l’information.  

 

On retrouve également le type de bien, une maison aura davantage tendance à être touchée par le risque inondation 

qu’un appartement par exemple. La branche assurée est aussi importante et des courbes de vulnérabilité différentes 

sont appliquées en fonction des branches, des bâtiments industriels bénéficient probablement d’une meilleure 

protection contre le risque inondation qu’un simple bâtiment résidentiel par exemple. 

 

On retrouve ensuite la somme assurée (ou engagements), elle correspond à la somme garantie par le contrat 

d’assurance. Elle est décomposée en trois parties : la valeur du bâtiment assuré, la valeur du contenu et la valeur 

des pertes d’exploitation garanties.   

 

En parallèle, le module aléa joue un rôle majeur et beaucoup plus complexe, celui de construire un catalogue 

d’évènements sur plusieurs milliers d’années, en l’occurrence 50 000 années dans le modèle que nous avons utilisé. 

Les caractéristiques de ces évènements sont calibrées à partir de lois de probabilité sur l’historique afin d’assurer 

la pertinence en matière de fréquence, d’intensité et de localisation des évènements fictifs simulés.  Les 

caractéristiques de la zone géographique sont également utilisées, précipitations, températures ou encore typologie 

du sol. 

 

Les deux précédents modules sont par la suite utilisés pour le module vulnérabilité permettant d’évaluer les dégâts 

causés par les évènements simulés. Les modélisateurs utilisent pour cela des courbes de vulnérabilités reliant la 

sévérité de l’évènement et le taux de destruction du bâtiment. Ces courbes dépendent également des différentes 

caractéristiques évoquées pour le module exposition.  

 

 

 
Figure 13 - Exemple de courbe de vulnérabilité : taux de destruction en fonction de la hauteur d’eau (Source : Natural 

Hazards and Earth System Sciences (NHESS)) 
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Enfin, le module financier relie les taux de destruction aux dommages assurés pour en déduire une perte financière 

sur laquelle on applique également les différentes conditions d’assurance, afin d’obtenir une perte nette de 

conditions d’assurance. 

 

On peut résumer la structure des modèles CAT avec le schéma ci-dessous. 

 

 
Figure 14 - schéma : structure d'un modèle CAT 

 

c. Les sorties du modèle 

 

Une fois le module financier terminé, plusieurs indicateurs sont ensuite calculés afin de permettre à l’utilisateur du 

modèle d’exploiter les résultats et d’évaluer l’exposition du portefeuille au risque considéré. On introduit pour cela 

trois indicateurs majeurs, à savoir l’AAL, l’AEP et l’OEP. 

 

• L’AAL pour Annual Average Loss est la perte annuelle moyenne. En notant 𝑋1, 𝑋2, … , 𝑋𝑛 les variables 

aléatoires correspondant aux pertes annuelles sur n années modélisées (en l’occurrence 50 000 dans notre 

cas). On a simplement :  

𝐴𝐴𝐿 =
1

𝑛
∑ 𝑋𝑖 

𝑛

𝑖=1

 

 

• L’AEP pour Aggregate Exceedance Probability est la probabilité que la somme des pertes annuelles 

dépasse un certain seuil. En notant 𝑌1, 𝑌2, … , 𝑌𝑁 les variables aléatoires correspondant aux pertes annuelles 

par évènement dans l’année. On obtient : 

 

𝐴𝐸𝑃(𝑥) = ℙ (∑ 𝑌𝑖 > 𝑥

𝑁

𝑖=1

) 

• L’OEP pour Occurrence Exceedance Probability est la probabilité que la perte annuelle maximale par 

évènement dépasse un certain seuil. D’où : 

 

𝑂𝐸𝑃(𝑥) = ℙ(max(𝑌1, … , 𝑌𝑁) > 𝑥) 
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Réciproquement, les deux derniers indicateurs permettent de représenter un niveau de confiance donné en fonction 

de la perte associée. Plutôt que d’exprimer le niveau de confiance directement en probabilité avec AEP(x), on 

l’exprime régulièrement en période de retour avec 1/AEP(x). Plusieurs périodes de retour sont souvent fournies 

par les modélisateurs avec des périodes de retour qui vont de 2 ans (donc une probabilité de dépasser le seuil de 

perte de 1/2), jusqu’à 5000 ans (donc une probabilité de dépasser le seuil de perte de 1/5000). Pour une année 

(AEP) ou un évènement donné (OEP), une période de retour de k années signifient qu’une année ou qu'un 

évènement de telle ampleur se produit en moyenne une fois sur k années consécutives. Du côté du modélisateur, 

pour déterminer le montant de perte associé à la période de retour de k années, on représente la série des pertes sur 

les 50 000 années de modélisations, et l’on sélectionne le quantile d’ordre 1 −
1

𝑘
.    

 

À noter que ces indicateurs sont fournis avec une vision ground up loss correspondant à la sinistralité brute et une 

vision gross loss correspondant à la sinistralité nette après application des conditions d’assurance lors du module 

financier. 

 

Enfin, dans le cas spécifique du risque inondation, ces indicateurs sont fournis selon 3 visions : 

 

• Le risque fluvial : les principaux cours d'eau débordent ou sortent de leur lit et inondent les zones 

environnantes. 

• Le risque pluvial : des précipitations excessives et importantes provoquent une inondation 

indépendamment du débordement d'un plan d'eau majeur (inondation par ruissellement). Le débordement 

des rivières et ruisseaux mineurs est également inclus dans ce risque. 

• Le risque combiné : combinaison du risque fluvial et pluvial. Les deux risques étant supposés indépendants 

on obtient que : AAL combiné = AAL fluvial + AAL pluvial. 

 

 

 
Figure 15 - Distinction entre le risque fluvial et pluvial : empreintes inondation (Source : RMS) 
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2) Application sur les données GMA 

 

a. Données modélisées 

 

L’objectif pour notre étude étant de prédire la charge annuelle inondation pour chacun des risques de notre base, 

l’AAL, l’AEP et l’OEP nous étaient donc fournis à un maillage individuel pour chaque site assuré. On disposait 

également d’une vision plus globale avec ces indicateurs par zone IRIS (découpage infracommunal effectué par 

l’INSEE) et un maillage global sur l’ensemble de la base pour chaque branche assurée.  

 

Cependant, nous ne pouvions pas faire modéliser l’ensemble de la base et il fallait donc choisir la partie de la base 

que l'on souhaitait utiliser pour entraîner nos modèles inondation. On pouvait ainsi créer notre modèle sur cette 

sous-partie puis utiliser le modèle ainsi créé pour prédire les charges inondations pour les autres risques qui n’ont 

pas été envoyés au modélisateur. On a ainsi sélectionné 2500 zones IRIS réparties aléatoirement sur le territoire 

parmi les 50 000 existantes pour chacune de nos branches assurées. 

 

 
Figure 16 - Répartition des Zones IRIS modélisées 

 

b. Observations sur les résultats  

 

Il est difficile d’exploiter directement les résultats étant donné qu’on ne traite qu’un faible échantillon de notre 

portefeuille, sur des zones réparties sur l’ensemble du territoire. On peut cependant avoir un premier aperçu des 

zones qui ressortent particulièrement à risques. Pour gommer l’effet induit par la somme assurée sur la charge 

annuelle moyenne inondation, on considère plutôt le taux de destruction calculé simplement de la manière 

suivante : 
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𝑇𝑎𝑢𝑥 𝑑𝑒 𝑑𝑒𝑠𝑡𝑟𝑢𝑐𝑡𝑖𝑜𝑛 𝑖𝑛𝑜𝑛𝑑𝑎𝑡𝑖𝑜𝑛 =
𝐴𝐴𝐿 𝑖𝑛𝑜𝑛𝑑𝑎𝑡𝑖𝑜𝑛

𝐸𝑛𝑔𝑎𝑔𝑒𝑚𝑒𝑛𝑡𝑠
 

 

L’AAL considéré est l’AAL combiné incluant ainsi à la fois le risque dit « fluvial » et le risque « pluvial ».  

 
Figure 17 - Taux de destruction annuel moyen par département selon échantillon modélisé- branche habitation individuelle 

Les zones à risques semblent globalement se concentrer autour des chaînes de montagnes davantage exposées aux 

précipitations régulières. Le Sud-est ressort également ce qui est cohérent avec la forte sinistralité inondation 

observée ces dernières années selon la CCR, comme étudié en première partie. À noter cependant que cette carte 

est construite uniquement avec un faible échantillon de zones IRIS de chaque département et qu’elle n’est donc 

pas nécessairement représentative de l’ensemble du territoire, mais permet cependant d’en avoir un premier aperçu. 

On pourra disposer d’une vue plus globale une fois le modèle inondation crée en partie IV.  

 

En complément des AAL nous ayant permis de calculer ces taux de destruction, on dispose également des courbes 

AEP qu’on peut utiliser pour avoir une vue plus précise qu’une simple moyenne, et ainsi réaliser des études 

uniquement sur de faibles périodes de retour. On représente ci-dessous la courbe AEP obtenue en sortie des 

modélisations. 

 

 
Figure 18 - Courbe AEP toute branche sur l’échantillon de risques modélisé 
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3) Cohérence des simulations avec la sinistralité observée 

 

Afin de s’assurer que le modèle du prestataire extérieur est de bonne qualité et fournit une vision réaliste de la 

charge inondation, il est important de passer par une étape de comparaison entre les simulations effectuées et la 

sinistralité inondation observée. Cependant, il est souvent très compliqué de mettre en place une méthode robuste 

permettant avec certitude de s’assurer de la qualité d’un modèle, à partir uniquement de la sinistralité passée. En 

effet, si l’on décide d’utiliser un modèle CAT, c’est justement car la sinistralité passée ne suffit pas pour avoir une 

vision globale du risque inondation et ne permet pas de prendre en compte les évènements extrêmes qui n’ont pas 

été forcément observés ces dernières années.  

 

Pour la comparaison, on utilise la sinistralité de 2010 à 2019 sur les zones IRIS modélisées (la submersion marine 

n’étant pas modélisée par le modélisateur, la tempête Xynthia de 2010 sera retirée de l’étude). Nous disposons 

ainsi d’un historique de 10 ans afin d’évaluer 50 000 années de simulations. Plutôt que de comparer directement 

la moyenne empirique des pertes annuelles sur ces 10 années avec celle sur les 50 000, on s’intéresse plutôt à la 

distribution de ces pertes, la moyenne étant très sensible aux valeurs extrêmes qui n’ont pas été observées dans le 

passé proche. On met alors en place la méthode ci-dessous : 

 

 
Figure 19 - Schéma explicatif du processus de comparaison entre les simulations et l'historique sinistre disponible 

 

Du côté modélisation, l’idée est de rééchantillonner les 50 000 années simulées à l’aide d’une fenêtre mobile avec 

incrément de 1 an. On obtient ainsi 49 999 décennies pour lesquelles on dispose pour chacune d’une moyenne 

empirique des pertes sur 10 ans (l’AAL). On peut alors représenter la courbe de distribution des AAL par décennie 

selon les simulations et la comparer avec l’AAL observée sur la dernière décennie. Cette méthode permet de 

s’assurer de la bonne calibration du modèle et des courbes de vulnérabilité avec la typologie des risques de 

Groupama. Par exemple s’il apparait que 95% des décennies modélisées ont un AAL supérieur ou à l’inverse 

inférieur à la décennie historique observée alors qu’en parallèle cette décennie ne semblait pas particulièrement 

extrême selon les observations, cela pourrait nous amener à nous interroger sur la bonne calibration du modèle.  
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Figure 20 - Répartition de la charge annuelle moyenne modélisée et comparaison avec la charge observée  

D’après les modélisations il apparait que 74% des décennies ont une charge annuelle moyenne supérieure à ce qui 

a été observé de 2010 à 2019. Ainsi la dernière décennie observée a été plutôt favorable selon le modèle avec un 

AAL au niveau du premier quartile de la série des pertes. En s’intéressant de plus près à l’historique de sinistralité 

fourni par la CCR, il apparait en effet que la dernière décennie a une charge annuelle moyenne près de 30% 

inférieure à ce qui a été observé dans la période 1989 – 2008. Ainsi un AAL historique sur les dix dernières années 

inférieures à la médiane selon le modèle, ne semble pas totalement incohérent au vu du faible historique dont on 

dispose. 

 

 
Tableau 5 - Charge annuelle inondation non-auto sur le marché français avec exclusion de la tempête Xynthia (Source : CCR) 

Finalement, il apparait que les modélisations semblent cohérentes avec l’historique sinistre dont nous disposons. 

On décide ainsi de se baser sur ces résultats de modélisation afin d’alimenter la variable à expliquer de notre 

modèle, à savoir l’AAL inondation par risque. De cette manière, on évitera de se baser sur notre base sinistre 

inondation avec une profondeur trop faible et on essayera de capter la dépendance géographique de chaque site 

assuré en introduisant diverses variables propres à la géolocalisation du risque, telles que la distance au cours d’eau, 

l’altitude ou encore la pluviométrie. 
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III. Mise en place du modèle : enrichissement de la base de risques 
 

Avant de commencer les modélisations, l’objectif de cette partie est de récupérer des variables physiques et 

climatiques qui pourraient nous aider à caractériser le risque inondation. Nos modèles seront ainsi alimentés d’un 

côté par des variables déjà présentes dans nos bases telles que la branche assurée, la somme assurée ou le nombre 

d’étages, et de l’autre par des variables enrichies dans cette partie et qui seront calculées à partir de la 

géolocalisation du risque. Il est à noter que l’ensemble des variables exposées dans cette partie ne seront pas 

nécessairement présentes dans le modèle final, et que le caractère explicatif de ces variables sera étudié dans la 

partie IV. La finalité de cette partie est donc de rassembler un maximum de variables potentiellement intéressantes 

pour nos modèles, quitte à ce que certaines s’avèrent finalement non utilisées.  

 

1) Calcul des variables physique 

 

a. Distance au cours d’eau le plus proche 

 

La première variable qui nous semblait intéressante pour caractériser le risque inondation est la distance au cours 

d’eau le plus proche, étant donné que lors de leur débordement ce sont souvent les habitations les plus proches qui 

sont les plus touchées. Cependant, une des premières difficultés était de différencier les différents types de cours 

d’eau, se trouver au bord d‘un grand fleuve ou d’un petit ruisseau ne présente pas le même type de risque. 

Également, le modélisateur nous fournit un AAL fluvial ainsi qu’un AAL pluvial, l’un caractérisant des 

débordements de cours d’eau majeurs et l’autre davantage de ruisseaux et de petites rivières. Il était donc important 

de pouvoir différencier le type de cours d’eau. Pour cela, on dispose de plusieurs sources de données donnant une 

catégorisation des cours d’eau.  

 

Les premières sources de données utilisées sont les données OpenStreetMap (OSM). Il s’agit d’un projet 

collaboratif qui met à disposition des données géographiques sous licence libre. Les cours d’eau proposés ont 

l’avantage de se baser directement sur les données satellites et suivent ainsi de manière très précise le tracé des 

cours d’eau. De plus, on distingue quatre catégories différentes, une catégorie river pour les rivières larges, une 

catégorie stream pour les ruisseaux et petites rivières, une catégorie canal pour les canaux navigables artificiels et 

finalement une catégorie drain pour les drains artificiels permettant l’évacuation de l’eau.  

 

 
Figure 21 - Les cours d'eau en France Métropolitaine (Source : OpenStreetMap) 
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La deuxième source de donnée utilisée provient des tronçons hydrographiques de la BD Topage, il s’agit du 

nouveau référentiel hydrographique français mis à disposition par Sandre (le Service d’administration nationale 

des données et référentiels sur l’eau), en remplacement de la BD Carthage, et vise à être plus précise et plus 

exhaustive. Les tronçons hydrographiques désignent le découpage le plus fin d’un réseau hydrographique et peut 

composer aussi bien un cours d’eau que traverser un plan d’eau, la base fournit par Sandre dispose également d’une 

information sur la largeur de ces tronçons en considérant 3 catégories : inférieur à 15 mètres de largeur, entre 15 

et 50 mètres ou bien plus de 50 mètres. Le risque fluvial considéré par le modélisateur étant basé sur les cours 

d’eau majeurs, cette information pouvait être pertinente pour ce risque. On obtient la carte ci-dessous après 

retraitement des données, en sélectionnant uniquement les tronçons d’origine naturelle, ainsi que les tronçons 

suffisamment longs, pour écarter notamment les simples plans d’eau larges.  

 

 
Figure 22 - Cours d'eau naturels de plus de 15m de largeur en France Métropolitaine (Source : BD TOPAGE) 

 

Pour chaque site assuré, on calcule le point du cours d’eau le plus proche, c’est-à-dire sa latitude et sa longitude, 

dont on en déduit ensuite la distance avec le risque, on trouvera plus de détails sur ce calcul en annexe 1. Les 

variables suivantes ont été calculées : 

 

• Distance au cours d’eau le plus proche (source : toutes classes OSM) 

• Distance à la rivière la plus proche (source : classe river OSM) 

• Distance au ruisseau le plus proche (source : classe stream OSM) 

• Distance à la rivière moyenne la plus proche (source : classe 15-50m BD Topage) 

• Distance à la rivière large la plus proche (source : classe >50m BD Topage) 

 

Évidemment, la corrélation entre ces variables est très forte et l’ensemble ne sera pas utilisé dans les modèles, mais 

l’objectif est de repérer celles qui auront le plus grand pouvoir explicatif. 

 

 

 



32 

 

b. Altitude du risque 

 

L’altitude du risque (c’est-à-dire la hauteur entre le point et le niveau de la mer) peut également être une variable 

intéressante à calculer, on peut s’imaginer que plus un point est en hauteur et moins il est susceptible d’être inondé. 

Pour calculer cette hauteur, on se base sur un modèle numérique d’élévation (MNE) fourni par l’agence européenne 

de l’environnement (EEA : European Environment Agency). Ce modèle est l’un des plus précis disponible en 

licence libre, capturant les élévations de terrains à des intervalles de 1 seconde d’arc soit environ tous les 30 mètres. 

Concrètement, on dispose d’un fichier raster, c’est-à-dire d’une grille composée de pixels d’environ 30 mètres par 

30 mètres, chacun donnant l’altitude au centre du pixel.  

 

 

 

Figure 23 - Carte topographique de la France Métropolitaine 

c. Différence d’altitude entre le cours d’eau le plus proche et le risque 

 

Si l’altitude peut être une information intéressante, l’information seule n’est probablement pas suffisante, étant 

donné qu’un cours d’eau peut également se trouver en haute altitude. C’est pourquoi on calcule également l’altitude 

du point de cours d’eau le plus proche afin de déterminer ensuite la différence d’altitude entre le site assuré et le 

cours d’eau. On peut trouver ci-dessous un exemple de calcul de variables pour deux risques fictifs. Par exemple, 

l’un se trouve à Montmartre à une altitude de 124 mètres à presque trois kilomètres de la Seine se trouvant elle-

même à une altitude de 30 mètres, on en déduit donc une différence d’altitude de 94 mètres.  
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Figure 24 - Exemple de calcul de variables sur des sites assurés fictifs (rivière la plus proche, altitude, différence d’altitude) 

De même que pour la distance au cours d’eau, on calcule cette variable pour les différentes sources dont on 

dispose : 

• Différence d’altitude au cours d’eau le plus proche (source : toutes classes OSM) 

• Différence d’altitude à la rivière la plus proche (source : classe river OSM) 

• Différence d’altitude au ruisseau le plus proche (source : classe stream OSM) 

• Différence d’altitude à la rivière moyenne la plus proche (source : classe 15-50m BD Topage) 

• Distance d’altitude à la rivière large la plus proche (source : classe >50m BD Topage) 

 

d. Coefficient de Manning 

 

Une autre variable importante dans l’analyse du risque inondation concerne l’imperméabilisation du sol, qui peut 

grandement influencer la vitesse et le volume de ruissellement de l’eau. Si les sols ont normalement une certaine 

capacité d’absorption des crues, l’urbanisation grandissante des territoires et la bétonisation des sols qui en découle, 

empêche ce phénomène d’absorption et provoque ainsi davantage d’inondations par ruissellement ou aggrave 

simplement les phénomènes de crues. 

 

Afin de prendre en compte cette caractéristique du sol, la première variable calculée est le coefficient de Manning. 

Ce coefficient provient de la formule de Manning-Strickler donnant une estimation de la vitesse moyenne d’un 

liquide s’écoulant sur une surface libre (c’est-à-dire une surface pour laquelle le fluide ne remplit pas complètement 

la section). La formule est la suivante : 

 

𝑉 =
1

𝑛
𝑅

2
3𝑆

𝑓

1
2 

 

Où V est la vitesse d’écoulement (en m/s), R le rayon hydraulique (en m), 𝑆𝑓 la pente hydraulique (en m/m) et 

enfin n le coefficient de Manning. Ainsi, le coefficient de Manning est inversement proportionnel à la vitesse 

d’écoulement, plus celui-ci est petit et plus la vitesse d’écoulement est importante et donc moins le sol est 

susceptible d’absorber l’excédent d’eau. Pour attribuer à chacun des risques un coefficient de Manning, on s’est 

basé sur une étude menée par des chercheurs dans laquelle est calculé un coefficient de Manning selon l’occupation 
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des sols donnée par la base Corine Land Cover (CLC).  On trouvera en annexe 3 un descriptif rapide de cette base. 

On remarque ainsi que les surfaces artificielles ont des coefficients de Manning allant de 0.013 à 0.025, tandis que 

les surfaces agricoles ont des coefficients plus élevés, entre 0.03 et 0.08. L’eau circule donc moins vite au niveau 

des surfaces agricoles. 

 

 

 
Tableau 6 - Valeurs moyennes du coefficient de Manning basées sur les données de couverture terrestre du Corine Land Cover 

(Source : Papaioannou et al., 2018) 

 

e. Imperméabilité des sols 

 

La deuxième source de données utilisée pour capter l’imperméabilité du sol est une base de données fournie par 

l’EEA sous format raster (grille) disponible à très haute résolution par pixels de 10 mètres par 10 mètres. Elle 

permet ainsi d’avoir une vision beaucoup plus précise de l’artificialisation des sols en comparaison de ce qui a pu 

être calculé avec le coefficient de Manning. L’EEA met à disposition un coefficient d’imperméabilité du sol variant 

de 0% pour les sols les plus perméables, souvent d’origine naturelle, à 100% pour ceux totalement imperméables, 

souvent d’origine artificielle. On peut par exemple remarquer ci-dessous la prédominance des surfaces 

imperméables en région parisienne.  

 

 
Figure 25 - Exemple : imperméabilité des sols en région parisienne (Source : EEA) 
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2) Variables liées au modèle d’écoulement de l’eau à huit directions (D8) 

 

Les données topographiques ne permettent pas uniquement de calculer des altitudes et peuvent être utilisées afin 

de calculer de nombreuses variables pertinentes dans le cas du risque inondation, tel que des zones d’accumulation 

de l’eau ou encore des coefficients de pentes. Pour calculer ces variables, il est nécessaire d’introduire un modèle 

d’écoulement, généralement appelé ‘modèle de flux à huit directions (D8)’ basé sur l’approche de Jensen et 

Domingue introduite en 1988. Afin de raccourcir les temps de calcul, nous n’utiliserons pas le fichier 

topographique de l’EEA, mais plutôt le modèle d’élévation MERIT DEM qui possède une résolution inférieure et 

donc qui permet d’accélérer significativement les temps de calcul (résolution de 3 secondes d’arc contre 1 seconde 

d’arc pour les données de l’EEA) 

 

a. Principe : Calcul des directions de flux 

 

Cette approche repose sur le calcul de la direction potentielle de l’eau au niveau d’un pixel donné. Pour rappel, les 

fichiers topographiques sont fournis au format raster, c’est-à-dire que le fichier est une grille composée de pixels, 

ayant chacun une valeur d’altitude exprimée en mètres. Pour chaque pixel, celui-ci est entouré de huit autres pixels, 

quatre pixels adjacents et quatre pixels en diagonale. Parmi ces huit pixels, le modèle considère simplement que 

l’eau s’écoulera dans la direction de celui qui a la plus faible altitude. Une fois le pixel identifié, il suffit d’encoder 

la direction avec un numéro selon la correspondance ci-dessous. 

 

 
Figure 26 - Encodage des directions de flux (Source : Arcgis.com) 

La figure ci-dessous présente un exemple de calcul sur un échantillon. Le modèle prend bien en entrée un raster 

donnant l’altitude du terrain et calcule en sortie un raster de mêmes dimensions possédant dans chaque pixel 

l’encodage associé à la direction que devrait emprunter l’eau.  

 

 
Figure 27 - Exemple de calcul de direction de flux (Source : Arcgis.com) 

À noter également qu’avant d’exécuter cet algorithme il est souvent nécessaire de corriger le fichier topographique 

en « remplissant » les fosses. Une fosse désigne un pixel pour lequel l’ensemble des pixels qui l’entoure possède 

une altitude supérieure. Il est donc impossible pour le modèle D8 de déterminer une direction de flux, d'autant plus 

que ces fosses sont souvent causées par des erreurs dans le raster d’altitude. Il faut « remplir » ces fosses en 

augmentant leur élévation au niveau du terrain adjacent de plus faible altitude.    
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Figure 28 - Exemple de suppression de fosses 

La direction de l’eau en tant que telle au niveau d’un risque particulier et donc d’un unique pixel, sans considération 

de l’ensemble du raster n’apporte aucune information intéressante et c’est pourquoi cette variable ne sera pas 

utilisée en tant que variable explicative des modèles. Cependant, cette information de la direction est primordiale 

pour le calcul des variables qui vont suivre. 

 

b. Zones d’accumulations 

 

Le calcul des zones d’accumulation permet d’utiliser la direction des flux afin d’identifier les zones vers lesquelles 

l’eau est le plus susceptible de s’écouler. On calcule pour cela un indicateur d’accumulation potentielle de l’eau, 

qu’on appelle surface contributive. La surface contributive d’une cellule est définie comme le nombre de pixels 

adjacents qui se déversent dans cette cellule, auquel on vient ajouter leur propre surface contributive. 

Lorsqu’aucune cellule adjacente ne se déverse dans la cellule considérée alors sa surface contributive par défaut 

est nulle. À noter qu’en fonction des logiciels, la valeur par défaut de la surface contributive est de 1 et non de 0. 

C’est d’ailleurs la valeur de 1 qui sera utilisé par la suite, notamment pour le calcul de l’indice d’humidité 

topographique qui sera introduit par la suite. On fait donc une somme cumulée de l’ensemble des surfaces 

contributives en partant du point supérieur jusqu’au point inférieur.  

 

 
Figure 29 - Exemple de calcul d'accumulation de flux (Source : Arcgis.com) 

De cette manière, on peut identifier les crêtes pour lesquelles la surface contributive est nulle et à l’inverse identifier 

les canaux d’écoulement qui ont des surfaces contributives élevées et vers lesquels l’eau serait davantage 

susceptible de s’accumuler et de faire des dégâts. Cette information peut donc être intéressante pour repérer les 

sites assurés à risque et l'on ajoute donc la surface contributive associée à chaque risque dans notre base de 

modélisation.  

 

En représentant les surfaces contributives les plus élevées comme sur la figure ci-dessous, on peut identifier un 

réseau de drainage complet qui s’avère recouvrir une majorité des cours d’eau fournis par OpenStreetMap. De 

plus, on remarque de manière générale que plus la surface contributive est élevée et plus le cours d’eau 

correspondant est dense et large. Tandis qu’à l’inverse les zones d’accumulation plus faible telles qu’entre 50 et 

500 correspondent davantage à des petits ruisseaux voir ne recouvrent aucun cours d’eau existant. Dans ce cas, 

cela permet d’identifier des canaux d’écoulement naturels non recouverts par de l’eau, mais potentiellement plus 

susceptibles d’en recevoir en cas de forte pluie par exemple. 
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Figure 30 - Comparaison des cours d'eau OpenStreetMap et le réseau de drainage obtenu à partir des surfaces contributives 

c. Distance au réseau de drainage le plus proche 

 

Le modèle permet également de calculer une distance au cours d’eau le plus proche, mais exprimé non pas en 

mètres comme effectué dans la partie précédente, mais en comptant le nombre de cellules séparant le point de cours 

d’eau le plus proche et le site assuré, en suivant les directions d’écoulement de l’eau. Le fait de suivre les directions 

d’écoulement de l’eau pourrait éventuellement permettre à la distance calculée d’être plus cohérente avec la réalité 

comparée à une simple distance en mètres à vol d’oiseau. Les cours d’eau considérés sont cette fois-ci calculés à 

partir des surfaces contributives. On considère quatre réseaux de drainage distinct : l’ensemble des cellules pour 

lesquelles la surface contributive est supérieure à 50000, 5000, 500 puis 50. On a représenté ci-dessous un réseau 

de rivières obtenu à partir du seuil de 5000 et le raster de distance associé. On remarque par rapport à la figure ci-

dessus que le réseau obtenu avec ce seuil de 5000 ne recouvre pas l’ensemble du réseau de rivières 

d’OpenStreetMap, mais pourrait s’avérer être une variable intéressante pour la prédiction du risque fluvial qui 

considère uniquement les cours d’eau larges.  

 

 
Figure 31- Distance au point du réseau de drainage le plus proche avec seuil de 5000 
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Les variables suivantes ont ainsi été calculées : 

 

• Distance au réseau de drainage le plus proche avec seuil > 50000 

• Distance au réseau de drainage le plus proche avec seuil > 5000 

• Distance au réseau de drainage le plus proche avec seuil > 500 

• Distance au réseau de drainage le plus proche avec seuil > 50 

 

d. Pente 

 

La pente au niveau du site assuré peut également être une information intéressante dans le cadre du risque 

inondation.  Le calcul du coefficient d’inclinaison d’une pente (déclivité) se fait simplement comme étant :  

 

𝐷é𝑐𝑙𝑖𝑣𝑖𝑡é =
Δℎ

𝑑
  

 
Figure 32 - Calcul de la déclivité d'une pente 

Dans notre cas il suffit donc de calculer à partir du raster de directions de flux, la différence entre l’altitude de la 

cellule à partir de laquelle on part, avec l’altitude de la cellule vers laquelle on se déverse selon les directions de 

flux. Par la suite, il reste à diviser cette différence par la distance (en mètres) entre les deux centres des cellules. 

On a représenté ci-dessous le raster obtenu sur la France Métropolitaine. Logiquement, les chaînes de montagnes 

ressortent avec des pentes plus importantes.  

 

 
Figure 33 - Inclinaison des pentes en France Métropolitaine 
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e. Indice d’humidité topographique 

 

L’indice d’humidité topographique (ou Topographic Wetness Index – TWI) est un indicateur d’humidité du sol 

permettant d’estimer où l’eau est susceptible de s’accumuler. L’indice est une fonction de la pente et de la zone de 

contribution en amont que l’on a appelé surface contributive : 

 

𝑇𝑊𝐼 = ln
𝑎

tan 𝑏
  

 

Où : 

a = surface contributive (en 𝑚²) 

b = inclinaison de la pente (en radians) 

 

Pour plus de visibilités, on a représenté ci-dessous le calcul en se focalisant sur une zone géographique restreinte 

en l’occurrence le sud-est de la France. Logiquement, il apparait par exemple que les plans d’eau en bord de mer 

ont les indices d’humidité les plus élevés.  

 
Figure 34 - Indice d'humidité topographique sur la côte méditerranéenne 

3) Calcul des données climatiques : simulations DRIAS issues du projet CORDEX 

 

Les données climatiques sont primordiales pour nos modélisations. Tout d’abord, car les scénarios construits par 

les modélisateurs dans le module aléa dépendent en partie de ces variables, c’est donc une information primordiale 

pour la compréhension des zones à risques. De plus, c’est principalement ce paramètre qui risque d’être impacté 

par le changement climatique. Il nous faut donc à la fois une vision des précipitations au climat actuel, mais 

également au climat futur afin d’ajuster nos modèles à ces changements et d’en évaluer les impacts sur la sinistralité 

future.  
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a. La modélisation du changement climatique : GCM et RCM 

 

Afin d’étudier l’impact du changement climatique, étant donné qu’il n’est pas possible de se baser sur le passé 

récent pour faire des projections, les scientifiques utilisent des GCM. Les modèles climatiques globaux, 

usuellement appelés GCM pour Global Climate Model sont des modèles créés par la communauté scientifique 

dans le but de reproduire le plus fidèlement possible le comportement du climat terrestre. Ces modèles reposent 

sur des systèmes d’équations basés sur des lois de la physique, de la chimie et de la dynamique des fluides afin de 

reproduire au mieux le comportement du climat. Les GCM sont construits sur des grilles tridimensionnelles, les 

trois dimensions étant la latitude, la longitude et l’altitude. On peut visualiser cette grille ainsi que des exemples 

d’interactions physiques prises en compte sur le schéma ci-dessous. 

 

 
Figure 35 - Schéma d'ensemble d'un modèle climatique 

 

Ces modèles sont globalement construits selon les étapes suivantes : 

 

• Sélection des paramètres physiques considérés comme suffisant pour caractériser le système climatique et 

pour l’objectif de modélisation, en l’occurrence l’évolution long terme du climat (température moyenne de 

départ, pression, humidité, gaz à effets de serre au cours du temps, salinité de l’eau, etc.) 

• Détermination du maillage considéré. Les RCM récents sont souvent construits sur des grilles d’environ 

100 kilomètres de côté.  

• On exprime les relations d’un compartiment à un autre par des lois physiques (par exemple les équations 

que l’atmosphère doit respecter en permanence, comme la conservation de l’énergie)  

• On programme le modèle (conditions initiales, équations, etc.) 

• On détermine les conditions initiales choisies précédemment pour chaque point de grille 

• On lance le modèle : le modèle détermine sur la base des équations et des interactions entre l’ensemble des 

compartiments comment vont évoluer les paramètres de chaque point de grille (températures, 

précipitations, humidité, rayonnement, vent …) selon un intervalle de temps régulier (toutes les heures, 

tous les jours, tous les mois ...). 
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Une fois le modèle construit il suffit donc dans un premier temps de lancer le modèle selon des conditions initiales 

historiques. Puis de le relancer en modifiant ces conditions initiales (teneur en gaz à effet de serre au cours du 

temps par exemple) selon des hypothèses de changement climatique données par les scénarios du GIEC. 

Finalement, il sera possible de comparer l’évolution du climat entre la simulation aux conditions historiques et les 

simulations faites selon différents scénarios de changement climatique. 

 

Cependant, ces modèles permettent surtout d’étudier l’évolution des paramètres météorologiques à grande échelle 

et la maille de 100 kilomètres peut être rapidement limitante lorsqu’il s’agit d’étudier des phénomènes à un point 

de vue plus local comme on souhaite le faire. De plus, les GCM captent difficilement les phénomènes extrêmes 

tels que des vents violents ou des précipitations intenses souvent liés à des phénomènes de petite échelle. Pour 

affiner les résultats des modèles climatiques globaux, les climatologues mettent au point des modèles de climat 

régionaux (RCM pour Regional Climate Models). La descente d’échelle effectuée par les RCM n’est effectuée que 

sur une partie du globe, l’Europe par exemple, et offre ainsi de plus hautes résolutions spatiales. 

 

 

 
Figure 36 - Descente d'échelle dynamique depuis la modélisation globale jusqu'à la modélisation régionale (source : DRIAS) 

 

b. Source des données : projet CMIP5 et CORDEX 

 

Le projet d’intercomparaison des modèles couplés (CMIP pour Coupled model intercomparison project) est un 

projet lancé dans le cadre du programme mondial de recherche sur le climat (PMRC ou WCRP pour World Climate 

Research Programme). Ce projet a pour objectif de mettre en place une coordination scientifique et technique entre 

des dizaines de centres climatiques à travers le monde, dans le cadre de l’élaboration de modèles climatiques 

globaux. Il permet ainsi de mettre à disposition un ensemble de GCM différents, en y associant de nombreux 

résultats de recherches, par exemple concernant l’incertitude due à l’imperfection des modèles dans l’estimation 

du changement climatique. La cinquième phase du projet (CMIP5) a servi de base au cinquième rapport du GIEC 

paru en 2014.  

 

Dans le même esprit, le projet CORDEX (COordinated Regional climate Downscaling EXperiment), également 

mis en place dans le cadre du PMRC, permet d’assurer une coordination scientifique des laboratoires à l’échelle 

régionale afin d’élaborer un cadre commun pour la production de modèles climatiques régionaux (RCM) et d’en 

assurer leur standardisation (critères sur les variables nécessaires en sortie, sur le maillage spatial et temporel …). 
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Le programme Euro-CORDEX est la branche européenne du projet et rassemble une dizaine de laboratoires tels 

que Météo France ou l’Institut Pierre Simon Laplace (IPSL).  

 

c. Simulations DRIAS-2020 

 

Le projet DRIAS (Donner accès aux scénarios climatiques Régionalisés français pour l’Impact et l’Adaptation de 

nos Sociétés et environnement) est un projet soutenu par le ministère de la Transition écologique avec l’appui 

scientifique de l’IPSL, du CNRM et du Cerfacs, dont l’objectif principal est de faciliter l’accès et l’utilisation aux 

modèles climatiques régionaux sur le territoire français. Concrètement, plusieurs actions sont effectuées par les 

scientifiques du projet DRIAS : 

 

➢ Sélection de GCM parmi l’ensemble CMIP5 et de couples GCM/RCM parmi l’ensemble Euro-CORDEX 

➢ Application d’une méthode de correction de biais des modèles à partir des données historiques 

➢ Calculs d’indicateurs à partir des données brutes (exemple : calcul du nombre moyen de jours de pluie par 

an à partir des précipitations quotidiennes sur la période considérée) 

➢ Simplification du téléchargement des données et limitation à la France (Choix de la zone géographique, 

des indicateurs voulus, de la période considérée …) 

 

d. Sélection des modèles climatiques et description des variables brutes obtenues 

  

Pour notre étude, il est important de ne pas se baser uniquement sur un unique modèle climatique pour appréhender 

au mieux les différentes sources d’incertitude. Pour cela les experts du projet DRIAS ont constitué un ensemble de 

modèles selon différents critères : 

 

➢ Choisir uniquement des modèles appliqués sur au moins deux scénarios d’émissions parmi les trois 

considérés à savoir le RCP 2.6, le RCP 4.5 et le RCP 8.5.  

➢ Prise en compte des RCM jugés plus réaliste sur l’Europe 

➢ Diversification des RCM 

➢ Sélection préférentielle pour les modèles issus des centres climatiques français (Aladin et WRF) 

➢ Limitation à 12 couples GCM/RCM afin de faciliter les traitements pour les utilisateurs 

➢ Rejet des couples GCM/RCM présentant une erreur connue 

➢ Optimisation de la dispersion du changement climatique simulé par les couples sélectionnés 

➢ Sélection des couples ayant une cohérence physique entre les modèles GCM et RCM 

 

 
Figure 37 - Processus de sélection des modèles pour le jeu DRIAS-2020 (source : DRIAS) 
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On retrouve sur la table ci-dessous le détail des couples GCM/RCM sélectionnés. On possède donc : 

 

• 12 modèles simulés aux conditions historiques 

• 8 modèles simulés selon le scénario RCP 2.6 

• 10 modèles simulés selon le scénario RCP 4.5 

• 12 modèles simulés selon le scénario RCP 8.5 

 

 
Tableau 7 - Simulations sélectionnées pour le jeu DRIAS-2020 (Source : DRIAS) 

Chacun de ces modèles climatiques permet de simuler l’évolution de différentes variables à un pas de temps 

quotidien. Les variables disponibles concernent notamment la température, les précipitations, l’humidité, les 

rayonnements et le vent. On s’intéressera dans notre étude aux précipitations totales quotidiennes fournies en 

millimètres.  

 

Les simulations en conditions historiques seront étudiées sur la période de référence 1976-2005, la période de 

30 ans d’études est une base standard pour les analyses climatiques et correspond à la période disponible la 

plus récente dans les simulations historiques Euro-CORDEX.  

 

Les simulations en conditions futures selon les différents scénarios sont effectuées sur la période 2006-2100. 

On dispose donc pour chacun des modèles et chacun des scénarios, les précipitations quotidiennes simulées 

sur ces 95 années. Afin de travailler sur une base comparable aux conditions historiques, on calculera nos 

indicateurs de précipitations selon trois périodes de 30 ans : une période horizon proche (2021-2050), une 

période horizon moyen (2041-2070) et enfin une période horizon lointain (2071-2100). 

 

 
Figure 38 - Structure des modélisations : période et scénarios considérés 
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e. Correction de biais : méthode quantile-quantile 

 

La méthode quantile-quantile consiste à élaborer une fonction permettant de ramener la distribution des valeurs 

simulées aux conditions historiques avec celles des valeurs réellement observées. En effet, les variables obtenues 

aux conditions historiques ne sont que des simulations calculées à partir des paramètres météorologiques 

historiques rentrés en condition initiale du modèle, mais la façon de se comporter du modèle une fois les conditions 

initiales renseignées a probablement différé de ce qui a pu être réellement observé. C’est pourquoi il est nécessaire 

d’effectuer un travail de mise en cohérence de la distribution simulée avec celle observée, puis d’appliquer ces 

mêmes transformations pour les simulations aux conditions futures.  

 

Pour mettre en œuvre cette méthode, il est nécessaire de disposer de données de référence historique sur la période 

1976-2005 considérée. Pour cela, la base de données Safran a été utilisée, elle est produite par Météo-France et est 

constituée de données horaires sur la France métropolitaine avec une résolution de 8 kilomètres, comparable à la 

maille de 12 kilomètres des données Euro-CORDEX. On associe à chaque point de grille des modèles RCM, le 

point de grille de la base Safran le plus proche.  

 

Ainsi, on dispose pour chaque point de grille de 8 kilomètres et pour chaque jour entre 1976 et 2005, du cumul des 

précipitations quotidiennes, selon l’historique SAFRAN et selon le modèle RCM considéré. On applique la 

méthode quantile-quantile ci-dessous indépendamment pour chaque point de grille : 

 

Soit 𝑄ℎ𝑖𝑠𝑡𝑜
𝑘  le quantile d’ordre k de la distribution du cumul des précipitations quotidiennes selon l’historique et 

𝑄𝑚𝑜𝑑è𝑙𝑒
𝑘  le quantile d’ordre k de la distribution des précipitations quotidiennes selon le RCM choisi. On calcule ces 

quantiles par pas de 1%. Pour tout k entre 0 et 1 par pas de 0,01 on calcule le coefficient de correction suivant : 

 

𝐶𝑜𝑟𝑟𝑒𝑐𝑘 =  {

0              𝑠𝑖 𝑄
𝑚𝑜𝑑è𝑙𝑒
𝑘 = 0

𝑄ℎ𝑖𝑠𝑡𝑜
𝑘

𝑄
𝑚𝑜𝑑è𝑙𝑒
𝑘

 𝑠𝑖 𝑄
𝑚𝑜𝑑è𝑙𝑒
𝑘 ≠ 0

 

 

Notons 𝐶𝑃(𝑗) le cumul des précipitations du jour j obtenu en sortie du RCM. 

Soit l’ordre k associé à CP(j) tel que k vérifie : 𝑄𝑚𝑜𝑑è𝑙𝑒
𝑘 ≤ 𝐶𝑃(𝑗) ≤  𝑄𝑚𝑜𝑑è𝑙𝑒

𝑘+0,01
 (Sauf si CP(j) ≤  Qmodèle

0,01
 alors k =0.01) 

 

Notons 𝐶𝑃𝑐𝑜𝑟𝑟𝑖𝑔é(𝑗) le cumul des précipitations après correction du biais, tel que : 

 

𝐶𝑃𝑐𝑜𝑟𝑟𝑖𝑔é(𝑗) = 𝐶𝑃(𝑗) ∗  𝐶𝑜𝑟𝑟𝑒𝑐𝑘 

 
Figure 39 – Exemple de correction du modèle aux conditions historique par méthode quantile-quantile (Source : MeteoSwiss) 
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Cette méthode consiste en réalité à considérer que le modèle est capable de prédire la distribution des variables 

climatiques, mais pas la valeur exacte de chaque quantile. Pour les simulations aux conditions futures, on réutilise 

le même coefficient de correction afin d’appliquer les mêmes transformations que sur le modèle aux conditions 

historiques. On fait donc ici une hypothèse forte de stationnarité selon laquelle la fonction de transfert (représentée 

par les coefficients de correction) calibrée sur la période du passé reste valable dans le futur. 

 

 
Figure 40 - Exemple de correction des RCM historiques et futurs (Source : DRIAS) 

 

L’ensemble de modèles DRIAS-2020 est basé sur la méthode ADAMONT largement inspirée de la méthode 

quantile-quantile. Elle permet de prendre en compte les différents types de temps en considérant les centiles par 

saisons et par régimes de temps, et non pas sur la totalité de la période comme avec la méthode quantile-quantile. 

Les régimes de temps sont définis par le CNRM de la manière suivante : ‘La circulation atmosphérique de grande 

échelle aux latitudes tempérées est caractérisée par des fluctuations des courants-jets entre différents états quasi 

stationnaires qu’on appelle les régimes de temps’. Leur prise en compte permet d’augmenter les chances de 

respecter l’hypothèse forte de stationnarité, en restant dans le même type de temps et dans la même saison.  

 

 
Figure 41 – Schéma des régimes d’hiver et biais de simulation pour ces régimes sur la saison décembre/janvier/février (Source : 

DRIAS) 
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f. Indicateurs climatiques calculés 

 

Une fois les données brutes corrigées des biais, la dernière étape reste le calcul d’indicateurs climatiques pour les 

précipitations. En effet, on dispose seulement pour le moment du cumul des précipitations quotidiennes pour 

chaque jour sur une période donnée, on aimerait créer des indicateurs représentatifs des comportements moyens 

ou extrêmes, afin de pouvoir étudier leur évolution avec le changement climatique.  

 

On calcule ces indicateurs sur des périodes de 30 ans, à savoir 1976-2005 pour les modèles aux conditions 

historiques, et trois périodes distinctes pour les modèles aux conditions futures (horizon proche : 2021-2050, 

horizon moyen : 2041-2070, horizon lointain : 2071-2100) et pour chacun des trois scénarios RCP 2.6, 4.5 et 8.5. 

 

Notons 𝐶𝑃𝑖 le cumul des précipitations du jour i (i allant de 1 à N, N étant le nombre de jours totaux sur la période 

de 30 ans étudiée). On calcule les indicateurs suivants : 

 

• Moyenne des précipitations quotidiennes de la période (mm) : 

 

𝐶𝑃𝑀 =
1

𝑁
∑ 𝐶𝑃𝑖

𝑁

𝑖=1

 

• Nombre de jours de pluie moyen par an (jours) : 

 

𝑁𝑏1𝑚𝑚 = 𝑁𝑜𝑚𝑏𝑟𝑒 𝑑𝑒 𝑗𝑜𝑢𝑟𝑠 𝑑𝑒 𝑝𝑙𝑢𝑖𝑒 𝑚𝑜𝑦𝑒𝑛 𝑝𝑎𝑟 𝑎𝑛 𝑝𝑜𝑢𝑟 𝑙𝑒𝑠𝑞𝑢𝑒𝑙𝑠 𝐶𝑃𝑖 ≥ 1𝑚𝑚  

 

• Précipitations moyennes des jours pluvieux (mm) : 

 

𝐶𝑃𝑃 =
1

𝑁𝑏1𝑚𝑚
∑ 𝐶𝑃𝑖    𝑠𝑖 𝐶𝑃𝑖 ≥ 1𝑚𝑚

𝑁

𝑖=1

 

• Nombre de jours de fortes précipitations moyen par an (jours) : 

 

𝑁𝑏20𝑚𝑚 = 𝑁𝑜𝑚𝑏𝑟𝑒 𝑑𝑒 𝑗𝑜𝑢𝑟𝑠 𝑚𝑜𝑦𝑒𝑛 𝑝𝑎𝑟 𝑎𝑛 𝑝𝑜𝑢𝑟 𝑙𝑒𝑠𝑞𝑢𝑒𝑙𝑠 𝐶𝑃𝑖 ≥ 20𝑚𝑚 

 

• Précipitations quotidiennes intenses (mm) : 

 

𝐶𝑃90 = 90𝑒𝑚𝑒 𝑐𝑒𝑛𝑡𝑖𝑙𝑒 𝑑𝑒𝑠 𝑝𝑟é𝑐𝑖𝑝𝑖𝑡𝑎𝑡𝑖𝑜𝑛𝑠 𝑞𝑢𝑜𝑡𝑖𝑑𝑖𝑒𝑛𝑛𝑒𝑠 𝑠𝑢𝑟 𝑙𝑎 𝑝é𝑟𝑖𝑜𝑑𝑒 

 

• Précipitations quotidiennes extrêmes (mm) : 

 

𝐶𝑃99 = 99𝑒𝑚𝑒 𝑐𝑒𝑛𝑡𝑖𝑙𝑒 𝑑𝑒𝑠 𝑝𝑟é𝑐𝑖𝑝𝑖𝑡𝑎𝑡𝑖𝑜𝑛𝑠 𝑞𝑢𝑜𝑡𝑖𝑑𝑖𝑒𝑛𝑛𝑒𝑠 𝑠𝑢𝑟 𝑙𝑎 𝑝é𝑟𝑖𝑜𝑑𝑒 

 

• Période de sécheresse maximale (jours) : 

 

𝑁𝑏𝑆 = 𝑀𝑎𝑥(𝑁𝑜𝑚𝑏𝑟𝑒 𝑑𝑒 𝑗𝑜𝑢𝑟𝑠 𝑐𝑜𝑛𝑠é𝑐𝑢𝑡𝑖𝑓𝑠 𝑝𝑜𝑢𝑟 𝑙𝑒𝑠𝑞𝑢𝑒𝑙𝑠 𝐶𝑃𝑖 < 1𝑚𝑚) 

 

• Nombre maximum de jours pluvieux consécutifs (jours) : 

 

𝑁𝑏𝑃 = 𝑀𝑎𝑥(𝑁𝑁𝑜𝑚𝑏𝑟𝑒 𝑑𝑒 𝑗𝑜𝑢𝑟𝑠 𝑐𝑜𝑛𝑠é𝑐𝑢𝑡𝑖𝑓𝑠 𝑝𝑜𝑢𝑟 𝑙𝑒𝑠𝑞𝑢𝑒𝑙𝑠 𝐶𝑃𝑖 ≥ 1𝑚𝑚) 
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• Fraction des précipitations quotidiennes intenses (%) : 

 

𝐹90 = 100 ∗
∑ 𝐶𝑃𝑖  𝑠𝑖 𝐶𝑃𝑖 > 𝐶𝑃90𝑁

𝑖=1

∑ 𝐶𝑃𝑖
𝑁
𝑖=1

 

 

Une fois l’ensemble de ces indicateurs calculés pour chacun des 12 couples GCM/RCM vient la question du choix 

du modèle climatique à considérer pour enrichir notre base de risque et alimenter notre futur modèle inondation. 

Pour cela, on décide de considérer l’ensemble de ces couples, en sélectionnant pour chaque point de grille et pour 

chaque indicateur, la médiane, le quantile à 5% et le quantile à 95% des 12 valeurs de l’indicateur (obtenu à partir 

de chacun des 12 modèles). À noter que pour le scénario RCP 4.5 on ne dispose que de dix modèles, et huit modèles 

pour le RCP 2.6, on effectue donc les quantiles sur dix et huit indicateurs dans ces cas respectifs. On effectue le 

calcul des quantiles par une interpolation linéaire. Par exemple dans le cas de 12 indicateurs la médiane correspond 

au quantile d’ordre 0,5 et est obtenue par interpolation linéaire entre la statistique d’ordre 6 (quantile d’ordre 
6−1

12−1
≈

0,45) et la statistique d’ordre 7 (quantile d’ordre 
7−1

12−1
≈ 0,55).  

 

On peut visualiser ci-dessous un exemple avec 12 valeurs comme c’est le cas pour les simulations aux conditions 

historiques et pour le scénario RCP 8.5. Cette méthode nous permettra d’avoir une vision médiane des modèles, 

mais également une vision extrême des projections climatiques nous permettant de considérer les simulations les 

plus optimistes et pessimistes pour chaque point de grille. 

 

 
Figure 42 - Schéma : calcul de la médiane, du quantile à 5% et 95% des indicateurs climatiques (Source : DRIAS) 

On trouvera ci-après les indicateurs précipitations obtenus en faisant la médiane des simulations aux conditions 

historiques. Ce sont ceux que l’on utilisera pour notre modèle inondation, on associe donc à chacun des risques de 

notre base, les indicateurs correspondant à leur géolocalisation. On attribue également les indicateurs obtenus sur 

les simulations aux conditions futures selon les différents scénarios et horizons, ce qui nous permettra dans la 

dernière partie de rejouer notre modèle inondation avec ces nouvelles valeurs.  

 

L’ensemble des variables calculées dans cette partie sont résumées en annexe 4. 
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Figure 43 - Indicateurs précipitations selon médiane des simulations historiques 1976-2005 de l’ensemble DRIAS-2020 
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IV. Construction d’un modèle prédictif de la sinistralité inondation 
 

Maintenant que nous disposons d’une base de modélisation enrichie de variables climatiques et physiques, 

l’objectif est désormais d’établir un lien entre ces variables et les charges inondations fournies par le modélisateur. 

On disposera ainsi d’un modèle permettant de faire la traduction de l’aléa climatique en une charge de sinistralité. 

Finalement, on pourra dans la dernière partie utiliser l’évolution de l’aléa climatique selon les projections du climat 

présentées précédemment pour en déduire un impact sur la sinistralité future.  

 

1) Préparation des modélisations 

 

a. Variable à modéliser : taux de destruction 

 

Pour nos modélisations, on a décidé de faire la prédiction des taux de destruction moyens par an pour le risque 

« fluvial » et « pluvial ».  Ils permettent de représenter le potentiel destructeur des inondations pour chaque site 

assuré, en corrigeant les charges moyennes par an avec la somme assurée. On obtient donc : 

 

𝑇𝑎𝑢𝑥 𝑑𝑒 𝑑𝑒𝑠𝑡𝑟𝑢𝑐𝑡𝑖𝑜𝑛 𝑚𝑜𝑦𝑒𝑛 𝑝𝑎𝑟 𝑎𝑛 − 𝑟𝑖𝑠𝑞𝑢𝑒 𝑓𝑙𝑢𝑣𝑖𝑎𝑙 =
𝐴𝐴𝐿 𝑓𝑙𝑢𝑣𝑖𝑎𝑙

𝑆𝑜𝑚𝑚𝑒 𝑎𝑠𝑠𝑢𝑟é𝑒
 

 

 

𝑇𝑎𝑢𝑥 𝑑𝑒 𝑑𝑒𝑠𝑡𝑟𝑢𝑐𝑡𝑖𝑜𝑛 𝑚𝑜𝑦𝑒𝑛 𝑝𝑎𝑟 𝑎𝑛 − 𝑟𝑖𝑠𝑞𝑢𝑒 𝑝𝑙𝑢𝑣𝑖𝑎𝑙 =
𝐴𝐴𝐿 𝑝𝑙𝑢𝑣𝑖𝑎𝑙

𝑆𝑜𝑚𝑚𝑒 𝑎𝑠𝑠𝑢𝑟é𝑒
 

 

Cet indicateur ne prend cependant pas en compte la distinction entre les sommes assurées relatives au bâtiment, au 

contenu ou aux pertes d’exploitation (PE). Afin de prendre en compte la différence de vulnérabilité entre les 

différentes garanties assurées, on introduit deux variables supplémentaires qui rentreront en compte dans les 

variables explicatives de nos modèles : 

 

𝑇𝑎𝑢𝑥 𝑑′𝑒𝑛𝑔𝑎𝑔𝑒𝑚𝑒𝑛𝑡 𝑐𝑜𝑛𝑡𝑒𝑛𝑢 =  
𝑆𝑜𝑚𝑚𝑒 𝑎𝑠𝑠𝑢𝑟é𝑒 𝑐𝑜𝑛𝑡𝑒𝑛𝑢

𝑆𝑜𝑚𝑚𝑒 𝑎𝑠𝑠𝑢𝑟é𝑒
 

 

𝑇𝑎𝑢𝑥 𝑑′𝑒𝑛𝑔𝑎𝑔𝑒𝑚𝑒𝑛𝑡 𝑃𝐸 =  
𝑆𝑜𝑚𝑚𝑒 𝑎𝑠𝑠𝑢𝑟é𝑒 𝑃𝐸

𝑆𝑜𝑚𝑚𝑒 𝑎𝑠𝑠𝑢𝑟é𝑒
 

 

b. Préparation des bases d’entraînement, de test et validation croisée 

 

Pour effectuer nos modélisations, on entraînera nos modèles sur la base de risques présentée en deuxième partie et 

qui a été envoyée au modélisateur externe. Cette base représente environ 250 000 risques répartis sur 2500 zones 

IRIS choisies aléatoirement sur le territoire français. Elle servira donc d’exemple à nos modèles lors de la phase 

d’apprentissage. 

 

Une fois le modèle optimal sélectionné, il est nécessaire de disposer de données afin d’évaluer la performance 

finale du modèle sur des risques qu’il n’a jamais vus. Pour cette phase, on dispose d’autres données envoyées aux 

modélisateurs dans le cadre d’une étude de Groupama sur des zones identifiées en interne comme étant à risques. 

Cette base représente un total d’environ 750 000 sites assurés. On a fait le choix de ne pas utiliser ces données pour 

la phase d’apprentissage étant donné que les risques présents dans cette base ont été au préalable identifiés par 

Groupama comme étant à risque d’inondation. La typologie de ces sites assurée n’est donc pas représentative de 
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l’ensemble de notre base, ce qui aurait pu se traduire par une mauvaise adaptation du modèle sur de nouveaux 

exemples, moins risqués, et donc une potentielle surestimation de la charge inondation totale.  C’est pourquoi on 

a préféré effectuer nos modèles sur un échantillon sélectionné aléatoirement sur le territoire. Les zones communes 

entre la base aléatoire et la base de zones à risques ont été conservées dans la base d’entraînement et retirées dans 

la base de test afin de n’avoir aucune zone IRIS en commun entre ces deux bases. 

 

Cependant, la base de test sert uniquement à étudier la performance de notre modèle à la fin du processus, on ne 

peut donc pas l’utiliser afin de choisir le modèle, les variables et les hyperparamètres optimaux. Pour réaliser ces 

choix, il est d’usage de comparer la performance de ces modèles : 

 

•  L’approche la plus simple est de tester la performance du modèle directement sur la table d’entraînement. 

Cependant, le risque est de provoquer du surapprentissage (overfitting) : le modèle pourrait trop bien 

s’adapter aux données d’entraînement en capturant des fluctuations aléatoires, rendant le modèle inefficace 

face à de nouvelles données. Le modèle perd alors sa capacité de généralisation.  

 

• Une autre approche est donc de séparer notre jeu de données une deuxième fois. D’un côté une table 

d’entraînement et de l’autre une table de validation sur laquelle est effectuée la phase de prédiction 

permettant d’évaluer la performance des modèles. Toutefois, cette séparation et les scores obtenus 

dépendront énormément de la manière dont on a séparé les données et cela ne permet pas de profiter de 

l’ensemble du jeu de données.  

 

• L’approche finale que nous avons utilisée est donc la validation croisée (cross validation). L’idée est de 

séparer nos données en n blocs, cinq par exemple. Sur les cinq, un est utilisé pour évaluer la performance, 

et les autres permettent au modèle de s’entraîner. On répète ce processus cinq fois en changeant à chaque 

fois le bloc permettant le test. On obtient cinq scores de performance dont on fait la moyenne pour obtenir 

un score de cross-validation. C’est ce score qui nous permettra de comparer les modèles.  

 

 
Figure 44 - Schéma de fonctionnement de la validation croisée (Source : Kaggle) 

 

Pour notre étude, on a effectué la séparation en dix blocs. Celle-ci a été faite aléatoirement à partir des zones IRIS, 

ainsi à chaque itération on s’entraîne sur les sites assurés de 2250 zones IRIS, et l'on évalue les performances sur 

les 250 zones IRIS restantes. Cela permet de tester nos modèles sur des zones géographiques différentes de la phase 

d’apprentissage et évite ainsi tout risque de surapprentissage.   
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c. Scores de performances utilisés pour la régression 

 

Afin d’effectuer cette validation croisée, on a besoin pour chaque étape d’un indicateur de performance permettant 

de comparer les modèles. Pour cela, on introduit trois indicateurs différents : 

 

• La racine de l’erreur quadratique moyenne (ou RMSE pour Root Mean Squared Error) est la racine de la 

moyenne du carré des résidus (différence entre les valeurs observées et les valeurs estimées par le modèle). 

Cette mesure nous donne une indication sur la précision de notre modèle et permet d’évaluer la distance 

entre les données observées et prédites. À noter que cet indicateur dépend de l’échelle et n’est donc 

comparable que pour des prédictions issues d’un même ensemble de données.  En notant 𝑦𝑖 la valeur de la 

𝑖è𝑚𝑒 observation du jeu de validation et 𝑦𝑖̂ la valeur prédite par le modèle pour la 𝑖è𝑚𝑒 observation, on 

obtient : 

 

𝑅𝑀𝑆𝐸 =  √∑
(𝑦𝑖̂ − 𝑦𝑖)

2

𝑛

𝑛

𝑖=1

 

 

Cet indicateur sera l’indicateur principal utilisé. Cependant, on basera également nos décisions selon les 

deux indicateurs suivants, répondants à d’autres problématiques métiers. 

 

• S’il est important de fournir une bonne estimation pour chaque site assuré individuellement, le modèle sera 

également utilisé pour des analyses macro et on veut donc s’assurer que la charge globale prédite est 

cohérente avec les observations. Pour cela on calcule simplement le taux d’évolution entre la charge 

annuelle moyenne inondation prédite sur l’ensemble du jeu de validation et la charge annuelle inondation 

observée.  

 

 

𝑆𝑐𝑜𝑟𝑒 𝐴𝐴𝐿 =   
|𝐴𝐴𝐿𝑖̂ − 𝐴𝐴𝐿𝑖|

𝐴𝐴𝐿𝑖

    𝑎𝑣𝑒𝑐 𝐴𝐴𝐿𝑖 = 𝑦𝑖 ∗ 𝐸𝑛𝑔𝑎𝑔𝑒𝑚𝑒𝑛𝑡𝑖  

                                                                   𝐴𝐴𝐿𝑖̂ =  𝑦𝑖̂ ∗ 𝐸𝑛𝑔𝑎𝑔𝑒𝑚𝑒𝑛𝑡𝑖  

 

 

On applique une valeur absolue, car une moyenne globale sera effectuée à l’issue de la validation croisée, 

on souhaite éviter que les effets d’une surestimation de charge soient contrebalancés avec les effets d’une 

sous-estimation.  

 

• Enfin en dehors de l’aspect purement quantitatif on veut s’assurer que le modèle a une bonne capacité pour 

fournir un classement cohérent entre les risques, afin d’identifier ceux étant les plus à risques et ceux qui 

le sont moins. Pour cela, on calcule le coefficient de corrélation de Spearman entre les taux de destruction 

prédits et ceux observés. Ce coefficient permet de calculer la corrélation non pas entre les valeurs prises 

par les variables, mais entre leur rang. On introduira plus en détail cette mesure dans la partie suivante.   

  

À noter qu’au sein de chaque modèle, d’autres indicateurs pourront être utilisés pour effectuer la sélection des 

variables. Dans le cas des modèles linéaires généralisés, on introduira des critères d’informations tel que l’AIC.  
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d. Scores de performances utilisés pour la classification 

 

Le modèle de prédiction du taux de destruction pour le risque fluvial nécessitera une première étape de 

classification. En effet, 95% des taux de destruction sur la base d’entraînement présentent une charge nulle et ne 

sont donc pas exposés au risque fluvial qui concerne uniquement les crues de grands fleuves. On introduira donc 

une variable binaire « Exposed_fluvial » égale à 1 si le taux de destruction moyen est strictement positif et égal à 

0 sinon.  

 

Cette première étape de modélisation nécessitera des indicateurs spécifiques différents de la régression. On utilisera 

notamment une matrice de confusion qui permet d’identifier : 

 

- Le nombre de vrais positifs (VP ou TP) : prédiction positive et valeur réelle positive 

- Le nombre de faux positifs (FP) ou erreur de type I : prédiction positive et valeur réelle négative 

- Le nombre de vrais négatifs (VN ou TN) : prédiction négative et valeur réelle négative 

- Le nombre de faux négatifs (FN) ou erreur de type II : prédiction négative et valeur réelle positive 

 

Dans notre situation, la classe positive correspondra aux risques exposés au risque fluvial (Exposed_fluvial = 1) et 

la classe négative à ceux qui ne le sont pas (Exposed_fluvial = 0) 

 

 
Figure 45 - Matrice de confusion (source : Openclassrooms) 

 

À partir de cette matrice, on peut en déduire différents indicateurs : 

 

- 𝑆𝑝é𝑐𝑖𝑓𝑖𝑐𝑖𝑡é =
𝑉𝑁

𝑉𝑁+𝐹𝑃
 : indiquera la part des risques non exposés au risque fluvial qui ont été correctement 

prédits 

 

- 𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑡é 𝑜𝑢 𝑅𝑎𝑝𝑝𝑒𝑙 =
𝑉𝑃

𝐹𝑁+𝑉𝑃
 : indiquera la part des risques exposés au risque fluvial qui ont été 

correctement prédits 

 

- 𝑉𝑎𝑙𝑒𝑢𝑟 𝑝𝑟é𝑑𝑖𝑐𝑡𝑖𝑣𝑒 𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒 𝑜𝑢 𝑃𝑟é𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑉𝑃

𝑉𝑃+𝐹𝑃
 : indiquera la part des risques prédits comme étant à 

risque fluvial qui le sont réellement 

 

- 𝑉𝑎𝑙𝑒𝑢𝑟 𝑝𝑟é𝑑𝑖𝑐𝑖𝑡𝑖𝑣𝑒 𝑛é𝑔𝑎𝑡𝑖𝑣𝑒 =
𝑉𝑁

𝑉𝑁+𝐹𝑁
 : indiquera la part des risques prédits comme n’étant pas à risque 

fluvial qui le sont réellement 

 

- 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑉𝑃+𝑉𝑁

𝑉𝑃+𝐹𝑃+𝑉𝑁+𝐹𝑁
 : indiquera la part de prédictions correctes sur le total des prédictions faites. 
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L’accuracy, parfois appelé exactitude en français, est une mesure de performance très régulièrement utilisée pour 

évaluer les modèles de classification vu qu’elle indique simplement le pourcentage de bonnes prédictions. 

Cependant, cet indicateur peut être trompeur dans le cas de classes déséquilibrées comme c’est le cas pour notre 

jeu de données. En effet sur la base de test par exemple, environ 83% de nos risques ne sont pas exposés au risque 

fluvial. Ainsi un modèle naïf qui ne prédirait que des classes négatives (non exposés au risque fluvial) aurait un 

score d’exactitude de 83%, ce qui pourrait nous amener à penser que le modèle est bon alors qu’il n’a en réalité 

aucun pouvoir prédictif.  

 

C’est pourquoi on préfère souvent utiliser la précision et le rappel afin d’optimiser les modèles dans le cas de 

classes déséquilibrées. D’un côté, la précision permet de minimiser le taux d’erreur parmi les risques prédits positifs 

et de l’autre le rappel permet de maximiser la détection de cas positifs. Pour trouver un compromis entre ces deux 

mesures, on introduit une moyenne harmonique entre le rappel et la précision : 

 

𝐹1 =
2

1
𝑟𝑎𝑝𝑝𝑒𝑙

+
1

𝑝𝑟é𝑐𝑖𝑠𝑖𝑜𝑛

= 2 ∗
𝑝𝑟é𝑐𝑖𝑠𝑖𝑜𝑛 ∗  𝑟𝑎𝑝𝑝𝑒𝑙

𝑝𝑟é𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑟𝑎𝑝𝑝𝑒𝑙
 

 

La précision et le rappel ayant le même numérateur et des dénominateurs différents, on préfère moyenner leur 

inverse afin de les considérer sur le même dénominateur, plutôt que d’utiliser une simple moyenne arithmétique 

qui aurait moins de sens. C’est donc ce score 𝐹1 que l’on cherchera à maximiser par la suite pour le choix de notre 

modèle de classification.  

 

e. Autres indicateurs pour la classification : AUC, courbe ROC, courbe PR… 

 

Les modèles de classification peuvent être utilisés directement pour prédire la classe, mais permettent également 

d’accéder à la probabilité d’appartenir à chacune des classes. Ainsi, dans le cas d’une classification binaire 

considérons la probabilité d’appartenir à la classe « 1 », par défaut le modèle prédira « 1 » si la probabilité est 

supérieure au seuil de 0.5 et 0 lorsqu’elle est inférieure. Cependant, il est possible de faire varier ce seuil afin 

d’optimiser les indicateurs considérés.  

 

L’idée de la courbe ROC (Receiver Operating Characteristic) est de faire varier le seuil de classification de 1 à 0 

et de représenter le taux de vrais positifs (TPR), en fonction du taux de faux positifs (FPR) pour chacun des seuils 

considérés. Le taux de vrais positifs est également connu sous le nom de sensibilité et le taux de faux positifs peut 

être calculé comme : (1 - spécificité). Un classifieur qui coïnciderait avec la diagonale indiquerait un modèle qui 

n’apporte aucun pouvoir prédictif et qui est donc équivalent à un modèle aléatoire où l’on attribue la classe au 

hasard étant donné qu’on aurait un taux de vrais positifs égal au taux de faux positifs. À l’inverse, les classifieurs 

qui donnent des courbes plus proches du coin supérieur gauche indiquent une meilleure performance, donnant en 

effet le plus possible de vrais positifs avec le moins possible de faux positifs. Si la distance euclidienne au coin 

supérieur gauche peut être choisie pour choisir le seuil optimal, nous avons décidé de considérer uniquement la 

minimisation du score F1.  

 

Il peut être utile de résumer la performance de chaque classifieur en une seule mesure. Une approche courante 

consiste à calculer l'aire sous la courbe ROC, abrégée en AUC (Area Under Curve). Elle est équivalente à la 

probabilité qu'une classe positive choisie au hasard soit classée plus haut qu'une classe négative choisie au hasard. 

Un modèle qui classe au hasard les individus aurait donc un AUC de 50% (ce qui correspond à l’aire sous la 

diagonale).  
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Figure 46 - Illustration d'une courbe ROC 

Selon le même principe que la courbe ROC, on représentera également une courbe précision-rappel (ou courbe 

PR) qui indique la variation de la précision en fonction du rappel pour différents seuils de probabilité. Un modèle 

avec une classification parfaite est représenté par un point de coordonnées (1,1). Un classifieur obtenu 

aléatoirement serait une ligne horizontale sur le graphique avec une précision qui est proportionnelle au nombre 

d'exemples positifs dans l'ensemble de données, soit environ 17% sur notre ensemble de test.  

 

2) Présélection des variables 

 

Grâce à l’enrichissement effectué dans la partie III, on dispose d’une trentaine de variables liées au risque 

inondation et qui pourraient s’avérer utile pour la prédiction des taux de destruction. On rappelle que ces variables 

sont résumées en annexe 4. Afin de simplifier les calculs et d’éviter les problèmes de convergence dans nos modèles 

linéaires généralisés, on effectue une première sélection de variables à partir de diverses mesures nous permettant 

de sélectionner les variables les plus pertinentes et d’éliminer celles étant trop corrélées entre elles. Les méthodes 

utilisées dans cette partie sont communément appelées en Machine Learning des « filter methods », c’est-à-dire 

que l’on opère directement sur le jeu de données à l’aide d’une certaine mesure statistique que l’on doit spécifier. 

Il existe d’autres méthodes telles que les « wrapper methods », qu’on utilisera par la suite au sein de chaque modèle 

et pour lesquelles la sélection est guidée par le résultat du modèle (par exemple à partir des performances en 

validation croisée).  

 

a. Coefficient de Pearson 

 

Le coefficient de Pearson, aussi appelé coefficient de corrélation linéaire, évalue la relation linéaire entre deux 

variables. On calcule le coefficient de Pearson entre deux variables X et Y supposées suivre une loi normale :  

 

𝑟 =
𝑐𝑜𝑣(𝑋, 𝑌)

𝜎𝑋𝜎𝑌

=
∑(𝑋 − 𝑋̿)(𝑌 − 𝑌̅)

√∑(𝑋 −  𝑋̿)
2

(𝑌 − 𝑌̅)2
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Le coefficient est compris entre -1 et 1. Plus le coefficient est proche de 1, plus la relation linéaire positive entre 

les variables est forte et plus il est proche de -1 et plus la relation linéaire négative est forte. Un indicateur proche 

de 0 indique des variables indépendantes. Ce coefficient est cependant très sensible aux valeurs extrêmes qui sont 

très présentes dans notre jeu de données. C’est pourquoi on attribuera plus d’importance aux deux corrélations de 

rangs introduites ci-dessous.  

 

b. Coefficient de Spearman 

 

Les coefficients de rangs peuvent s’avérer utiles pour capter des relations monotones qui ne seraient pas forcément 

affines. En effet, ces corrélations se basent sur le rang des variables X et Y et non directement sur leur valeur. Le 

coefficient rho de Spearman est introduit de manière similaire au r de Pearson : 

 

𝜌 =
𝑐𝑜𝑣(𝑅𝑋, 𝑅𝑌)

𝜎𝑅𝑋
𝜎𝑅𝑌

=
∑ (𝑅(𝑋𝑖) − 𝑅(𝑋̅̅ ̅̅ ̅))(𝑅(𝑌𝑖) − 𝑅(𝑌)̅̅ ̅̅ ̅̅ ̅)𝑛

𝑖=1

√∑ (𝑅(𝑋𝑖) − 𝑅(𝑋)̅̅ ̅̅ ̅̅ ̅)
2

∑ (𝑅(𝑌𝑖) − 𝑅(𝑌)̅̅ ̅̅ ̅̅ ̅)
2𝑛

𝑖=1
𝑛
𝑖=1

= 1 −
6 ∑ (𝑅(𝑋𝑖) − 𝑅(𝑌𝑖))

2𝑛
𝑖=1

𝑛(𝑛2 − 1)
 

𝑎𝑣𝑒𝑐 𝑛 𝑙𝑒 𝑛𝑜𝑚𝑏𝑟𝑒 𝑑𝑒 𝑝𝑎𝑖𝑟𝑠 𝑒𝑡 𝑅(𝑋𝑖) 𝑙𝑒 𝑟𝑎𝑛𝑔 𝑑𝑒 𝑋𝑖  𝑎𝑙𝑙𝑎𝑛𝑡 𝑑𝑒 1 𝑝𝑜𝑢𝑟 𝑙𝑒 𝑚𝑎𝑥𝑖𝑚𝑢𝑚 à 𝑛 𝑝𝑜𝑢𝑟 𝑙𝑒 𝑚𝑖𝑛𝑖𝑚𝑢𝑚 

 

L’interprétation est similaire que pour le coefficient de Pearson, un rho égal à 1 désigne un classement identique 

entre les deux variables, un classement inverse lorsque celui-ci est égal à -1 et un classement indépendant lorsqu’il 

est proche de 0. 

 

c. Coefficient de Kendall 

 

On introduit finalement un dernier coefficient de corrélation qui agit également sur les rangs. Pour le calculer il est 

nécessaire de décompter le nombre de paires concordantes c’est-à-dire lorsque 𝑥𝑖 < 𝑥𝑗 𝑒𝑡 𝑦𝑖 < 𝑦𝑗(𝑜𝑢 𝑥𝑖 >

𝑥𝑗 𝑒𝑡 𝑦𝑖 > 𝑦𝑗), ainsi que le nombre de paires discordantes c’est-à-dire lorsque 𝑥𝑖 < 𝑥𝑗 𝑒𝑡 𝑦𝑖 > 𝑦𝑗 (𝑜𝑢 𝑥𝑖 >

𝑥𝑗 𝑒𝑡 𝑦𝑖 < 𝑦𝑗). On obtient finalement le tau de Kendall déduit de la manière suivante : 

 

𝜏 =
𝑛𝑐 − 𝑛𝑑

𝑛𝑐 + 𝑛𝑑

=  
𝑛𝑐 − 𝑛𝑑

𝑛(𝑛 − 1)/2
  

 

𝑎𝑣𝑒𝑐 𝑛𝑐 = 𝑛𝑜𝑚𝑏𝑟𝑒 𝑑𝑒 𝑝𝑎𝑖𝑟𝑒𝑠 𝑐𝑜𝑛𝑐𝑜𝑟𝑑𝑎𝑛𝑡𝑒𝑠 𝑒𝑡 𝑛𝑑 = 𝑛𝑜𝑚𝑏𝑟𝑒 𝑑𝑒 𝑝𝑎𝑖𝑟𝑒𝑠 𝑑𝑖𝑠𝑐𝑜𝑟𝑑𝑎𝑛𝑡𝑒𝑠 

 

Ce coefficient est également compris entre –1 et 1 peut s’interpréter de la même manière que le coefficient de 

Spearman. 

 

d. Visualisation des données 

 

Dans un premier temps, avant de passer à l’analyse des corrélations, on souhaite avoir une première idée des 

variables potentiellement explicatives. Pour ce faire et pour davantage de clarté dans nos représentations on décide 

de transformer nos variables continues en variables binaires établies selon un certain seuil. Pour le risque fluvial, 

considérons la variable « Exposed_fluvial » déjà introduite dans la partie IV-1-d, égale à 1 lorsque le taux de 

destruction est strictement positif et à 0 sinon.  
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Figure 47 - Répartition du taux de destruction moyen pour le risque pluvial sur la base d’entraînement 

Pour le risque pluvial, considérons la variable « Exposed_pluvial » que l’on calcule à partir du seuil de 0,00001, 

qui est donc égale à 1 lorsque le taux de destruction pluvial est supérieur à ce seuil et 0 sinon. 93% des sites assurés 

ont un taux de destruction inférieur à ce seuil, les 7% restants étant étalés sur l’intervalle ]0,00001;  0,013] et qui 

correspond aux valeurs extrêmes de notre échantillon. On souhaite donc déterminer les variables permettant 

d’expliquer le caractère extrême de ces risques. 

 

Pour la visualisation, on utilisera des boîtes à moustache dont l’interprétation est rappelée en annexe 5, et qui nous 

permet de comparer la différence de distribution des variables en fonction que les taux de destruction soient 

extrêmes (Exposed_pluvial = 1) ou non (Exposed_pluvial = 0). Les résultats pour le risque fluvial sont renseignés 

en annexe 5. 

 

 
Figure 48 - Boîte à moustaches en fonction des valeurs de Exposed_pluvial pour les variables liées aux distances aux cours d’eau 

Plusieurs variables ressortent clairement, notamment la distance au cours d’eau, la distance à la rivière la plus 

proche, la différence d’altitude au cours d’eau, la différence d’altitude à la rivière la plus proche ou encore la 

différence d’altitude au ruisseau. Logiquement, il apparait que les risques avec les taux de destruction les plus 

extrêmes (Exposed_pluvial = 1) ont des distributions beaucoup plus concentrées autour de 0. Ainsi plus un risque 

est proche d’un cours d’eau et plus son taux de destruction annuel moyen pour le risque pluvial est important. 
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Figure 49 - Boîte à moustaches en fonction des valeurs de Exposed_pluvial pour les variables liées au modèle d’écoulement de 

l’eau D8 et à l’imperméabilité des sols 

Les variables liées au modèle d’écoulement de l’eau D8 semblent particulièrement intéressantes. Il apparait que 

plus la surface contributive est importante et plus le taux de destruction l’est également, ce qui est cohérent étant 

donné qu’une forte surface contributive désigne des zones dans lesquelles l’eau est plus susceptible de s’accumuler. 

Également, on observe que plus le coefficient de pente est faible et plus le taux de destruction est important, l’eau 

n’étant que potentiellement passagère dans les zones avec de fortes pentes. L’indice d’humidité topographique, qui 

est fonction des deux précédentes variables est donc logiquement corrélé positivement avec le taux de destruction. 

On observe pour finir que plus le coefficient de Manning est faible (ce qui est équivalent à une forte imperméabilité 

du sol) et plus le taux de destruction est important.   

 

 
Figure 50 - Boîte à moustaches en fonction des valeurs de Exposed_pluvial pour les variables liées aux précipitations 

Trois variables climatiques semblent particulièrement corrélées avec les taux de destruction du risque pluvial, à 

savoir le nombre de jours de forte pluie, la valeur des précipitations extrêmes (quantile à 99%) et les précipitations 

moyennes les jours pluvieux.  

 

e. Résultats 

 

Afin de formaliser ces premières observations, on s’intéresse donc aux trois mesures de corrélations introduites 

précédemment. Cette étape va également permettre d’éliminer les variables trop corrélées entre elles et qui risquent 

d’impacter la performance de nos modèles et d’ajouter une complexité inutile. Une fois les différentes mesures 

agrégées on obtient le tableau ci-dessous : 
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Tableau 8 - Classement des 15 premières variables les plus significatives selon différentes mesures statistiques pour le taux de 

destruction moyen par an du risque pluvial  

 

Comme observé précédemment la distance au cours d’eau ressort logiquement dans les variables les plus 

pertinentes. Le risque pluvial comprend notamment les crues de petites rivières et de ruisseaux, il est donc cohérent 

de voir ressortir cette variable pour laquelle les cours d’eau considérés sont en majorité des ruisseaux ou des petites 

rivières.  

 

Concernant les variables climatiques, il s'agit du nombre de jours de forte pluie et des précipitations extrêmes qui 

ressortent. Ce résultat semble assez cohérent avec la première partie dans laquelle on a vu que les crues rapides et 

torrentielles, ainsi que les inondations par ruissellement étaient notamment provoquées par des pluies intenses. 

 

Enfin, l’indice d’humidité topographique introduit dans la partie III apparait également dans les variables les plus 

intéressantes. Celui-ci est obtenu à partir du modèle d’écoulement de l’eau D8 et c’est l’indicateur le plus complet 

qui a été calculé à partir de cet algorithme. Il est en effet fonction du coefficient de pente et de la surface 

contributive, eux-mêmes obtenus à partir des directions de flux.   

 
Figure 51 - Matrice de corrélation de Spearman du top 15 des variables pour le risque pluvial 
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La matrice ci-dessus nous donne les corrélations de Spearman entre les différentes variables. On décide de 

sélectionner les variables par ordre d’importance et de retirer celles avec une corrélation supérieure à 30% avec 

des variables déjà sélectionnées. On conserve finalement : 

 

• La distance au cours d’eau le plus proche 

• Le nombre de jours de forte pluie et le quantile à 99% des précipitations (précipitations extrêmes). 

Malgré la forte corrélation entre les deux, on testera chacun des modèles avec ces deux variables 

séparément afin de sélectionner celle qui fournira les meilleurs résultats. 

•  L’indice d’humidité topographique 

•  Le coefficient de Manning  

 

De plus, en complément de ces variables, on ajoute d’autres variables dont on sait qu’elles ont été utilisées 

directement par le modélisateur, à savoir : 

 

• La branche assurée 

• Le taux engagement contenu 

• Le taux engagement pertes d’exploitation  

• Le nombre d’étages (disponible uniquement pour le portefeuille Immeuble, le reste étant renseigné à 0).  

 

On répète ensuite le même processus pour le risque fluvial : 

 

 
Tableau 9 - Classement des 15 premières variables les plus significatives selon différentes mesures statistiques pour le taux de 

destruction moyen par an du risque fluvial 

La distance à la rivière large la plus proche et la différence d’altitude avec celle-ci ressortent comme les variables 

les plus corrélées avec notre variable cible ce qui semble cohérent étant donné que le risque fluvial concerne les 

débordements de grands fleuves. Notons cependant l’absence de variables concernant les précipitations dans ce 

classement. Les débordements de grands fleuves étant souvent provoqués par de longues pluies qui peuvent 

s’étendre sur plusieurs jours, il est étonnant de ne voir ressortir aucune variable liée, telle que le nombre de jours 

de pluie consécutif par exemple. Cette absence de corrélation significative avec des variables climatiques nous 

amène donc à limiter notre future étude du changement climatique au risque pluvial, sensible aux pluies extrêmes.  
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Figure 52 - Matrice de corrélation de Spearman du top 15 des variables pour le risque fluvial 

 

Tout comme pour le risque pluvial, on sélectionne les variables par ordre d’importance en ne sélectionnant pas 

celles ayant une trop forte corrélation avec des variables déjà sélectionnées, d’où le choix final : 

 

• La différence d’altitude à la rivière large la plus proche 

• La distance à la rivière large la plus proche 

• La distance à la rivière la plus proche 

• L‘imperméabilité du sol 

 

De plus, en complément de ces variables, on ajoute d’autres variables dont on sait qu’elles ont été utilisées 

directement par le modélisateur, à savoir : 

 

• La branche assurée 

• Le taux engagement contenu 

• Le taux engagement pertes d’exploitation  

• Le nombre d’étages (disponible uniquement pour le portefeuille Immeuble, le reste étant renseigné à 0).  
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3) Les modèles linéaires généralisés (GLM) 

 

L’objectif désormais est d’établir un lien entre les variables explicatives sélectionnées ci-dessus et la variable à 

expliquer dont on veut prédire les issues, en l’occurrence le taux de destruction moyen par an pour le risque pluvial 

et fluvial. Pour cela, on testera dans un premier temps les modèles linéaires généralisés.  

 

a. Introduction 

 

Les modèles linéaires généralisés (ou GLM pour Generalized Linear Model) sont devenus des références en 

assurance et notamment en tarification. Ils sont préférés aux modèles linéaires classiques qui demandent trop 

d’hypothèses difficilement vérifiées. Tout d’abord, les modèles linéaires supposent que la variable à expliquer est 

une fonction linéaire des variables explicatives, ce qui est rarement le cas en assurance. De plus, utiliser un modèle 

linéaire pour prédire des variables positives telles que des taux de destruction n’est pas adapté à notre distribution 

et on risquerait de prédire des taux négatifs, ce qui au passage ne vérifierait pas l’hypothèse selon laquelle les 

erreurs 𝜖𝑖 doivent être distribuées aléatoirement selon une loi normale. Enfin la variance  𝜎2  des erreurs doit être 

supposée constante (hypothèse d’homoscédasticité) ce qui est également rarement vérifié. 

 

Pour remédier à ces limites, on introduit alors les GLM, définis selon l’équation suivante : 

 

𝑔(𝐸[𝑌]) = 𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 + ⋯ + 𝛽𝑝𝑋𝑝 

Avec : 

 

- 𝑌 = (𝑌𝑖)𝑖=1,…,𝑛 un vecteur de ℝ𝑛 contenant les variables à expliquer sur nos n observations. Il s’agit de la 

composante aléatoire du modèle dont la densité est supposée appartenir à une loi de la famille 

exponentielle, qu’on introduira par la suite. 

 

- Pour i allant de 1 à n : (𝑋1𝑖, … , 𝑋𝑝𝑖) un p-uplet contenant l’ensemble des p variables explicatives pour 

l’observation i. 

 

- 𝛽0, … , 𝛽𝑝 les paramètres de la régression estimés grâce à la méthode du maximum de vraisemblance. La 

combinaison linéaire des paramètres et des variables explicatives représente la composante déterministe 

du modèle. 

 

- Une fonction de lien g strictement monotone et dérivable qui définit la relation entre la variable à expliquer 

et la composante déterministe. 

 

b. La famille exponentielle 

 

La loi de Y doit appartenir à la famille exponentielle, c’est-à-dire qu’il faut trouver 𝜃 ∈ ℝ (paramètre canonique), 

𝜙 ∈ ℝ (paramètre de dispersion), 𝑎 une fonction définie sur ℝ∗, 𝑏 une fonction définie sur ℝ et deux fois dérivables 

et 𝑐 une fonction définie sur ℝ2 tel que la densité de Y peut s’écrire sous la forme : 

 

𝑓(𝑦|𝜃, 𝜙) = exp [
𝑦𝜃 − 𝑏(𝜃)

𝑎(𝜃)
+ 𝑐(𝑦, 𝜙)] 

 

Dans ce cas, les moments de Y peuvent d’exprimer en fonction des différents paramètres :  
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𝐸[𝑌] = 𝜇 = 𝑏′(𝜃) 

𝑉𝑎𝑟[𝑌] = 𝜎2 = 𝑏′′(𝜃) ∗ 𝑎(𝜙) 

 

Ainsi le paramètre canonique 𝜃 dépend de 𝐸[𝑌] = 𝜇 et donc des paramètres de régression 𝛽. On a en effet : 

𝜃(𝜇(𝛽)) = 𝑏′−1(𝜇(𝛽)) = 𝑏′−1 (𝑔−1(∑ 𝛽𝑘𝑥𝑘
𝑝
𝑘=1 )).  

 

De nombreuses lois usuelles appartiennent à la famille exponentielle, on peut notamment citer les lois de Poisson 

souvent utilisées pour modéliser les fréquences de sinistres, ainsi que les lois Gamma souvent utilisées pour 

modéliser le coût des sinistres. 

 

 
Tableau 10 - Exemples de familles exponentielles et leurs paramètres 

c. Fonction de lien 

 

Une fois que l’on a déterminé à quelle distribution de la famille exponentielle notre variable à expliquer correspond, 

il faut ensuite y associer une fonction de lien, qui doit être strictement monotone et dérivable. Les fonctions de lien 

les plus utilisées sont les suivantes : 

 

 

- La fonction identité telle que 𝑔(𝑥) = 𝑥, ce qui revient au modèle linéaire classique : 

 

𝐸[𝑌] = 𝛽0 + 𝛽1𝑋1 + ⋯ + 𝛽𝑝𝑋𝑝 

 

- La fonction logarithme népérien telle que 𝑔(𝑥) = ln(𝑥), ce qui donne un modèle multiplicatif, souvent 

apprécié en tarification :  

 

𝐸[𝑌] = exp(𝛽0) ∗ exp(𝛽1𝑋1) ∗ … ∗ exp (𝛽𝑝𝑋𝑝) 

 

- La fonction logit telle que 𝑔(𝑥) = ln (
𝑥

1−𝑥
), ce qui donne : 

 

𝐸[𝑌] =
exp(𝛽0 + 𝛽1𝑋1 + ⋯ + 𝛽𝑝𝑋𝑝)

1 + exp(𝛽0 + 𝛽1𝑋1 + ⋯ + 𝛽𝑝𝑋𝑝)
 

 

- La fonction inverse telle que 𝑔(𝑥) =
1

𝑥
, ce qui donne : 

 

𝐸[𝑌] =
1

𝛽0 + 𝛽1𝑋1 + ⋯ + 𝛽𝑝𝑋𝑝
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d. Estimation des paramètres de la régression 

 

Les paramètres à estimer sont les paramètres 𝛽 et 𝜙. 𝜙 étant un paramètre de nuisance qui n’influence pas la 

maximisation de la vraisemblance en 𝛽 on ne s’attardera pas sur ce point, mais il peut être estimé par maximum 

de vraisemblance tout comme les paramètres 𝛽. 

 

Pour rappel, étant donné une certaine loi de probabilité Y et des observations (𝑦1, 𝑦2, … , 𝑦𝑛), alors la vraisemblance 

quantifie la probabilité que les observations proviennent d’un échantillon de la loi de Y. Ainsi plus la vraisemblance 

est proche de 0 et moins l’adéquation est bonne, c’est pourquoi on cherche à maximiser cette vraisemblance, afin 

d’en déduire les paramètres optimaux. On obtient simplement la probabilité d’observer l’échantillon avec le produit 

d’observer chacune des réalisations, d’où la vraisemblance notée 𝐿 et définie par : 

 

𝐿(𝛽) =  ∏ 𝑓(𝑦𝑖|𝜃𝑖(𝜇𝑖(𝛽)), 𝜙)

𝑛

𝑖=1

 

 

En pratique, il est souvent plus simple de passer par le logarithme népérien afin de transformer le produit en 

somme : 

𝑙(𝛽) = ln (∏ 𝑓(𝑦𝑖|𝜃𝑖, 𝜙)

𝑛

𝑖=1

) = ∑ ln(𝑓(𝑦𝑖|𝜃𝑖, 𝜙))

𝑛

𝑖=1

 

 

Les paramètres optimaux, qu’on appelle estimateur du maximum de vraisemblance et qu’on note 𝛽̂ sont les 

paramètres qui permettent de maximiser la fonction de log vraisemblance, d’où : 

 

𝛽̂ =  argmax
𝛽

𝑙(𝑦, 𝛽) 

En pratique, on résout ce problème par des méthodes itératives tel que l’algorithme de Newton-Raphson. 

 

Une fois les paramètres estimés on peut finalement passer à l’étape de prédiction de l’espérance pour l’ensemble 

de nos observations i : 

𝜇𝑖̂ = 𝜇𝑖(𝛽̂) =  𝑔−1 (∑ 𝛽̂
𝑘
𝑥𝑘,𝑖

𝑝

𝑘=1

) 

 

e. Sélection de variables et critères d’information 

 

Il existe plusieurs indicateurs permettant de mesurer la qualité de nos modèles sur la base des différences entre 

observations et estimations. 

 

Tout d’abord, le calcul de la déviance permet de comparer notre modèle avec le modèle dit saturé. Le modèle saturé 

est un modèle avec la même distribution et la même fonction de lien, mais qui possède autant de paramètres que 

d’observations et qui estime donc exactement les données, d’où 𝜇𝑖
𝑆̂ = 𝑦𝑖. On définit la déviance comme deux fois 

la différence entre la log-vraisemblance maximisée du modèle saturé et celle du modèle sélectionné, soit : 

 

𝐷 = 2 (𝐿(𝛽̂𝑆) − 𝐿(𝛽̂))  
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Avec 𝛽̂𝑆 l’estimateur du maximum de vraisemblance du modèle saturé, d’où 𝐿( 𝛽̂𝑆) la log-vraisemblance 

maximisée : 

𝐿( 𝛽̂𝑆) =  ∏ 𝑓(𝑦𝑖|𝜃𝑖(𝜇(𝛽̂𝑆)), 𝜙)

𝑛

𝑖=1

=  ∏ 𝑓(𝑦𝑖|𝜃𝑖(𝜇𝑖
𝑆̂), 𝜙)

𝑛

𝑖=1

=  ∏ 𝑓(𝑦𝑖|𝜃𝑖(𝑦𝑖), 𝜙)

𝑛

𝑖=1

 

 

𝐿(𝛽̂) étant donc la log-vraisemblance maximisée obtenue sur le modèle sélectionné :  

𝐿( 𝛽̂) =  ∏ 𝑓(𝑦𝑖|𝜃(𝜇(𝛽̂)), 𝜙)

𝑛

𝑖=1

=  ∏ 𝑓(𝑦𝑖|𝜃(𝜇𝑖̂), 𝜙)

𝑛

𝑖=1

 

 

Plus la déviance est faible et plus les deux log-vraisemblances sont proches, traduisant ainsi un ajustement de bonne 

qualité. Asymptotiquement, la déviance suit une loi du Khi-2 à n-p-1 degré de liberté, son espérance est donc n-p-

1. On peut également comparer cette déviance avec la déviance du modèle nul, qui est le modèle composé 

uniquement de la constante sans les variables explicatives. Définissons alors le pseudo 𝑅2 ou 𝑅2 de McFadden 

comme : 

 

𝑅𝑀𝑐𝐹𝑎𝑑𝑑𝑒𝑛
2 = 1 −

𝐷

𝐷0

 

 

Tout comme le 𝑅2 dans le cas linéaire, cet indicateur est borné entre 0 et 1 et sert à évaluer la qualité de l’ajustement 

du modèle, il représente la part de la déviance expliquée par le modèle. Plus l’indicateur est proche de 1 et plus 

l’amélioration du modèle apportée par les variables explicatives est importante.  

 

Il existe d’autres indicateurs permettant de mesurer la qualité du modèle. On peut définir notamment les critères 

d’informations qui permettent de trouver un équilibre entre qualité du modèle et complexité en pénalisant l’ajout 

de paramètres, évitant ainsi l’ajout de variables peu significatives. Il existe deux principaux critères, l’AIC (Akaïke 

information criterion) et le BIC (Bayesian information criterion) définis tels que : 

 

𝐴𝐼𝐶 =  −2 ∗ 𝐿 + 2 ∗ 𝑝 

𝐵𝐼𝐶 =  −2 ∗ 𝐿 + ln(𝑛) ∗ 𝑝 

 

Avec 𝐿 = 𝐿(𝛽̂) la log-vraisemblance maximisée du modèle, p le nombre de paramètres du modèle et n le nombre 

d’observations. L’objectif est donc de minimiser ces deux critères, pour ce faire il peut être intéressant de 

s’intéresser à la combinaison de variables qui permet d’obtenir un AIC ou BIC minimal. Il existe pour cela deux 

principales méthodes : 

 

- La méthode ascendante (forward selection) : on démarre l’algorithme avec une unique variable en ajoutant 

à chaque étape la variable permettant d’obtenir le plus faible AIC ou BIC. L’algorithme s’arrête lorsqu’il 

n’y a plus de variables à rajouter ou bien si l’ajout d’une nouvelle variable fait augmenter l’AIC ou BIC.  

 

- La méthode descendante (backward selection) : on démarre l’algorithme avec l’ensemble des variables et 

on retire à chaque étape celle qui permet d’obtenir le plus faible AIC ou BIC. L’algorithme s’arrête lorsqu’il 

n’y a plus de variables à enlever ou bien si le retrait d’une nouvelle variable fait augmenter l’AIC ou BIC. 

 

Dans notre étude, on se focalisera principalement sur une méthode descendante en utilisant l’AIC.  
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f. Le cas de la régression Bêta 

 

On s’intéresse dans cette partie à la régression Bêta qui repose sur la loi du même nom et dont la densité est définie 

sur [0,1]. Elle est régulièrement utilisée pour la modélisation de taux ou de proportions définies sur ce même 

intervalle. On décide de dédier une sous-partie à ce cas dans la mesure où la théorie des modèles linéaires 

généralisés ne peut pas être directement appliquée avec la loi bêta qui ne fait pas partie de la famille exponentielle 

naturelle (Natural exponential family : NEF). La fonction de densité de la loi 𝐵𝑒𝑡𝑎(𝛼, 𝛽) est donnée par : 

 

𝑓(𝑦; 𝛼, 𝑞) =
Γ(𝛼 + 𝛽)

Γ(𝛼)Γ(𝑞𝛽)
𝑦𝛼−1(1 − 𝑦)𝛽−1       ∀𝑦 ∈]0; 1[ 

                                                                         𝐴𝑣𝑒𝑐 𝑝, 𝛽 > 0 𝑒𝑡 𝛤(. ) 𝑙𝑎 𝑓𝑜𝑛𝑐𝑡𝑖𝑜𝑛 𝐺𝑎𝑚𝑚𝑎 

 

 

Ferrari and Cribari-Neto (2004) ont proposés une paramétrisation différente en posant 𝜇 =
𝛼

𝛼+𝛽
 et 𝜙 = 𝛼 + 𝛽 :  

 

𝑓(𝑦; 𝜇, 𝜙) =
Γ(𝜙)

Γ(𝜇𝜙)Γ((1 − 𝜇)𝜙)
𝑦𝜇𝜙−1

(1 − 𝑦)(1−𝜇)𝜙−1
     ∀𝑦 ∈]0; 1[ 

                                                                                                         𝐴𝑣𝑒𝑐 0 < 𝜇 < 1 𝑒𝑡 𝜙 > 0 

On peut montrer que : 𝐸[𝑌] = 𝜇  𝑒𝑡  𝑉𝑎𝑟[𝑌] =
𝜇(1−𝜇)

1+𝜙
 

On appelle 𝜙 le paramètre de précision, plus il augmente et plus la variance diminue et 𝜙−1 le paramètre de 

dispersion.  

Soit 𝑦1, … , 𝑦𝑛 un échantillon tel que 𝑦𝑖~ 𝐵(𝜇𝑖, 𝜙). Le modèle de régression Bêta est défini comme : 

 

𝑔(𝜇𝑖) =  𝛽0 + 𝛽1𝑥𝑖,1 + 𝛽2𝑥𝑖,2 + ⋯ + 𝛽𝑝𝑥𝑖,𝑘 = 𝑥𝑖
𝑇𝛽 = 𝜂𝑖 

 

Avec 𝑔 ∶ ]0,1[ → ℝ une fonction de lien strictement monotone, deux fois dérivable et surjective. 

On peut montrer que la fonction de log-vraisemblance s’écrit sous la forme 𝑙(𝛽, 𝜙) =  ∑ 𝑙𝑖(𝜇𝑖, 𝜙)𝑛
𝑖=1  avec : 

 

𝑙𝑖(𝜇𝑖, 𝜙) = log(𝛤(𝜙)) − log(𝛤(𝜇𝑖𝜙)) − log(𝛤(1 − 𝜇𝑖)𝜙) + (𝜇𝑖𝜙 − 1) log(𝑦𝑖) + ((1 − 𝜇𝑖)𝜙 − 1) log(1 − 𝑦𝑖) 

 

Tout comme avec les GLM on estime les paramètres du modèle par maximum de vraisemblance. Une extension 

de ce modèle a été introduite par Simas et al. (2010) afin de modéliser le paramètre de précision 𝜙 qu’on ne 

considère plus comme constant pour toutes les observations. Le modèle est désormais construit autour de deux 

équations : 

 

𝑔(𝜇𝑖) =  𝛽0 + 𝛽1𝑥𝑖,1 + 𝛽2𝑥𝑖,2 + ⋯ + 𝛽𝑝𝑥𝑖,𝑘 = 𝑥𝑖
𝑇𝛽 = 𝜂𝑖 

𝑔(𝜙𝑖) =  𝛾0 + 𝛾1𝑧𝑖,1 + 𝛾2𝑧𝑖,2 + ⋯ + 𝛾𝑝𝑧𝑖,ℎ = 𝑧𝑖
𝑇𝛾 = 𝜂𝑖 

                                                                                                                              𝐴𝑣𝑒𝑐 𝑘 + ℎ < 𝑛 

 

L’estimation des coefficients se fait toujours par maximum de vraisemblance à partir de la fonction 𝑙(𝛽, 𝜙) =

 ∑ 𝑙𝑖(𝜇𝑖, 𝜙𝑖)
𝑛
𝑖=1 .   
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4) Notions et modèles de machine learning 

 

a. Arbre de décision (CART) 

 

Les arbres de régression et de classification (Classification and regression trees ou CART) sont des méthodes 

d’apprentissage statistique utilisées comme leur nom l’indique à la fois pour des problématiques de régression ou 

de classification. On peut donc les utiliser à la fois pour la prédiction de variables numériques (régression) ou 

qualitatives (classification). On n’utilisera pas directement ces modèles, mais ils servent de base à d’autres modèles 

de machine learning tels que les forêts aléatoires ou le gradient boosting. 

 

La figure ci-dessous présente un exemple d’arbre de décision. L’ensemble des observations sur la base 

d’entraînement est tout d’abord réuni à la racine de l’arbre puis chaque division sépare chaque nœud en deux nœuds 

fils selon une certaine condition binaire de la forme « 𝑋𝑖 ≤ 𝑎 ? » lorsque 𝑋𝑖 est une variable ordinale ou « 𝑋𝑖 =

𝑚𝑜𝑑𝑎𝑙𝑖𝑡é ? » lorsque 𝑋𝑖 est une variable nominale (pas de relations d’ordre entre les modalités). Il faut ainsi 

déterminer à chaque étape, la variable 𝑋𝑖 et le seuil « a » (ou la modalité) permettant de séparer les données en 

deux groupes les plus homogènes possibles au sens d’un critère à préciser. Une fois le partitionnement terminé 

(selon une certaine règle à préciser également), chaque nœud terminal de l’arbre est appelé feuille et représente 

une sous-division de nos observations qui respecte les différentes conditions déterminées à chaque nœud qui 

précède.  

 

Une fois l’arbre maximal construit la dernière étape est l’élagage de cet arbre, qui consiste à chercher le meilleur 

sous arbre dans le but de réduire la complexité de l’algorithme et d’éviter le surapprentissage. Pour l’étape de 

prédiction de la variable à expliquer, une certaine valeur est déterminée à chaque feuille, soit la moyenne des 

observations associées à cette feuille dans le cas d’une régression, soit la modalité la plus représentée parmi les 

observations de cette feuille dans le cas d’une classification. C’est donc cette valeur qui sera prédite en sortie du 

modèle. 

 

 
Figure 53 – Schéma d’un arbre de décision avec deux variables explicatives 

Le processus décrit ci-dessus nécessite donc trois précisions : 

 

• Un critère permettant d’identifier la division optimale à chaque nœud 

• Une règle permettant de déterminer la fin du partitionnement  

• Une méthode permettant d’effectuer l’élagage de l’arbre 
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Considérons que l’on souhaite étudier la variable à expliquer 𝑌 sur 𝑛 individus, qui est soit quantitative réelle, soit 

qualitative à 𝑚 modalités (modalités que l’on notera 𝜏𝑙  𝑎𝑣𝑒𝑐 𝑙 = 1, … , 𝑚). De plus, on dispose d’observations sur 

𝑝 variables explicatives 𝑋𝑗 (quantitative ou qualitative).  

 

On souhaite dans un premier temps déterminer un critère d’homogénéité permettant de séparer les observations en 

deux groupes les plus homogènes possibles au sens de la variable à expliquer. Pour cela on introduit une fonction 

d’hétérogénéité 𝐷 qui doit vérifier deux conditions. Tout d’abord, elle doit être nulle lorsque le nœud est homogène. 

C’est-à-dire lorsque tous les individus appartiennent à la même modalité dans le cas d’une classification, ou s’ils 

prennent tous la même valeur de Y dans le cas d’une régression. De plus, cette fonction se doit d’être maximale 

lorsque les valeurs de Y sont très dispersés ou équiprobables.   

 

Soit 𝑁 un nœud et notons 𝑁𝐷 et 𝑁𝐺 les sous-divisions droites et gauches obtenues. Considérons toutes les divisions 

possibles du nœud 𝑁 parmi l’ensemble des couples (𝑋𝑗, 𝑠𝑒𝑢𝑖𝑙), le couple optimal sélectionné est celui qui permet 

de rendre minimal la somme des hétérogénéités des nœuds fils, soit 𝐷𝑁𝐺
+ 𝐷𝑁𝐷

. Ce qui revient également à 

maximiser à chaque étape de la construction de l’arbre la grandeur : 𝐷𝑁 − (𝐷𝑁𝐺
+ 𝐷𝑁𝐷

).  

 

Dans le cas d’une variable cible 𝑌 quantitative on définit la fonction d’hétérogénéité comme égal à la variance, 

soit :  

𝐷𝑁 =
1

|𝑁|
∑(𝑦𝑖 − 𝑦̅𝑁)

𝑖∈𝑁

2

 

                                                𝑎𝑣𝑒𝑐 |𝑁| 𝑙′𝑒𝑓𝑓𝑒𝑐𝑡𝑖𝑓 𝑑𝑢 𝑛𝑜𝑒𝑢𝑑 𝑁 

Le problème revient donc à minimiser la variance intragroupe ou encore : 

 
|𝑁𝐺|

|𝑁|
∑ (𝑦𝑖 − 𝑦̅𝑁𝐺

)

𝑖∈𝑁𝐺

2

+
|𝑁𝐷|

|𝑁|
∑ (𝑦𝑖 − 𝑦̅𝑁𝐷

)

𝑖∈𝑁𝐷

2

 

 

Lorsque la variable cible est qualitative, la fonction d’hétérogénéité est soit définie comme l’entropie, soit comme 

la concentration de Gini. On utilisera dans notre cas la concentration de Gini, définie comme : 

 

𝐷𝑁 = ∑ 𝑝𝑁
𝑙  (1 − 𝑝𝑁

𝑙 )

𝑚

𝑙=1

 

𝑜ù 𝑝𝑁
𝑙  𝑒𝑠𝑡 𝑙𝑎 𝑝𝑟𝑜𝑝𝑜𝑟𝑡𝑖𝑜𝑛 𝑑𝑒 𝑙𝑎 𝑚𝑜𝑑𝑎𝑙𝑖𝑡é 𝜏𝑙  𝑑𝑒 𝑌 𝑑𝑎𝑛𝑠 𝑙𝑒 𝑛𝑜𝑒𝑢𝑑 𝐾 

 

On effectue donc cette minimisation de la somme des hétérogénéités étape par étape. On définit ensuite un critère 

d’arrêt souvent défini simplement lorsque le nœud est homogène, ou autrement dit lorsque la fonction 

d’hétérogénéité est nulle. Il est également possible de définir un seuil d’arrêt lorsque le nombre d’observations que 

contient la feuille est trop faible.  

 

La procédure précédente nous a permis d’obtenir un arbre maximal 𝐴max  . On cherche à déterminer un arbre 

optimal entre l’arbre trivial possédant une seule feuille et l’arbre maximal qui risque de nous conduire à une 

situation de surapprentissage. On cherche donc un compromis entre l’adéquation aux données et la complexité 

de l’arbre. Afin de réduire le nombre d’arbres à considérer, on passe par un algorithme itératif nous permettant 

dans un premier temps de considérer une suite emboîtée de sous-arbres. 
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Soit A un arbre et notons 𝐹𝐴 son nombre de feuilles, on définit sa qualité d’ajustement comme la somme des 

fonctions d’hétérogénéité sur chaque feuille de l’arbre, soit : 

𝐷(𝐴) =  ∑ 𝐷𝑓

𝐹𝐴

𝑓=1

 

On déduit de cette grandeur la complexité de l’arbre en ajoutant une pénalisation pour chaque feuille d’arbre 

supplémentaire : 

 

𝐶(𝐴) = 𝐷(𝐴) + 𝛾 ∗ 𝐹𝐴 

On effectue l’algorithme itératif à partir de cette formule : 

 

• On pose tout d’abord 𝛾 = 0. L’arbre permettant de minimiser 𝐶(𝐴) est donc 𝐴max   

• Par la suite, on augmente 𝛾 jusqu’à ce que l’arbre permettant de minimiser 𝐶(𝐴) ne soit plus l’arbre 

maximal, mais un arbre 𝐴𝐹𝐴−1 ne possédant plus que 𝐹𝐴 − 1 feuilles 

• On recommence l’opération jusqu’à ce que l’arbre permettant de minimiser 𝐶(𝐴) soit l’arbre trivial 𝐴1 

 

On obtient donc une suite emboîtée d’arbres : 

 

𝐴𝐹𝐴
⊃ 𝐴𝐹𝐴

− 1 ⊃ ⋯  ⊃ 𝐴1 

 

Finalement, on choisit l’arbre 𝐴𝑜𝑝𝑡 parmi ces sous-arbres par un processus de validation croisée. 

 

b. Forêt aléatoire 

 

Une forêt aléatoire ou random forest est un modèle d’apprentissage automatique qui repose en partie sur une 

méthode de bagging appliqué à des arbres de décisions. Le bagging introduit par Breiman en 1996 est la contraction 

de boostrap aggregating que l’on peut traduire par « rééchantillonnage et agrégation ». L’idée générale est de tirer 

indépendamment k observations aléatoires avec remise parmi la base de 𝑛 observations (𝑘 ≤ 𝑛), c’est la 

composante « bootstrap » du bagging. Certaines observations peuvent donc être répétées. On réitère ce processus 

𝑚 fois et on obtient alors 𝑚 échantillons que l’on va utiliser pour entraîner 𝑚 modèles, tels que des arbres de 

décisions. On obtient ainsi 𝑚 prédictions différentes que l’on va agréger soit par une moyenne dans le cas de la 

régression, soit par un vote majoritaire dans le cas de la classification (la modalité la plus prédite parmi les m 

classifieurs est sélectionnée).  

 
Figure 54 – Schéma explicatif du bagging 



69 

 

Le modèle de forêt aléatoire repose en grande partie sur le bagging (appliqué aux arbres de décisions), mais possède 

cependant une composante supplémentaire dans la construction des arbres. Ce modèle introduit en effet un tirage 

aléatoire des variables. Ainsi, à chaque nœud des arbres de décisions, plutôt que de trouver la division optimale en 

agissant sur l’ensemble des variables, on considère uniquement 𝑚 variables tirées aléatoirement et sans remise 

parmi l’ensemble des variables explicatives. Par défaut, dans notre cas, la valeur de 𝑚 sera égale à la racine carrée 

du nombre de variables explicatives total, mais il sera également possible d’optimiser ce paramètre. À noter 

également qu’à la différence d’un simple algorithme CART, les arbres ne sont pas élagués dans le cas d’une forêt 

aléatoire.  

 

L’algorithme de forêt aléatoire met également à disposition une estimation de son erreur de généralisation qu’on 

appelle l’erreur « Out-Of-Bag » (OOB) ou erreur « hors sac » pour désigner les observations qui seraient en dehors 

de l’échantillon bootstrap. L’idée est assez simple, on considère une observation (𝑥𝑖 , 𝑦𝑖) et on s’intéresse 

uniquement aux arbres pour lesquels cette observation est « Out-Of-Bag », c’est-à-dire qu’elle n’a pas été tirée 

dans l’échantillon bootstrap. On calcule par la suite les prédictions associées à cette observation pour chacun de 

ces arbres et on agrège les résultats de manière classique (moyenne ou vote majoritaire). On effectue cette opération 

pour chacune des observations et on calcule finalement l’erreur associée en faisant l’erreur quadratique moyenne 

dans le cas d’une régression ou en retournant la proportion d’observations mal classées en classification. 

 

L’erreur OOB permet également de fournir un indicateur d’importance entre les variables. Concrètement en 

considérant la variable 𝑚𝑖, on calcule tout d’abord l’erreur OOB de l’arbre de manière classique, puis on la 

recalcule en permutant aléatoirement les observations de la variable 𝑚𝑖. Logiquement, si la variable est importante 

l’erreur après permutation de ces observations devrait être beaucoup plus grande. En faisant la moyenne des écarts 

sur tous les arbres, si l’écart moyen est faible cela signifie que la variable a peu d’importance. 

 

Ce modèle présente de nombreux avantages par rapport à l’algorithme CART, en étant beaucoup moins instable, 

moins sensible au surapprentissage et présente généralement de meilleures performances. Cependant contrairement 

à un simple arbre de décision, l’agrégation d’un ensemble d’arbres rend l’interprétabilité du modèle beaucoup plus 

compliqué, d’où un certain effet boîte noire, qui rend ce genre de modèles souvent rarement utilisés en tarification.  

 

c. Gradient Boosting Machines (GBM) et eXtreme Gradient Boosting (XGBoost) 

 

Tout comme les forêts aléatoires avec le bagging, le renforcement de gradient ou Gradient Boosting Machines est 

un modèle d’agrégation d’arbres basé sur le boosting. Cette méthode adopte un principe similaire au bagging, 

l’objectif étant de construire une famille de modèles qui sont ensuite agrégés. La principale différence provient 

notamment de la manière dont est construite la famille de modèles. En effet, si le bagging repose sur une 

construction parallèle de chaque modèle, le boosting est construit de manière récurrente.  

 

L’idée de base est de s’adapter au modèle précédent en donnant plus de poids aux observations mal ajustées ou 

mal prédites. L’algorithme de boosting basique est l’AdaBoost. Dans un premier temps, les poids de chaque 

observation sont initialisés à 
1

𝑛
 (où 𝑛 est le nombre d’observations). Par la suite, ce poids reste inchangé si 

l’observation est bien classée et croît proportionnellement au défaut d’ajustement dans le cas inverse. Enfin, on 

agrège les résultats de l’ensemble des modèles en associant un poids 𝑐𝑚 à chaque classifieur, calculé à partir du 

taux d’erreur du modèle et permettant d’attribuer davantage d’importance aux modèles les plus performants. 
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Figure 55 - Schéma explicatif du boosting 

De la même façon que pour AdaBoost, l’algorithme de gradient boosting vise à construire une séquence de modèles 

de sorte que chaque modèle ajouté à la combinaison apparaisse comme un pas vers une meilleure solution. À la 

différence que dans le cas du renforcement de gradient, ce pas est franchi dans la direction du gradient de la fonction 

de perte, ce qui permet d’améliorer les propriétés de convergence. Notons 𝑙 une fonction de perte convexe et 

différentiable dont l’objectif est par définition d’évaluer l’écart entre les valeurs prédites et les observations. Ce 

modèle est donc basé sur un algorithme de descente de gradient dont l’objectif est pour rappel de déterminer un 

minimum local en partant d’un point aléatoire et en se déplaçant vers la plus forte pente.  

 

Le modèle se présente comme une approximation de la fonction 𝑓 : 

 

𝑓𝑚(𝑥) =  𝑓𝑚−1(𝑥) + 𝛾𝑚𝛿(𝑥𝑖) 

 

=  𝑓𝑚−1(𝑥) − 𝛾𝑚 ∑ ∇fm−1

𝑛

𝑖=1

𝑙(𝑦𝑖, 𝑓𝑚−1(𝑥𝑖)) 

À chaque étape on cherche donc à calculer le meilleur pas de descente 𝛾 tel que : 

 

min
𝛾

∑ [𝑙 (𝑦𝑖, 𝑓𝑚−1(𝑥𝑖) − 𝛾
𝜕𝑙(𝑦𝑖 , 𝑓𝑚−1(𝑥𝑖))

𝜕𝑓𝑚−1(𝑥𝑖)
)]

𝑛

𝑖=1

 

On peut résumer l’algorithme global pour la régression de la manière suivante : 

 

 
Figure 56 - Algorithme de Gradient Boosting pour la régression (Source : WikiStat) 
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Lors de notre étude, on n’utilisera pas directement le Gradient Boosting, mais plutôt le eXtreme Gradient Boosting 

souvent abrégé comme XGBoost et qui est une version particulière du modèle décrit ci-dessus. Une des différences 

réside dans la construction des arbres de décisions qui sont cette fois-ci élagués contrairement à ce qui est fait dans 

le renforcement de gradient. De plus, de nombreux calculs sont parallélisés permettant de réduire significativement 

les temps de calcul.  

 

d. Sélection de variables : Élimination récursive de variables (RFE) 

 

L’algorithme d’élimination récursive de variables (Recursive Feature Elimination ou RFE) est un algorithme 

permettant de sélectionner le sous-ensemble de variables optimales permettant de maximiser le score de validation 

croisée sur l’indicateur de performance considéré. Dans le cas de la régression, on utilisera le RMSE, et dans le 

cas de la classification, le score F1. L’algorithme est construit de la manière suivante : 

 

• On calcule le score de validation croisée sur l’ensemble de nos variables. 

• On enlève la variable la moins importante selon l’indicateur d’importance intégré dans le modèle 

(l’algorithme n’est donc pas applicable pour les modèles ne présentant aucun coefficient d’importance 

comme le modèle des k plus proches voisins par exemple). 

• On réitère les étapes précédentes en recalculant le score de validation croisée sans la variable que l'on vient 

d'enlever. 

• On s'arrête une fois qu’il ne reste plus qu’une variable. 

• On sélectionne pour finir le sous-ensemble de variables donnant le meilleur score de validation croisée. 

 

e. Sélection de paramètres : Grid Search  

 

Une fois les variables optimales sélectionnées pour chaque modèle, la méthode Grid Search nous permettra de 

sélectionner les paramètres optimaux. L’algorithme se décompose de la manière suivante : 

 

• On définit préalablement un ensemble de valeurs pour les paramètres que l’on souhaite tester.  

• Pour chacune des combinaisons possibles de valeurs de paramètres, on calcule le score de validation croisée 

des modèles.  

• Enfin, on sélectionne la combinaison de paramètres fournissant le meilleur score de validation croisée. 

 

 

5) Résultats de modélisation sur le risque pluvial 

 

Maintenant que l’on a décrit les différents modèles et méthodes qui seront utilisés par la suite, commençons par 

déterminer le modèle optimal pour la prédiction du taux de destruction moyen par an pour le risque pluvial. À noter 

que les résultats qui seront présentés ci-dessous seront effectués avec la variable précipitation extrême, mais que 

le même processus sera effectué pour la variable nombre de jour de forte pluie et que les résultats obtenus à partir 

des deux variables seront comparés lors de la synthèse des résultats. 

 

a. Distribution des taux de destruction du risque pluvial 

 

Avant de passer aux modélisations, on peut s’intéresser à la distribution des taux de destruction. Une des difficultés 

pour la prédiction de ces taux est la forte concentration des risques avec de faibles taux, puis la grande dispersion 
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pour les risques davantage exposés au risque pluvial. Ainsi chaque erreur de modélisation entraînera 

potentiellement des conséquences importantes sur l’erreur quadratique moyenne, très sensible aux valeurs 

extrêmes.  

 

 
Tableau 11 - Quantiles des taux de destruction moyens par an pour le risque pluvial - base d'entraînement 

 
Figure 57 - Densité du taux de destruction moyen par an du risque pluvial 

 

b. Résultats du GLM Gamma 

 

Le premier modèle étudié est le modèle linéaire généralisé appliqué pour la distribution Gamma associée à la 

fonction de lien log. Cette distribution est bien adaptée à nos données, étant donné que la fonction Gamma est 

définie uniquement sur les réels strictement positifs.  

 

 
Tableau 12 - Résultats du GLM Gamma sur les taux de destruction du risque pluvial 

 

Une majorité des variables est significative à 95% selon le test de Student à l’exception du coefficient de Manning 

qui dispose d’une p-valeur de 0,066 ainsi que différentes modalités de portefeuille. Notons que par confidentialité, 

nous n’exprimerons pas explicitement le nom des différents portefeuilles. Le taux d’engagement perte 
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d’exploitation ressort également avec une p-valeur supérieure aux autres, mais est tout de même significatif au 

seuil de 1%.  

 

 

 
Tableau 13- Première étape de la procédure backward AIC pour le modèle GLM Gamma - taux de destruction pluvial 

Pour la sélection des paramètres optimaux, on met en place une méthode descendante par AIC comme décrite dans 

la partie IV.3. La méthode nous indique que le GLM permettant de minimiser le critère est le modèle disposant de 

toutes les variables. En effet, l’algorithme s’arrête dès la première étape comme on peut le voir sur le tableau ci-

dessus, peu importe la variable qui est retirée, l’AIC augmente. Notons tout de même les trois variables ayant la 

plus grande influence sur l’AIC et sur le pseudo-R2 lorsqu’on les retire. À savoir l’indice d’humidité topographique 

pour lequel le pseudo-R2 passe de 25,2 à 14,7% lorsqu’on le retire du modèle, la distance au cours d’eau 

provoquant une baisse de presque 7% du pseudo-R2 lorsqu’on la retire et enfin les précipitations extrêmes causant 

une baisse de 25,2 à 21,9%. On conserve donc l’ensemble des variables et on obtient les résultats suivants : 

 

 

 
Tableau 14 - Résultats des indicateurs de performance sur le modèle GLM Gamma optimal - taux de destruction pluvial 

Les colonnes 2 à 4 nous indiquent les scores obtenus par validation croisée. En l’état la racine de l’erreur 

quadratique moyenne n’est pas vraiment interprétable, et prendra tout son sens lors de la comparaison des différents 

modèles entre eux.  

 

Concernant le score d’AAL nous indiquant la différence de charge annuelle modélisée sur l’assiette totale entre la 

prédiction et l’observation, on obtient un score de 45,5%. Concrètement, en valeur absolue, la différence entre la 

charge annuelle moyenne inondation prédite et celle observée (c’est-à-dire celle qui est donnée par nos 

modélisateurs) est en moyenne de 45,5% sur les dix itérations de validation croisée. 

 

Le coefficient de Spearman entre les valeurs prédites et celles observées et de 32,7%. Le modèle fait donc mieux 

que l’aléatoire, mais fournit un score qui reste relativement faible. 

 

c. Résultats de la régression Bêta 

 

La régression à partir de la distribution Bêta est à priori assez bien adaptée à nos données étant donné qu’elle est 

définie sur l’intervalle ]0; 1[ ce qui est parfait pour l’étude du taux de destruction pluvial qui est compris dans ce 

domaine de définition. 

 



74 

 

 
Tableau 15 – Résultats du GLM Bêta sur les taux de destruction du risque pluvial 

L’ensemble des variables est significatif au seuil de 1% selon le test de Wald à l’exception du portefeuille numéro 

11. Le coefficient de précision 𝜙 introduit dans la partie IV.3 n’est ici pas modélisé par la régression et on utilise 

donc un coefficient constant.  

 

 
Tableau 16 - Première étape de la procédure backward AIC pour le modèle GLM Bêta - taux de destruction pluvial 

Le modèle permettant de minimiser l’AIC est le modèle entraîné avec l’ensemble des variables. On retrouve ci-

dessous les résultats obtenus en les conservant toutes. Le coefficient de Spearman est particulièrement bon avec 

un score atteignant les 50%, cependant le score d’AAL semble très élevé avec un score de 74%. On surestime donc 

largement la charge inondation totale en moyenne sur la validation croisée. 

 

 

 
Tableau 17 - Résultats des indicateurs de performance sur le modèle GLM Bêta optimal - taux de destruction pluvial 

 

En complément de la moyenne 𝜇 on peut effectuer un autre modèle de régression Bêta en faisant également la 

prédiction du coefficient de précision 𝜙, on pourra ainsi comparer à l’issue des modélisations les résultats des deux 

méthodes.  
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Tableau 18 – Résultats du GLM Bêta (mu et phi) sur les taux de destruction du risque pluvial 

À l’exception de certains portefeuilles l’ensemble des variables semblent significatives selon le test de Wald, que 

ce soit pour les coefficients liés à la moyenne 𝜇 ou au coefficient de précision 𝜙. Les résultats de ce modèle sur 

l’ensemble des variables apparaissent comme ayant de plus mauvais scores RMSE et de Spearman, mais 

surestiment moins la charge globale inondation. On décide finalement de privilégier l’erreur quadratique moyenne 

et donc de conserver le modèle utilisant un coefficient de précision constant.  

 

 
Tableau 19 - Résultats des indicateurs de performance sur le modèle GLM Bêta phi optimal - taux de destruction pluvial 

 

d. Résultats du XGBoost 

 

Le modèle essayé par la suite est un modèle de boosting de gradient. À noter que pour ce modèle, les variables 

catégorielles ne sont pas prises en charge, il a donc fallu encoder la variable portefeuille selon un encodage One 

Hot consistant simplement à rajouter autant de colonnes qu’il y a de catégories en plaçant un « 1 » dans la colonne 

associée à la bonne branche assurée et un « 0 » dans les autres.  

 

Pour la sélection des variables, on utilise cette fois-ci la méthode d'élimination récursive de variables présentée 

dans la partie IV.4. Comme on peut le voir, le score RMSE le plus faible est atteint à l’étape 16 lorsque l’on retire 

la variable coefficient de Manning. Ce modèle est donc constitué des variables restantes, à savoir le taux 

d’engagement contenu, la distance au cours d’eau, la valeur de précipitations extrêmes et l’indice d’humidité 

topographique. 

Cependant, il apparait d’après les scores que retirer des variables a une incidence négative sur le score d’AAL ainsi 

que sur le coefficient de Spearman. On décide donc de tester les deux méthodes, en optimisant les paramètres d’un 

côté pour le modèle conservant toutes les variables et de l’autre pour le modèle optimal composée d’uniquement 

ces quatre variables. 
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Tableau 20 - Algorithme de Recursive Feature Elimination appliqué sur le XGBoost risque pluvial 

On commence tout d’abord par optimiser le modèle composé de l’ensemble des variables.  Pour la recherche des 

meilleurs paramètres, on utilise l’algorithme GridSearch présenté dans la partie IV.4.  

On trouve ci-dessous un exemple d’application de l’algorithme en faisant varier le paramètre de profondeur 

maximum des arbres max_depth ainsi que le taux d’apprentissage eta. À noter que davantage de valeurs de ces 

paramètres ont été testées, mais qu’on affiche ici celles qui ont fourni les meilleurs résultats pour plus de lisibilités. 

Ainsi dans notre cas une profondeur d’arbre de 8 et un coefficient eta de 0.05 permet de minimiser notre RMSE et 

ce sont les paramètres qui sont donc choisis pour ce modèle. 

 

 
Tableau 21 - Recherche des meilleurs paramètres pour le XGBoost toutes variables 

 

Les résultats obtenus pour ce modèle sont assez convaincants et fournissent le plus faible RMSE obtenu jusque-là 

tout en maintenant un score AAL relativement faible par rapport aux autres modèles et un coefficient de Spearman 

à 27%. 

 

 
Tableau 22 - Résultats des indicateurs de performance sur le modèle XGBoost toutes variables optimal - taux de destruction 

pluvial 
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On effectue ensuite le même processus sur le modèle de boosting entraîné uniquement sur les quatre variables 

optimales. On choisit 6 comme profondeur maximale de l’arbre et un coefficient eta de 0.05 selon l’algorithme de 

GridSearch :  

 

 

Tableau 23 - Recherche de meilleurs paramètres pour le XGBoost après RFE 

En entraînant notre modèle sur les trois variables sélectionnées précédemment et en utilisant les paramètres 

optimaux déterminés ci-dessus on obtient les résultats suivants : 

 

 
Tableau 24 - Résultats des indicateurs de performance sur le modèle XGBoost après RFE optimal - taux de destruction pluvial 

Il apparait finalement que le modèle donnant les meilleurs indicateurs est le modèle optimisé avec l’ensemble des 

variables. Il donne en effet un RMSE et un score AAL plus faible, ainsi qu’une corrélation de Spearman plus 

élevée. 

 

e. Résultats de la forêt aléatoire 

 

Enfin, le dernier modèle considéré est une forêt aléatoire. Pour la sélection de variables, on utilise également un 

algorithme d'élimination récursive de variables. 

 

 
Tableau 25 - Algorithme de Recursive Feature Elimination appliqué sur le Random Forest - taux de destruction pluvial 

Le modèle optimal est le modèle conservant l’ensemble des variables, puisqu’il permet en effet de minimiser le 

RMSE ainsi que le score d’AAL, tout en ayant quasiment le meilleur score de Spearman. On décide donc de 

conserver l’ensemble des variables. Notons tout de même les cinq variables qui semblent avoir le plus d’impact 

sur la dégradation de la corrélation de Spearman, à savoir la variable portefeuille, le taux d’engagement contenu, 
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les précipitations extrêmes, la distance au cours d’eau ainsi que l’indice d’humidité topographique qui est l’ultime 

variable restante en sortie d’algorithme.  

 

 
Tableau 26 - Recherche de meilleurs paramètres pour le Random Forest - taux de destruction pluvial 

 

Il apparait que le RMSE minimal est obtenu pour une profondeur maximale de 8 et une valeur de mtry (nombre de 

variables testées à chaque division) par défaut, qui est renseigné comme étant la racine du nombre de variables 

explicatives. Cependant, ce choix de paramètres dégrade fortement le score d’AAL ainsi que le score de Spearman. 

On décide donc de finalement utiliser les paramètres par défaut qui permettent d’obtenir un bon compromis entre 

les trois indicateurs avec le plus faible score d’AAL et quasiment la meilleure corrélation de Spearman parmi les 

différents paramètres testés.  

 

 

 
Figure 58 - Influence relative des variables du Random Forest - taux de destruction pluvial 

 

On a représenté ci-dessus l’apport de chacune des variables dans la forêt aléatoire. On remarque que la variable sur 

l’indice d’humidité topographique est celle qui apporte le plus d’informations, suivie de près par la distance au 
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cours d’eau et par les précipitations extrêmes. Notons tout de même l’apport non négligeable du taux d’engagement 

contenu, du coefficient de Manning et de la variable portefeuille dans le modèle.  

 

 

 
Tableau 27 - Résultats des indicateurs de performance sur le modèle Random Forest - taux de destruction pluvial 

f. Synthèse des résultats et choix du modèle 

 

Avant de s’intéresser au tableau final présentant l’ensemble des modèles et leurs scores associés, on souhaite 

s’intéresser à la distribution de nos variables afin de s’assurer que l’allure des taux de destruction prédits est 

similaire aux taux de destruction fournis par notre modélisateur.  

 

On remarque directement que les deux modèles les plus fidèles à la distribution de la base de test sont les deux 

modèles de machine learning, à savoir le boosting de gradient et la forêt aléatoire. Les autres modèles ont des 

densités beaucoup moins représentatives de la réalité et notamment le modèle de régression Bêta qui fournissait un 

coefficient de Spearman intéressant, mais qui est cependant totalement décalé et qui surestime grandement la 

plupart des taux de destruction.  

 

 

 
Figure 59 – Courbe de distribution des taux de destruction modélisés sur la base de test et ceux observés – risque pluvial 

On obtient des résultats similaires en représentant la courbe de distribution des résidus, les deux modèles 

impliquant des arbres de décisions possèdent les pics de densité les plus importants au niveau des faibles valeurs 

d’erreur.  
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Figure 60 - Courbe de distribution de la valeur absolue des résidus – risque pluvial 

Ainsi, au vu de ces courbes de distribution, ainsi qu’en se basant sur le tableau récapitulatif ci-dessous on 

décide de sélectionner pour nos modélisations un modèle de forêt aléatoire qui permet de minimiser le RMSE 

par rapport aux autres modèles. De plus, ce modèle permet d’obtenir la deuxième meilleure corrélation de 

Spearman tout en ayant un score d’AAL relativement faible par rapport à ce qu’on peut obtenir sur la 

régression Bêta. 

 

 

 
Tableau 28 - Synthèses des résultats de modèles - taux de destruction pluvial - avec variable précipitations extrêmes 

Enfin, nous avions fait le choix dans la partie de présélection des variables de faire exactement les mêmes processus 

de sélections de modèles, de variables et de paramètres en le faisait d’un côté pour la variable précipitations 

extrêmes et de l’autre pour la variable nombre jour de forte pluie. Finalement, au vu du tableau ci-dessous qui 

présente les résultats pour la variable nombre de jour de forte pluie, il apparait que la variable précipitations 

extrêmes semble fournir de meilleurs résultats, on décide donc de sélectionner cette dernière. 

 

 

 
Tableau 29- Synthèses des résultats de modèles - taux de destruction pluvial - avec variable nombre de jour de forte pluie 
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6) Résultats de modélisation sur le risque fluvial 

 

Cette partie vise à présenter les différents résultats de modèles obtenus pour la prédiction de la variable concernant 

le taux de destruction annuel moyen pour le risque fluvial. Cette étape de prédiction se fait en deux étapes, une 

première étape de classification et une deuxième étape de régression dépendant des résultats de la première étape. 

Le processus complet est détaillé ci-dessous.  

a. Méthodologie de prédiction  

 

Soit 𝑋𝑖 ∈ {0,1} la variable aléatoire binaire qu’on a également appelée Exposed_fluvial qui permet d’identifier si 

le risque est exposé au risque fluvial ou non. Soit 𝑋𝑖̂ la prédiction de cette variable obtenue par le biais du modèle 

de classification qui sera sélectionné dans la partie suivante. 

 

Soit 𝑌𝑖 ∈]0,1] la variable continue qui correspond au taux de destruction moyen par an pour le risque fluvial, 

uniquement pour les risques exposés à ce risque (autrement dit pour les risques ayant un taux de destruction non 

nul). Soit 𝑌𝑖̂ la prédiction de cette variable obtenue par le biais du modèle qui sera sélectionné dans cette partie. 

L’entraînement sera fait uniquement sur les risques de la base d’entraînement ayant un taux de destruction 

strictement positif. Sur cette base 95% des risques ont un taux de destruction nul (Exposed_fluvial = 0), on effectue 

donc l’entraînement de ces modèles sur seulement 5% de la base d’entraînement, soit environ 12 500 risques sur 

un total de 250 000 risques. 

 

Soit 𝑍𝑖 ∈ [0,1] la variable du taux de destruction moyen par an pour le risque fluvial qui inclut les taux de 

destruction nuls. La prédiction de cette variable sera effectuée à partir des prédictions effectuées précédemment à 

partir du modèle de classification pour 𝑋𝑖 ainsi que pour le modèle de régression pour 𝑌𝑖. 

 

𝑍𝑖̂ = 𝑋𝑖̂ ∗ 𝑌𝑖̂ 

 

À noter que les indicateurs de performances calculés dans la partie régression (RMSE, score d’AAL et de 

Spearman), seront calculés à partir de 𝑍𝑖̂ directement et non de 𝑌𝑖̂. 

 

Pour rappel, 95% des taux de destruction pour le risque fluvial sont nuls, il est donc indispensable de passer par 

cette première étape de classification avant d’effectuer notre régression. De plus, on représente ci-dessous la 

distribution des 12500 taux de destruction strictement positifs de notre base d’entraînement. Globalement, le 

constat est le même que pour la distribution des taux pour le risque pluvial avec une grande concentration des 

faibles taux puis une queue de distribution très étendue. Pour plus de lisibilités, on a limité la courbe des abscisses 

au quantile à 95% des taux de destruction strictement positif soit à environ 0,0017.  

 

 
Figure 61 - Densité du taux de destruction moyen par an du risque fluvial (avec exclusion des taux nuls) 
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b. Synthèses des résultats et choix du modèle de classification 

 

Contrairement à la partie pluviale, on ne présentera pas ici le choix des paramètres et variables des différents 

modèles, la méthode étant sensiblement la même, on pourra trouver le détail du processus en annexe 6. 

 

On présente ci-dessous le récapitulatif des résultats pour l’ensemble des trois modèles. Le modèle de forêt aléatoire 

ainsi que celui de boosting de gradient ont des résultats très similaires contrairement à la régression logistique qui 

présente des résultats largement inférieurs.  

 

Pour la prédiction de la variable Exposed_fluvial, on décide alors de sélectionner le modèle permettant de 

maximiser le score F1, à savoir la forêt aléatoire. En faisant la moyenne sur les dix itérations de la validation croisée 

on obtient en effet une précision de 43%, un rappel 64% et un score F1 d’environ 51%. En calculant ces indicateurs 

sur la prédiction obtenue avec la base de test on obtient le même classement dans les modèles avec un score F1 de 

59% pour le random forest, 58% pour le boosting de gradient et 43% pour la régression logistique. Comme détaillé 

en annexe 6, le choix des paramètres avec l’algorithme GridSearch a fait apparaitre que ce score optimal de la forêt 

aléatoire était obtenu avec un nombre d’arbres de 100 ainsi qu’une profondeur maximale d’arbre de 12. 

 

 

 
Tableau 30 - Résultats des indicateurs de performance sur l’ensemble des modèles – Exposed_fluvial 

Concernant l’importance des variables, la distance à la rivière large, la différence d’altitude à la rivière large ainsi 

que la distance à la rivière ressortent particulièrement. À l'inverse, le taux d’engagement pertes d’exploitation, ainsi 

que le nombre d’étages sur le portefeuille immeuble, semblent avoir peu d’incidence sur l’exposition au risque 

fluvial. 

 

 
Figure 62 - Influence relative des variables du Random Forest – classification risque fluvial 
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On peut également comparer les résultats des modèles en traçant leurs courbes ROC et PR obtenues sur la base de 

test. Ces représentations sont intéressantes pour mesurer l’apport prédictif des modèles en comparaison d’une 

simple prédiction aléatoire représentée par le tracé violet. Pour rappel, comme introduit dans la partie IV.1, ces 

courbes représentent l’évolution de différents indicateurs en faisant varier le seuil de classification de 0 à 1. On a 

représenté par un point noir le seuil de classification choisi lors de la validation croisée, en maximisant la moyenne 

des scores F1. Les points rouges désignent les seuils optimaux qu’il aurait fallu prendre pour maximiser le score 

F1 sur la base de test. On observe que pour les deux modèles d’arbres de classification, le seuil choisi semble 

satisfaisant vu qu’il est assez proche du seuil optimal. 

 

De plus, il apparait comme on a pu le voir dans le tableau ci-dessus que les courbes associées à la régression 

logistique sont davantage rapprochées des courbes obtenues par tirage aléatoire, indiquant ainsi un pouvoir 

prédictif inférieur aux autres modèles.   

 

Un autre indicateur intéressant est l’aire sous la courbe (AUC) ROC. Il est de 86,4% sur le modèle de forêt aléatoire 

et de 87,1% pour le boosting de gradient, que l’on peut donc comparer aux 50% obtenus lors d’un tirage aléatoire. 

Concrètement, cela signifie qu’en sélectionnant deux risques aléatoirement, l’un exposé au risque fluvial, l’autre 

non, la probabilité d’identifier correctement le risque exposé au risque fluvial parmi les deux est de 86,4% pour le 

random forest contre 87,1% pour le xgboost. 

 

 

 
Figure 63 - Courbe ROC et PR sur la base de test pour l’ensemble des modèles – risque fluvial 

 

Enfin, on peut établir un bilan des indicateurs de classification obtenus sur la base de test avec le modèle de forêt 

aléatoire en représentant sa matrice de confusion. Dans l'ensemble, on observe une exactitude (accuracy) globale 

de 83,9% et donc une part d’erreur de 16,1%. Cependant comme indiqué en partie IV.1 l’exactitude n’est pas 

l’indicateur le plus adapté dans le cas de classes déséquilibrées, et qu’en considérant simplement un modèle naïf 

qui prédirait uniquement des « 0 », l’exactitude obtenue serait de 82,8%. Pour mieux visualiser le pouvoir prédictif 

de notre modèle, considérons par exemple le score F1 qui n’est pas influencé par la présence de classes 

déséquilibrées. Le score obtenu est 58,7%, à noter que par mesure de comparaison, en effectuant une prédiction 

totalement aléatoire, on obtient un score F1 de 25,5%, soit près de deux fois inférieur au score obtenu avec le 

modèle sélectionné. 
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Figure 64 - Matrice de confusion obtenue avec le modèle Random Forest - Exposed_fluvial 

 

c. Synthèses des résultats et choix du modèle de régression 

 

Dans un deuxième temps, on peut entraîner nos modèles de régression sur les risques ayant un taux de destruction 

strictement positif puis tester ces modèles sur les risques considérés comme positifs selon le modèle de 

classification précédemment sélectionné. On trouvera plus de détails sur la construction des modèles en annexe 7. 

Les modèles considérés sont les mêmes que pour le taux de destruction du risque pluvial, à savoir le GLM Gamma, 

la régression Beta, le modèle xgboost et enfin le modèle de forêt aléatoire. Avant de passer à l’étape de comparaison 

des indicateurs de performance entre les modèles, on décide tout d’abord de comparer la distribution des taux de 

destruction prédits en comparaison et ceux fournis par notre modélisateur. Il semble que contrairement au risque 

pluvial aucune des distributions n'est réellement convaincante. Le modèle de forêt aléatoire prédit un trop grand 

nombre de faibles taux, tandis que le boosting de gradient semble totalement irrégulier, surement dû au faible 

nombre de variables sélectionnées pour ce modèle. Encore une fois, la distribution de la régression bêta est 

beaucoup trop excentrée au niveau des valeurs extrêmes et le modèle gamma semble donc cette fois le plus fidèle 

à la distribution des données. 
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Figure 65 - Courbe de distribution des taux de destruction moyens par an – taux de destruction risque fluvial 

 

Le constat est le même en s’intéressant aux indicateurs de performance et c’est le modèle GLM gamma qui ressort 

avec le RMSE le plus faible, on décide donc de sélectionner ce modèle. De plus, c’est également ce modèle qui 

permet de minimiser le score d’AAL parmi les quatre. Le score de Spearman quant à lui est globalement stable 

entre les différents modèles et est principalement lié à l’effet de la classification précédente. Notons que le 

coefficient de Spearman est meilleur que pour le risque pluvial, vu qu’il atteint quasiment les 50%. Il apparait 

également que l’on semble surestimer encore une fois la charge totale de près de 50% en moyenne sur les dix 

itérations de validation croisée. 

 

 
Tableau 31 - Synthèses des résultats de modèles - taux de destruction fluvial 

Ainsi la modélisation du risque fluvial s’est faite en deux étapes. Tout d’abord une première étape de classification 

avec un random forest permettant d’identifier si un risque est exposé au risque fluvial ou non, puis une deuxième 

étape de régression à l’aide d’un GLM gamma permettant de prévoir le taux de destruction des sites assurés exposés 

au risque fluvial. 
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V. Exploitation des modèles et impact du changement climatique 
 

Maintenant que l’on dispose de modèles permettant de déterminer pour chacun des sites assurés un taux de 

destruction moyen par an et donc une charge annuelle moyenne, aussi bien pour le risque « fluvial » que « pluvial », 

on souhaite désormais tester le modèle sur l’ensemble du portefeuille afin d’en déduire des résultats sur les régions 

et portefeuilles les plus exposés au risque inondation. 

 

Dans un deuxième temps, on appliquera les projections climatiques Cordex à notre modèle afin d’en déduire un 

impact sur la sinistralité future. Étant donné que les résultats de modélisation sur le risque fluvial ne dépendent pas 

du climat, on limitera l’étude du changement climatique au seul risque pluvial pour lequel les sorties du modèle 

dépendent des précipitations extrêmes (quantile à 99% des précipitations journalières).  

 

1) Résultats sur la base de test et comparaison avec les sorties du modélisateur 
 

Avant de passer à l’analyse sur l’ensemble du portefeuille, on souhaite tout d’abord analyser les résultats sur la 

base de test afin de pouvoir comparer les sorties avec les informations fournies initialement par le modélisateur. 

Pour rappel, la base de test est composée d’environ 750 000 risques choisis préalablement par Groupama comme 

étant à fort risque inondation. Les résultats sur cette base ne sont donc pas représentatifs de l’ensemble du 

portefeuille et sont présentés uniquement dans un objectif de comparaison avec les sorties du modélisateur.  

 

a. Résultats sur le risque pluvial 

 

On remarque sur les cartographies ci-dessous que notre modèle a tendance à surestimer les charges dans le nord 

de la France et notamment dans les départements de l’Orne et de l’Eure qui ressortent en bleu foncé. Le sud et 

nord-est de la France semblent mieux modélisés et ressortent comme davantage touchés que la partie nord-ouest. 

Notons particulièrement les Pyrénées-Atlantiques, la région Occitanie, certains départements des Alpes et des 

Vosges qui ressortent comme particulièrement touchés dans les deux modélisations. 

 

 
Figure 66 - Résultats du modèle pluvial par département sur la base de test 

On s’intéresse par la suite aux résultats par portefeuille. On observe que le portefeuille A apparait comme 

particulièrement touché par les inondations avec un taux de destruction de 0.008% selon le modélisateur, soit le 

portefeuille le plus touché selon eux, contre 0.006% selon notre modèle, faisant de ce portefeuille le plus impacté 

par les inondations derrière le B. Notons également une modélisation un peu trop élevée sur le portefeuille F avec 

un taux de destruction de 0.004% selon notre modèle contre seulement 0.002% selon le modélisateur. Enfin, la 
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modélisation du portefeuille H semble quant à elle globalement bonne avec un taux égal à 0.005% dans les deux 

cas.  

 

 
Tableau 32 - Comparaison des résultats par portefeuille entre le modélisateur et les prédictions internes – risque pluvial 

Par la suite, on décide de comparer la courbe de Lorenz obtenue avec notre modèle et celle obtenue par le 

modélisateur. La courbe de Lorenz permet de représenter la distribution d’une variable aléatoire (revenus, 

patrimoine, sinistralité, etc.) au sein d’une population et permettait initialement à celui qui l’a introduit, 

l’économiste Max O.Lorenz, de représenter les inégalités salariales. Concrètement, on représentera dans notre cas, 

la fonction de répartition qui associe à chaque quantile la part de sinistralité causée par celui-ci. Elle associe donc 

la part Y de sinistralité causée par une fraction X des sites assurés.  

 

Cette courbe est très intéressante dans la gestion des risques et permet de visualiser quelle proportion des risques 

est à l’origine de quelle proportion des inondations. On décide donc de la comparer avec la courbe obtenue par le 

modélisateur afin de s’assurer de la cohérence entre les deux résultats. Par exemple en considérant l’avant-dernier 

trait, il apparait que 87,5% des sites assurés sont responsables de 12,5% de la sinistralité selon notre modèle contre 

seulement 3% selon le modélisateur. Ainsi à l’inverse, cela signifie que les 12,5% des sites assurés les plus à risques 

causent 87,5% de la charge annuelle moyenne pour le risque pluvial selon les prédictions internes contre 97% selon 

le modélisateur. Si l’inégalité est flagrante quel que soit le modèle considéré, notre modèle a tendance à davantage 

répartir la charge inondation entre les risques et le côté extrême de certains risques est moins marqué que du côté 

du modélisateur. 

 

 
Figure 67 – Comparaison modélisateur vs prédiction des courbes de Lorenz appliquées à la distribution de l'AAL pluvial  
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b. Résultats sur le risque fluvial 

 

Concernant le risque fluvial, le constat est globalement le même que pour le risque pluvial, il semble que la charge 

inondation globale est sur-modélisée et que davantage de départements ressortent en bleu foncé. Notons tout même 

une certaine cohérence et que la quasi-totalité des départements en bleu foncé côté modélisateur le sont également 

sur notre modèle. Il s’agit principalement des départements traversés par des fleuves à savoir la Loire pour les 

départements de la région Pays de Loire et Centre-Val de Loire, la Seine pour l’Île-de-France, la Garonne pour le 

Sud-Ouest et le Rhône pour le Sud-Est. À noter que côté modélisateur les départements du Sud-Est traversés par 

le Rhône semblent étonnamment peu touchés par le risque fluvial. Enfin du côté de la Bretagne, de la Normandie, 

et du nord de la France les deux modèles sont cohérents et modélisent une faible charge fluviale dans ces zones.  

 

 
Figure 68 - Résultats du modèle fluvial par département sur la base de test 

La modélisation par portefeuille est très satisfaisante et le classement des portefeuilles entre eux est pratiquement 

le même entre les deux modèles. On observe cependant que les taux de destruction sont surestimés par notre 

modèle, quels que soient les portefeuilles. Notamment sur le portefeuille I pour lequel la surestimation est près de 

trois fois supérieure à ce qu’indique notre modélisateur.  

 

 
Tableau 33 - Comparaison des résultats par portefeuille entre le modélisateur et les prédictions internes – risque fluvial 

Également, tout comme pour le risque pluvial, notre modèle a tendance à davantage répartir la charge inondation 

entre les risques. On peut en effet le voir sur la courbe de Lorenz ci-dessous, la courbe verte qui représente notre 

prédiction est plus proche de la diagonale correspondant à une égalité parfaite dans la sinistralité inondation entre 

les risques. Enfin la partie classification de la modélisation fluviale est clairement visible sur la courbe de Lorenz 

étant donné que plus de 80% des risques ont une charge fluviale nulle, ce qui se traduit par une courbe horizontale 

sur l’axe des abscisses jusqu’à ce niveau.  
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Figure 69 - Comparaison modélisateur vs prédiction des courbes de Lorenz appliquées à la distribution de l'AAL fluvial 

c. Résultats globaux risque combiné 

 

Le tableau ci-dessous présente les écarts de modélisations au global pour chaque région. On remarque dans 

l'ensemble qu’il est très difficile de retrouver exactement les mêmes résultats que le modélisateur et il apparait que 

l’on surestime de 50% la charge globale fluviale et de 12% la charge pluviale soit une surestimation globale de la 

charge inondation de +35%.  

 

Sur le risque fluvial, cinq régions sont surmodélisées de plus de 100% à savoir la région Auvergne-Rhône-Alpes, 

Bourgogne-Franche-Comté, Île-de-France, Normandie et Provence-Alpes-Côte d’Azur. De plus, les deux modèles 

concluent sur une non-exposition au risque fluvial des sites assurés se trouvant en Corse dans notre base de test. À 

noter cependant que la Corse est peu représentée dans notre base de test, ce qui explique aussi la forte surestimation 

pour le risque pluvial. Sur ce risque, quatre autres régions apparaissent à plus de 100%, à savoir la région Centre-

Val de Loire, Hauts-de-France, Île-de-France, Normandie et Pays de la Loire. Au total sur le risque combiné, seul 

trois régions s’avèrent surestimées de plus du double : la Corse, l’Île-de-France, et la Normandie.  

 

  
Tableau 34 – Écarts de modélisations par région selon les trois visions pluviale/fluviale/combinée 
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2) Résultats sur l’ensemble du portefeuille 

 

On peut désormais s’intéresser à l’analyse des résultats en appliquant le modèle sur l’ensemble des risques afin 

d’en déduire les régions et portefeuilles sur lesquels appliquer d’éventuelles décisions de souscriptions liées à la 

gestion du risque inondation.  On commencera par étudier les résultats sur le risque pluvial, puis sur le risque 

fluvial et enfin sur le risque combiné qui désigne la totalité du risque inondation étudié dans ce mémoire (c’est-à-

dire pluvial et fluvial regroupé). 

 

a. Résultats sur le risque pluvial 

 

La carte ci-dessous représente les taux de destruction moyens par an pour le risque pluvial par département. De 

manière générale, les résultats semblent plutôt cohérents et c’est principalement le sud et l’est de la France qui 

ressortent comme particulièrement à risques d’inondations, ce qui correspond également aux zones dans lesquelles 

on observait le plus de précipitations extrêmes dans les cartographies de la partie III.3.f.  

 
Figure 70 - Taux de destruction moyen par an pour le risque pluvial modélisé par département 

Logiquement, ce sont les régions présentes dans ces territoires qui ressortent comme les plus exposées, on retrouve 

dans l’ordre, la Corse, la région Provence-Alpes-Côte d’Azur, l’Auvergne-Rhône-Alpes et l’Occitanie. Ces quatre 

régions se démarquent clairement, avec plus de 0.005% de taux de destruction annuel moyen pour le risque pluvial. 

À noter que la côte méditerranéenne est la région la plus touchée par les inondations selon l’historique de la CCR 

présenté dans la partie I, il est donc rassurant de voir ressortir cette région en deuxième position de notre modèle 

pluvial.  

 
Tableau 35 - Classement des régions les plus exposées au risque inondation pluvial  
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Enfin en étudiant les résultats par portefeuille, on remarque que la branche D ressort comme la plus touchée par le 

risque inondation avec 0.0052% de taux de destruction, loin devant la branche G, moins vulnérable à ce risque et 

qui présente un taux de destruction de 0.0018% 

 

 
Tableau 36 - Classement des portefeuilles les plus exposés au risque inondation pluvial  

 

b. Résultats sur le risque fluvial 

 

La prédiction du taux de destruction annuel moyen pour le risque fluvial passe par une première étape de 

classification afin d’identifier dans un premier temps les sites assurés exposés à ce risque. On représente sur les 

cartes ci-dessous des points selon quatre couleurs distinctes. En bleu les vrais positifs, c’est-à-dire les risques que 

notre modèle a prédits comme étant exposé au risque fluvial et qui le sont réellement (selon le modélisateur). En 

vert les vrais négatifs, c’est-à-dire les risques que notre modèle à prédit comme n’étant pas exposé au risque fluvial 

et qui en effet, ne le sont pas. En rouge et orange, l’ensemble des erreurs que l’on a faites, en rouge les faux positifs, 

notre modèle considère que le risque est exposé au risque fluvial alors qu’il ne l’est pas, en orange les faux négatifs, 

notre modèle considère que le site assuré n’est pas exposé au risque fluvial alors qu’il l’est.  

 

Par exemple, les résultats à Nantes sont très satisfaisants et nous permettent d’approcher une exactitude de presque 

100%, seuls de rares sites assurés ressortent en orange et rouge. Les résultats à Paris sont légèrement moins bons 

et il semble que l’on ait tendance à sous-estimer le nombre de risques exposés au risque fluvial étant donné que de 

nombreux sites apparaissent en orange (faux négatifs). Sur l’ensemble de la Bretagne, très peu de risques sont 

exposés au risque fluvial et notre modèle semble bien capter ce phénomène. Enfin à Bordeaux les résultats sont 

peu satisfaisants, selon le modélisateur aucun des sites assurés dans la ville n’est exposé au risque fluvial, une 

observation qui n’est pas captée par notre modèle, ce qui induit donc une grande quantité de faux positifs aux 

abords de la Garonne. Un résultat qui peut paraitre étonnant du côté de notre modélisateur, si en effet Bordeaux a 

historiquement bénéficié d’une coïncidence heureuse des marées qui ont permis d’atténuer les crues, le site 

gironde.gouv.fr pointe tout de même une dizaine d’inondations depuis le début du XXe siècle. Notons le plus 

récemment la crue du 31 janvier 2014 qui a notamment inondé le quartier de la Bastide dont certains risques 

apparaissent pourtant en faux positifs sur notre cartographie (quartier rive droite de la Garonne).  
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Figure 71 - Exemple de résultats de la classification sur l'exposition au risque fluvial pour différents territoires 

Par la suite, on peut étudier les résultats finaux après application de la classification puis de la régression sur 

l’ensemble des risques. D’un point de vue de la répartition géographique, les résultats sont assez similaires avec 

ce qu’on a déjà pu observer sur la base de test. Dans l'ensemble, les départements touchés sont surtout ceux 

traversés par de grands fleuves.   

 
Figure 72 - Taux de destruction moyen par an pour le risque fluvial modélisé par département 

Les résultats par région sont cohérents avec la carte par département. Le Sud-ouest, traversé notamment par la 

Garonne et la Dordogne, ressort comme particulièrement touché avec la région Occitanie et Nouvel-Aquitaine qui 

ont respectivement un taux de destruction moyen par an de 0.0062% et 0.0052%. On retrouve également les régions 

Centre-Val de Loire et Bourgogne-Franche-Comté respectivement traversées par la Loire et la Seine et qui 

atteignent des taux de destruction de 0.0054% et 0.0053%.   



93 

 

 
Tableau 37 – Classement des régions les plus exposées au risque inondation fluvial 

Enfin en ce qui concerne les résultats par portefeuille, on retrouve tout comme le risque pluvial, un portefeuille G 

moins vulnérable au risque inondation avec un taux de destruction près de trois fois inférieur au portefeuille H qui 

occupe la troisième place derrière les portefeuilles I et A.  

 

 
Tableau 38 - Classement des portefeuilles les plus exposés au risque inondation fluvial 

 

c. Résultats sur le risque inondation combiné (fluvial et pluvial) 

 

Maintenant que l’on s’est intéressé aux résultats indépendamment pour le risque pluvial et fluvial, dressons un 

bilan du risque inondation et des régions les plus touchées par ce risque selon nos modélisations. Tout d’abord, il 

apparait que les deux risques semblent peser un poids équivalent dans la charge inondation globale avec un taux 

de destruction générale sur l’ensemble du territoire de 0.0036% pour le risque pluvial, contre 0.0035% pour le 

risque fluvial.  

 

Géographiquement, on remarque que la partie nord-ouest de la France semble moins touchée par les phénomènes 

inondations avec des taux de destruction moyens par an inférieur à 0.004% pour la plupart des départements. Pour 

le reste le sud et l’ouest de la France ont pratiquement tous des taux de destruction supérieurs à 0.006% annuels, 

avec une concentration de département ayant des taux supérieurs à 0.011% dans le sud-ouest de la France.  
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Figure 73 - Taux de destruction moyen par an pour le risque inondation (combiné) modélisé par département 

Logiquement il ressort que les régions les plus exposées au risque inondation se trouvent au sud ou à l’ouest de la 

France. La région Occitanie occupe la première place avec 0.0112% de taux de destruction annuel moyen, contre 

0.0097% pour la région Bourgogne-Franche-Comté et 0.0086% pour la Nouvelle-Aquitaine. À l’inverse, on 

retrouve en dernière position les régions présentent dans la partie nord-ouest de la France, avec notamment la 

Bretagne qui occupe la dernière position avec un taux de destruction moyen plus de quatre fois inférieur à la région 

Occitanie. 

 
Tableau 39 - Classement des régions les plus exposées au risque inondation (combiné) 

Au niveau des portefeuilles, les branches I, A et D apparaissent comme particulièrement vulnérables au risque 

inondation. À l’inverse, la branche G s’avère avoir des taux de destruction au moins deux fois inférieurs aux autres 

portefeuilles. 

 

 
Tableau 40 - Classement des portefeuilles les plus exposés au risque inondation (combiné) 
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Enfin, la courbe de Lorenz nous indique que le risque pluvial touche davantage de sites assurés que le risque fluvial. 

En effet, les phénomènes de ruissellement notamment sont plus susceptibles de toucher n’importe quel site assuré, 

contrairement au risque fluvial qui touche uniquement des risques proches de grands fleuves. Au global, selon nos 

modélisations, il semble que 75% de la charge de sinistralité modélisée pour l’inondation est portée par uniquement 

4% du portefeuille, constituant ainsi un résultat particulièrement intéressant pour la gestion du risque inondation.  

 

 

 
Figure 74 - Courbes de Lorenz appliquées à la distribution de l'AAL pluvial, fluvial et combiné 

 

3) Évolution des précipitations avec le changement climatique  

  

Maintenant que l’on dispose d’une vision plus claire des zones à risques d’inondations sur la période actuelle, 

l’objectif par la suite est d’étudier l’impact du changement climatique sur la charge annuelle moyenne. Pour cela, 

cette partie vise dans un premier temps à étudier l’évolution des précipitations avec le changement climatique.  

   

Comme étudié dans la partie III, les données de projections climatiques CORDEX fournissent en supplément des 

simulations sur la période historique, des projections selon différents scénarios de changement climatique (RCP 

2.6, RCP 4.5 et RCP 8.5) et selon différents horizons de temps (horizon proche H1 : 2021-2050, horizon moyen 

H2 : 2041-2070, horizon lointain H3 : 2071 – 2100).  

 

De plus grâce au jeu de données DRIAS-2020, on dispose de douze modèles CORDEX différents, permettant pour 

chaque couple (RCP, horizons de temps) de calculer trois visions distinctes obtenues par un calcul de quantiles sur 

chaque point de grille. Une première vision qu’on qualifiera d’« optimiste » qui correspond au quantile à 5% de 

ces modèles, une vision en considérant la médiane des modèles et une vision « pessimiste » en sélectionnant le 

quantile à 95% des modèles. Cette méthode nous permettra de prendre en considération un nombre important de 

projections climatiques sans avoir à faire de choix arbitraire parmi ces modèles.  

 

a. Résultats généraux sur l’évolution des précipitations 

 

De manière générale, il semble que les précipitations journalières moyennes vont quasiment rester inchangées avec 

le changement climatique. On observe que ce changement sera encore moins important pour le scénario RCP 8.5 

pour lequel la moyenne des précipitations devrait évoluer de seulement 1% d’ici 2100 contre 6% pour le scénario 

RCP 2.6. 
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Tableau 41 - Projections d'évolution des précipitations journalières moyennes par région selon le jeu de données DRIAS-2020 

Cependant, cela ne signifie pas que la typologie des précipitations ne va pas changer. En effet, on observe que le 

nombre de jours de pluie devrait diminuer avec le changement climatique ce qui pourrait notamment aggraver les 

phénomènes de sécheresse. Si l’indicateur est globalement stable pour le scénario RCP 2.6 avec une légère 

augmentation de 1% d’ici 2100, la baisse est de -3% à horizon 2100 pour le scénario RCP 4.5 et atteint les -9% 

pour le scénario 8.5. 

 

 
Tableau 42 - Projections d'évolution du nombre de jours de pluie par région selon le jeu de données DRIAS-2020 

Géographiquement, la différence entre les territoires est relativement faible. On peut cependant noter un effet plus 

marqué dans le sud de la France, pour lequel le nombre de jours de pluie est déjà faible, avec une diminution de 

près de 15% en Provence-Alpes-Côte d’Azur et de 14% en Occitanie. À l’inverse, la diminution est plus faible 

dans le Nord-est pour lequel les diminutions sont de l’ordre de 5%. 

 

 
Figure 75 – Différence de nombre de jours de pluie en France entre la période de référence et la période 2071-2100 RCP8.5 

selon la médiane des modèles DRIAS-2020 
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Enfin on représente ci-dessous l’évolution du nombre de jours de forte pluie (précipitations supérieures à 20mm 

au niveau du point de grille) pour la vision médiane. Contrairement au nombre de jours de pluie, les fortes pluies 

vont significativement augmenter avec une hausse de 15% d’ici 2100 pour le scénario RCP 2.6, 18% pour le 

scénario RCP 4.5 et enfin 23% pour le scénario 8.5.  

 

 
Tableau 43 - Projections d'évolution du nombre de jours de forte pluie par région selon le jeu de données DRIAS-2020 

La disparité entre les territoires est ici davantage marquée que pour le nombre de jours de pluie. Une disparité qui 

semble même s’accentuer au fur et à mesure du temps et plus le scénario considéré est pessimiste. En effet dans 

un premier temps, le sud de la France, déjà très touché par les précipitations intenses, semble épargné par cette 

augmentation avec des évolutions d’ici 2100 pour le scénario RCP 8.5 de -3% et -1% respectivement pour les 

régions Provence-Alpes-Côte d’Azur. Les régions moins touchées jusque-là tel que les Hauts-de-France où l’Île-

de-France vont subir des augmentations beaucoup plus importantes, de l’ordre de +80% d’ici 2100.  

 

 
Figure 76 - Différence du nombre de jours de fortes précipitations en France entre la période de référence et la période 2071-

2100 RCP8.5 selon la médiane des modèles DRIAS-2020 

On remarque donc que si les précipitations moyennes vont certes rester quasi stables cela s’explique notamment 

par une diminution du nombre de jours de pluie qui va être compensée par des précipitations plus intenses durant 

ces mêmes jours de pluie. On trouvera plus de détails sur l’évolution des autres indicateurs de précipitations en 

annexe 8 et notamment l’évolution des précipitations moyennes les jours pluvieux qui permet de confirmer cette 

hypothèse.  

 

 

 

b. Détails sur l’évolution des précipitations extrêmes 
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Pour notre étude, on va s’intéresser plus spécialement au quantile à 99% des précipitations, c’est-à-dire la variable 

« précipitations extrêmes » qui a été utilisée dans la forêt aléatoire pour la prédiction du risque pluvial. C’est donc 

cette variable qui sera modifiée pour réaliser les projections de sinistralité future.  

On remarque tout d’abord, à part quelques exceptions dans certaines zones, que l’ensemble des cartes sont rouges. 

Cela signifie une augmentation des précipitations extrêmes quels que soient les horizons de temps et quels que 

soient les scénarios climatiques, y compris dans le scénario RCP2.6, supposé le plus optimiste, et pour lequel il 

faudrait rapidement mener des politiques très fortes permettant une réduction des gaz à effet de serre et un 

réchauffement inférieur à 2°C d’ici 2100.  

 

 
Figure 77 - Évolution du quantile à 99% des précipitations (i.e variable "précipitations extrêmes") selon la vision médiane des 

modèles climatiques du jeu DRIAS-2020 

Dans le cas où aucune politique forte n’est menée, ce qui correspond au chemin qui est suivi pour le moment et 

donc au scénario RCP 8.5, on remarque qu’il s’agit principalement du nord de la France qui est touché, partie 

jusque-là moins exposée aux précipitations extrêmes. Notons cependant l’est de la France autour des Vosges et du 

Jura, déjà très exposé à ce risque selon les modélisations précédentes et qui devrait voir augmenter encore 

davantage ses précipitations extrêmes, avec une hausse d’environ 20%.  De manière générale, on remarque sur les 

cartographies ci-dessous que les précipitations extrêmes devraient rester tout de même largement concentrées dans 

le sud et l’est de la France. 

 
Figure 78 - Différence du quantile à 99% des précipitations en France entre la période de référence et la période 2071-2100 

selon les trois scénarios RCP (vue médiane des modèles DRIAS-2020) 
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Les cartes ci-dessus ont été réalisées uniquement à partir de la vision médiane des modèles, on peut se représenter 

l’ensemble des visions sur le tableau ci-dessous, découpé selon les régions françaises.  

 

On remarque une nouvelle fois que l’ensemble des pourcentages sur le total général sont positifs, y compris pour 

la vision « optimiste » réalisée à partir du quantile à 5% des modèles climatiques. Pour le scénario RCP 2.6, il 

apparait que les augmentations sont très faibles voir nulles au fil des horizons de temps signe d’une certaine 

stagnation d’ici la fin du siècle. Pour les deux autres scénarios, l’évolution des précipitations ne semble pas stagner 

et augmente en continu jusqu’en 2100, à l’exception de la vision « optimiste » pour laquelle les différences entre 

les scénarios sont moins claires. On remarque également que le scénario RCP 8.5 présente une plus forte variabilité 

entre les régions. Par exemple, pour la vision médiane sur la période 2071 à 2100 les évolutions varient de 4 à 20% 

pour le scénario RCP 8.5, et de seulement 6 à 9% pour le scénario 2.6. Enfin à l’horizon 2050 la différence entre 

les scénarios est très faible avec une augmentation pour la vision médiane selon les scénarios RCP2.6, 4.5 et 8.5 

respectivement de +6%, +5% et +6%. 

 

 
Tableau 44 - Projections d'évolution des précipitations extrêmes par région selon le jeu de données DRIAS-2020 
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4) Impact du changement climatique sur la sinistralité inondation 

 

a. Impact sur la sinistralité pluvial 

 

On peut désormais relancer nos modèles à partir des variables précipitations projetées selon les différents scénarios 

de changement climatique, afin d’en déduire un impact sur la sinistralité. Notons que l’ensemble des taux 

d’évolution de sinistralité présentés dans cette partie ne tiennent pas compte de la future potentielle inflation et 

supposent une stabilité de répartition du portefeuille sur le territoire à travers le temps. Ces évolutions dépendent 

donc uniquement de la variation de l’aléa climatique.  

 

Les résultats d’évolution de la sinistralité pour le risque d’inondation pluvial ont été réalisés après avoir fait varier 

la variable précipitations extrêmes selon les projections présentées précédemment. On retrouve dans un premier 

temps des cartographies similaires à ce qui a été présenté dans la partie V.3, à l’exception que cette fois on présente 

une évolution de la charge moyenne de sinistralité et non une évolution de l’aléa climatique. Les résultats restent 

cependant très proches que ceux de la variation de l’aléa climatique pour lesquels les plus fortes augmentations de 

précipitations extrêmes étaient observées dans le nord de la France. On observe notamment pour le scénario RCP 

8.5 projeté sur la période 2071-2100 qu’une majorité des départements du nord de la France ressortent avec des 

évolutions de sinistralité quasiment toutes supérieures à +20%. Enfin, on remarque tout de même que, quels que 

soient les scénarios, certains départements ressortent avec une légère diminution de leur sinistralité. 

  

 

 
Figure 79 - Évolution de la charge annuelle moyenne de sinistralité pour le risque pluvial selon les différents scénarios et 

différents horizons de temps (vue médiane des modèles) 

Le tableau ci-dessous nous permet d’avoir une vue globale de l’impact du changement climatique par région, par 

horizon de temps et selon les trois visions : « optimiste », médiane et « pessimiste » : 
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Tableau 45 – Impact du changement climatique sur la charge annuelle moyenne inondation pour le risque pluvial par région 

On remarque notamment :  

 

• La charge de sinistralité globale par an devrait à priori augmenter dans les années à venir, y compris lorsque 

l’on considère le scénario 2.6 avec la vision la plus optimiste (quantile à 5% des modèles).  

 

• À horizon 2050, la différence entre les scénarios est très faible entre les scénarios RCP2.6, 4.5 et 8.5 avec 

une augmentation respective de +9%, +10% et +11%. Ainsi, même en agissant maintenant les effets sur la 

sinistralité d’ici 2050 ne devrait pas présenter une grande différence.  

 

• Selon la vision médiane, sur la période 2071-2100, la charge de sinistralité inondation pour le risque pluvial 

devrait augmenter en moyenne de 13% pour le scénario RCP 2.6, de 16% pour le scénario RCP 4.5 et de 

23% pour le scénario RCP 8.5. En étudiant la vision conservatrice qui considère le quantile à 95% des 

modèles, ces chiffres passent respectivement à 18, 26 et 34% 

 

• En considérant la vision prudente pour le scénario RCP 2.6, la charge de sinistralité semble plus ou moins 

stagner entre la période 2041-2070 et la période 2071-2100 avec une charge totale passant de 19 à 18%. 
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Ce n’est pas le cas pour les scénarios RCP 4.5 et 8.5, qui voient leur charge de sinistralité augmenter 

respectivement de 21 à 26% et de 27 à 34%. 

 

• Il semble que les régions du nord de la France sont celles qui seront les plus impactées par le changement 

climatique sur le risque inondation pluvial, avec une augmentation de la sinistralité annuelle qui devrait 

augmenter de 75% pour la région Île-de-France et de 55% pour les Hauts-de-France, selon les projections 

d’ici 2100 pour le scénario RCP8.5.  La région Grand Est, déjà particulièrement vulnérable aux inondations 

voit sa sinistralité augmenter de 40% d’ici 2100 selon la vision médiane des modèles.   

 

• Les régions Provence-Alpes-Côte d’Azur et Occitanie déjà très touchées par les inondations pluviales 

devraient subir une plus faible hausse de sinistralité, avec une évolution ne dépassant pas les +10% selon 

la vision médiane d’ici 2100 pour le scénario 8.5. 

 

 

Malgré une forte augmentation de la sinistralité inondation dans le nord de la France, on remarque sur le tableau 

ci-dessous que le classement des régions les plus exposées au risque d’inondation pluvial demeurera quasiment le 

même dans le futur, avec cependant une variabilité plus faible entre les régions. Pour le scénario RCP 8.5 , la région 

Grand Est devrait passer en deuxième place du classement, juste derrière la région Auvergne-Rhône-Alpes avec 

une augmentation du taux de destruction moyen par an de 0.0041% à 0.0058% en 2100. On note également la 

stagnation de la région Provence-Alpes-Côte d’Azur qui devrait conserver une exposition au risque inondation 

similaire à l’horizon 2100, ce qui la fait passer de la deuxième place au climat présent à la sixième place au climat 

futur.  

 

 
Tableau 46 - Taux de destruction moyen par an pour le risque pluvial - période historique et projections selon vision médiane des 

modèles 

Pour finir, il ne semble pas y avoir de différence majeure entre les différents portefeuilles, ces risques devraient 

subir une augmentation d’environ 13% pour le scénario RCP 2.6, 16% pour le scénario RCP 4.5 et 23% pour le 

scénario RCP 8.5. Seul le portefeuille I semble se démarquer des autres avec des augmentations significativement 

inférieures à la moyenne globale.    

 

 
Tableau 47 - Évolution de la sinistralité par portefeuille pour différents scénarios de changement climatique (vue médiane des 

modèles) 
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b. Impact sur la sinistralité globale 

 

Comme évoqué précédemment, l’impact du changement climatique sur le risque fluvial n’a pas pu être effectué 

étant donné qu’aucune variable sur les précipitations n’a été utilisée pour modéliser ce risque. L’absence de 

corrélations significatives entre la charge annuelle fluviale donnée par le modélisateur et les indicateurs de 

précipitations nous amène à considérer que l’impact sera moindre que pour les phénomènes liés au risque 

« pluvial ». On considérera donc que l’impact du changement climatique sur ce risque est nul pour le calcul de 

l’évolution globale de la charge inondation.  Cependant, cette hypothèse est loin d’être vérifiée et il semble très 

peu probable que l’impact du changement climatique sur ce risque soit totalement nul.  

 

Tout d’abord, l’absence de corrélations avec les indicateurs de précipitations est assez étonnante et nous amène à 

nous interroger sur la pertinence des sorties obtenues auprès de notre modélisateur étant donné que les crues de 

grands fleuves sont principalement dues à des précipitations répétées et prolongées sur plusieurs jours. Une 

évolution de ces phénomènes dans le futur aura donc à priori un impact sur la sinistralité pour le risque fluvial.  

 

Cependant dans un deuxième temps, l’annexe 8 nous indique que l’évolution de la variable « Nombre de jours de 

pluie consécutifs » avec le changement climatique devrait quasiment rester stable, ce qui irait dans le sens d’une 

faible évolution de la sinistralité des inondations causées par les crues de grands fleuves (risque fluvial).  

 

 
Tableau 48 - Impact du changement climatique sur la charge annuelle moyenne inondation (risque combiné) par région (en 

considérant l’évolution du risque fluvial nulle dans le temps) 
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Le tableau ci-dessus présente l’évolution de la charge inondation globale en considérant d’un côté l’augmentation 

de la charge pluviale tel que présentée dans la partie qui précède et en considérant de l’autre côté une charge fluviale 

qui reste stable dans le temps et selon les différents scénarios. 

 

Les résultats par territoires diffèrent légèrement par rapport à l’analyse faite pour le seul risque pluvial étant donné 

que la part que représente le risque fluvial sur le total de la sinistralité inondation n’est pas la même en fonction 

des régions. Ainsi la région Île-de-France, dans laquelle le risque fluvial constitue une part importante de la charge 

totale et qui présentait une des plus fortes évolutions sur le seul risque pluvial, avec +73% d’ici 2100 selon la vision 

prudente des modèles pour le scénario RCP8.5, voit son évolution réduite à +18% sur le risque inondation total. 

Dans le même temps la région Grand Est, dont la charge annuelle pluviale représente une large part de la sinistralité 

inondation, et pour laquelle son évolution était de 49% sur la sinistralité pluviale, voit son évolution réduite à +27% 

pour la vision prudente. 

 

Au global sur l’ensemble du territoire, étant donné que la charge pluviale et fluviale représente à chacune d’elle 

environ 50% de la charge globale inondation, les évolutions présentées ci-dessus sont donc à peu de choses près 

deux fois inférieures aux évolutions sur le seul risque pluvial. Par exemple en considérant la vision prudente des 

modélisations (quantile à 95%), on déduit une augmentation de la charge inondation globale d’ici 2100 de près de 

+9% pour le scénario RCP2.6, +13% pour le scénario 4.5 et de +18% pour le scénario 8.5. Pour la vision médiane 

des modèles ces augmentations passent à respectivement +6, +8 et +12% à horizon 2100. 

 

5) Comparaison avec les autres études effectuées sur le changement climatique 
 

Ces dernières années trois études majeures ont été menées pour tenter d’évaluer l’évolution de la sinistralité future 

des catastrophes naturelles due au changement climatique :  

 

• Une étude de la CCR en 2015, sur l’évolution de la sinistralité à horizon 2050 pour les périls sécheresse, 

inondation et submersion marine. Cette étude utilise des projections climatiques qui reposent sur le scénario 

RCP4.5. Le modèle climatique utilisé est le modèle ARPEGE de Météo France.  

 

• Une nouvelle étude similaire de la CCR en 2018 se basant cette fois sur le scénario RCP8.5 et dont les 

résultats ont servi de base à la partie catastrophe naturelle du pilote climatique de l’ACPR. Pour cette 

raison, on se basera directement sur cette étude plutôt que sur les conclusions de l’ACPR.  

 

• Une étude de la FFA (Fédération Française de l’assurance) en 2021, sur l’évolution de la sinistralité à 

horizon 2050 pour les périls sécheresse, inondation, submersion marine et tempête. Cette étude utilise des 

projections climatiques qui reposent sur le scénario RCP8.5. Deux modèles climatiques sont utilisés, un 

provenant de l’Institut Pierre Simon Laplace (IPSL) et un second de l’Institut Max-Planck de météorologie 

(MPI). 

 

• Le mémoire ci-présent sur l’évolution de la sinistralité de Groupama à l’horizon 2050, 2070 et 2100 pour 

le péril inondation pour les scénarios RCP2.6, 4.5 et 8.5. Pour rappel, douze modèles climatiques régionaux 

ont été utilisés dans notre étude. Les modèles climatiques globaux utilisés provenant de six laboratoires 

distincts, à savoir, le CNRM (Centre Nationale de Recherche Météorologique) qui est une unité de 

recherche de Météo France et du CNRS, l’IPSL, le centre Hadley qui fait partie du service national 

britannique de météorologie (Met Office), le European EC-Earth consortium, l’Institut Max-Planck de 

météorologie (MPI) situé en Allemagne et enfin le Norwegian Climate Consortium (NCC).  
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Les méthodologies utilisées dans ces études sont assez différentes et il est donc intéressant de comparer les résultats 

obtenus pour chacune. Tout d’abord, l’étude de la FFA est effectuée à partir d’une analyse de corrélations entre les 

indicateurs climatiques et les indemnisations versées par le passé par les assureurs. Il ressort de cela que l’indicateur 

climatique le plus corrélé à la sinistralité est le quantile à 90% du cumul des précipitations. Le quantile à 99% des 

précipitations extrêmes a également été retenu par la FFA pour l’analyse des évènements extrêmes, c’est le même 

indicateur qui est utilisé dans notre modèle sur le risque pluvial.  

 

Les deux études de la CCR utilisent un modèle catastrophe comme celui utilisé par notre modélisateur et dont le 

fonctionnement général est détaillé en partie II. Le module aléa est alimenté par 400 années de données climatiques 

simulées au climat actuel (autour de 2000) et l’évolution est déduite en relançant le modèle pour 400 années au 

climat futur (autour de 2050) selon les scénarios RCP4.5 pour l’étude de 2015 et RCP8.5 pour l’étude de 2018. 

 

Finalement, on a utilisé dans ce mémoire les résultats de modélisations d’un modèle catastrophe sur 250 000 risques 

répartis aléatoirement sur le territoire Français. Afin d’obtenir des résultats sur l’ensemble du portefeuille, on a 

entraîné divers modèles de machine learning sur ces risques grâce à un enrichissement préalable de notre base avec 

des variables permettant d’expliquer la vulnérabilité au risque inondation, telles que le quantile à 99% du cumul 

des précipitations quotidiennes. Enfin, le modèle ainsi créé a été relancé en faisant varier cette dernière variable 

selon les projections de changement climatique pour chaque horizon de temps, scénarios et selon la méthode 

d’agrégation des modèles de climat (quantile à 5%, médiane ou quantile à 95% de ces modèles). Pour la 

comparaison avec les autres études, on utilisera la vision conservatrice de notre étude en sélectionnant le quantile 

à 95% des douze modèles.  

 

 
Tableau 49 - Impact du changement climatique sur le risque inondation selon différentes études, scénarios de changement 

climatique et horizons de temps 

Le tableau ci-dessus présente les différents résultats pour chacune des études. Il semble que l’étude de la CCR est 

la plus pessimiste avec une augmentation de la sinistralité de +38% pour le scénario RCP 8.5 et de +20% pour le 

scénario RCP 4.5. Cette différence de près de 18 points de pourcentage entre les deux scénarios nous amène à nous 

questionner. En effet, l’une des remarques que l’on a pu faire dans l’étude de l’évolution de l’aléa climatique à 

horizon 2050 était la faible différence entre les scénarios. Pour rappel, on avait déduit une augmentation du nombre 

de jours de forte pluie de +10% à horizon 2050 selon le scénario RCP4.5 contre +12% pour le scénario RCP8.5. 

De même, l’évolution des précipitations extrêmes passe de +5% à +6% entre les deux scénarios. Dans notre étude, 
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cela se traduit par une faible différence de sinistralité à l’horizon 2050 entre les scénarios, ce qui diffère donc du 

résultat obtenu par la CCR.   

 

L’étude de la FFA est beaucoup plus optimiste et conclue sur une augmentation de la sinistralité inondation à 

horizon 2050 à +11%.  

 

Enfin, notre étude établit une évolution identique aux résultats obtenus par la FFA, mais reste assez loin des 

conclusions de la CCR, même en considérant la vision conservatrice de notre étude. On conclut en effet à une 

augmentation de +11% d’ici 2050 pour le RCP 8.5 contre +38% selon la CCR, ainsi qu’une évolution de +9% sur 

le scénario RCP 4.5 contre +20% selon la CCR. Cette potentielle sous-estimation de l’évolution peut s’expliquer 

par les résultats peu concluants sur l’impact des précipitations dans les modélisations du risque fluvial, qui nous 

ont amenés à considérer un impact nul du changement climatique sur ce risque. On remarque la faible différence 

de résultats entre les différents scénarios à horizon 2050, avec une augmentation identique pour le scénario RCP 

2.6 et RCP 4.5 à +9%, et seulement deux points de pourcentage en plus pour le 8.5 à +11%. Pour finir, il est 

intéressant de noter l’évolution entre l’horizon 2050 et l’horizon 2100 fournie par notre étude. Le scénario RCP 

2.6 ne présente aucune évolution entre 2050 et 2100 et la charge semble stagner à +9% par rapport aux années 

2000. Le scénario RCP 4.5 voit sa charge passer de +9% à 13%. Finalement, le scénario RCP 8.5 possède l’écart 

le plus important avec une évolution qui passe de +11% à +18%. 
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Conclusion 
 

En résumé, le but de ce mémoire était d’évaluer la sensibilité du territoire au risque inondation en développant une 

vision suffisamment robuste permettant d’identifier les risques les plus vulnérables, que ce soit aussi bien au climat 

actuel, qu’au climat futur en prenant en compte le changement climatique. Nos modèles étant basés sur des sorties 

de modèles catastrophes naturelles déjà existants, il a été nécessaire de réaliser les prédictions selon la même 

typologie d’inondations, en considérant d’un côté les inondations pluviales concernant les phénomènes de 

ruissellement et de crues de rivières et ruisseaux et de l’autre les inondations fluviales regroupant les crues de 

fleuves et grandes rivières.  

 

Afin de gommer l’effet de la somme assurée sur la charge annuelle moyenne, la prédiction s’est faite sur le taux 

de destruction annuel moyen pour le risque pluvial et fluvial. Le risque fluvial ne touchant qu’une faible part du 

portefeuille a nécessité d’établir une première étape de classification par forêt aléatoire afin de distinguer les risques 

exposés à ce phénomène de ceux qui ne le sont pas. Pour l’étape de régression, un modèle linéaire généralisé 

gamma a été utilisé pour la partie fluviale et une forêt aléatoire pour la partie pluviale. Ces deux modèles ont 

nécessité l’utilisation de variables disponibles en interne telles que la branche assurée, le taux d’engagements 

contenu et pertes d’exploitation, ainsi que le nombre d’étages pour le portefeuille immeuble. De plus, un grand 

travail d’enrichissement de la base de risque a été nécessaire. Pour le risque pluvial, ce sont les variables concernant 

l’indice d’humidité topographique, la distance au cours d’eau, le quantile à 99% des précipitations et le coefficient 

de Manning qui ont été retenues comme variables explicatives. Pour le risque fluvial, les variables distance à la 

rivière large, distance à la rivière, différence d’altitude à la rivière large et imperméabilité du sol ont été retenues.  

 

L’intégration des modèles climatiques CORDEX provenant de l’ensemble DRIAS-2020 a permis d’obtenir une 

vision historique des précipitations extrêmes ainsi qu’une vision future selon différents horizons de temps. Les 

résultats de modèles obtenus grâce aux simulations historiques de précipitations ont permis de déduire une forte 

vulnérabilité au risque inondation des régions du sud et sud-est de la France.  

 

Les modélisations CORDEX au climat futur font apparaitre que quel que soit le scénario de changement climatique 

et y compris en considérant les modèles les plus optimistes, la hausse des précipitations extrêmes semble inévitable 

à horizon 2050. De plus, on constate que la mise en place d’actions politiques fortes menées dès à présent (scénario 

RCP 2.6) aurait peu d’impacts sur l’évolution des précipitations extrêmes à l’horizon 2050.  En effet, en considérant 

les modèles les plus pessimistes, la hausse des précipitations extrêmes d’ici 2050 devraient être de l’ordre de +10% 

pour le scénario RCP 2.6 contre +11% pour le scénario d’inaction politique RCP 8.5.  

 

En appliquant ces projections à notre modèle inondation les constatations sont les mêmes, avec une évolution de 

la sinistralité inondation globale d’ici 2050 de +9% pour le scénario RCP 2.6 contre +11% pour le scénario RCP 

8.5. La différence entre ces scénarios est plus flagrante à l’horizon 2100, vu que l’on constate une stagnation de la 

sinistralité pour le scénario RCP 2.6 qui reste à +9% tandis que la hausse passe à +18% pour le scénario RCP 8.5.  

 

Le modèle ainsi développé présente de nombreux avantages en comparaison des modèles catastrophes naturelles 

que l’on peut acheter auprès des modélisateurs externes. Tout d’abord, celui-ci nous permet une plus grande 

autonomie étant donné qu’il ne nous est pas nécessaire de passer par un intermédiaire à chaque fois que l’on 

souhaite obtenir des résultats. De plus, son fonctionnement est beaucoup plus transparent, ce qui permet ainsi de 

directement analyser les variables importantes dans la détermination de la charge inondation. Enfin, sa facilité et 

rapidité d’exécution est indispensable pour l’intégrer dans un processus interne de gestion du risque.   
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Cependant, l’ensemble de ces résultats est à nuancer, et ce pour plusieurs raisons. Tout d’abord, le modèle 

développé tente de reproduire les résultats d’un modèle catastrophe naturelle dont la construction est beaucoup 

plus complexe qu’un simple GLM ou modèle de machine learning. Un tel modèle est donc difficilement 

reproductible avec ce type de méthodes et la nécessité de l’utilisation des modèles catastrophes naturelles en 

réassurance n’est pas compromise par les résultats de ce mémoire. En effet, la correspondance entre notre modèle 

et le modèle CAT est loin d’être parfaite, avec un coefficient de Spearman entre les deux sorties de 33% sur le 

risque pluvial et de 50% sur le risque fluvial, ce qui reste au-dessus d’un tirage aléatoire et ses 0% de corrélations, 

mais encore loin d’un classement parfait entre les deux modèles qui devrait atteindre les 100%.  

 

De plus, le fait que les variables précipitations ne ressortent pas dans les modèles du risque fluvial est étonnant 

étant donné que les crues de fleuves se font souvent sur plusieurs jours à la suite d’intempéries prolongées. Ce 

résultat peut être expliqué par des failles dans le modèle catastrophe naturelle sur lequel on se base qui n’utiliserait 

pas les précipitations dans leur modélisation du risque fluvial ou encore plus simplement par des indicateurs de 

précipitations utilisés qui ne seraient pas assez pertinents et qui n’arrivent pas à capter les territoires touchés par 

ces phénomènes de pluies prolongées. Ce résultat implique que l’impact du changement climatique modélisé pour 

le risque fluvial est nul. Or la charge fluviale représente 50% de la charge inondation totale ce qui pourrait 

provoquer une sous-estimation de l’impact du changement climatique sur le risque inondation dans notre étude. 

Cependant ce résultat peut être simplement la conséquence que le risque fluvial s’avère moins sensible au 

changement climatique, ce qui est également une observation faite dans l’étude de la CCR, qui conclut sur une 

augmentation deux fois moins importante du risque de débordement face au risque de ruissellement.  

 

Il serait pour finir intéressant d’affiner davantage nos modèles en enrichissant la base de risques avec d’autres 

variables explicatives telles que les débits des fleuves proches de nos sites assurés, en utilisant les données de 

stations hydrométriques. De plus, de nombreuses communes sont dotées de digues de protections contre les 

inondations ce qui impacte fortement la vulnérabilité inondation des risques avoisinants. Enfin, il serait utile de 

développer notre propre modèle catastrophe naturelle afin d’étudier les différences de résultats obtenus entre les 

deux méthodologies.      
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Annexes 
 

Annexe 1 – Géocodage et coordonnées géographiques 

 

L’étape d’enrichissement des variables passe par une première étape primordiale de géocodage qui vise à affecter 

des coordonnées géographiques (latitude et longitude) à une adresse postale. La majorité des données externes qui 

seront utilisées dans ce mémoire sont des données géographiques qui sont exprimées sous forme de 

latitude/longitude. Pour faire le rapprochement entre un site assuré et ces données, il est donc indispensable 

d’affecter une longitude et une latitude à chacun de nos risques afin de pouvoir les positionner sur le globe terrestre. 

La longitude et la latitude correspondent aux angles mesurés depuis le centre de la Terre vers un point de surface : 

 
Figure 80 – Les coordonnées géographiques (latitude/longitude) sur la Terre 

On représente le globe terrestre par une sphère de centre O et l'on considère un repère formé horizontalement par 

l’équateur et verticalement par le méridien de Greenwich. On peut ainsi déterminer pour tout point M de la surface 

de la Terre sa latitude et longitude associée. On appelle l’ensemble des lignes « horizontales » des parallèles, qui 

ont toutes la même latitude, et l’ensemble des lignes « verticales » des méridiens, qui ont donc tous la même 

longitude.  

 

Dans notre étude, le processus de géocodage a été effectué à l’aide du géocodeur mis à disposition gratuitement 

par le gouvernement à travers l’API Adresse. Cette API permet de faire le lien entre l’adresse renseignée dans nos 

bases et une des adresses présentes dans la base d’adresse nationale (BAN). Cette base de données vise à recenser 

l’intégralité des adresses du territoire français ainsi que leurs coordonnées géographiques. Elle comprend 

actuellement près de 25 millions d’adresses et 250 000 lieux-dits.  

 

Annexe 2 – Calcul distance entre deux points géolocalisés 

 

Une fois le point du cours d’eau le plus proche du cours calculé par le logiciel de cartographie (QGIS), on souhaite 

calculer la distance entre ce point et le site assuré considéré. Pour ce faire, on utilise la formule de haversine qui 

permet de calculer la distance minimale entre deux points sur la surface d’un cercle (distance du grand cercle). 

Considérons deux points A et B sur la sphère dont on veut connaître la distance minimale qui les sépare et qui ont 

pour latitude 𝜙𝐴, 𝜙𝐵 et pour longitude 𝜆𝐴, 𝜆𝐵.  

On introduit tout d’abord les grandeurs 𝑎 et 𝑐 définies par :  
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𝑎 = sin2 (
𝜙𝐵 − 𝜙𝐴

2
) + cos(𝜙𝐴) . cos(𝜙𝐵) . sin2 (

𝜆𝐵 − 𝜆𝐴

2
) 

 

𝑐 = 2. arctan (
√𝑎

√1 − 𝑎
) 

 

À noter que les latitudes et longitudes doivent être exprimées en radians et non en degrés (multiplication par 
𝜋

180
 

pour passer de degrés à radians). 

 

Finalement, la distance entre les points A et B est : 

 

𝑑 = 𝑅 ∗ 𝑐 

                                                                                                            𝑎𝑣𝑒𝑐 𝑅 =  6 378 137 𝑚è𝑡𝑟𝑒𝑠 𝑙𝑒 𝑟𝑎𝑦𝑜𝑛 𝑑𝑒 𝑙𝑎 𝑇𝑒𝑟𝑟𝑒 

 

Annexe 3 – Corine Land Cover 

 

Corine Land Cover (CLC) est une représentation biophysique de l’occupation des sols réalisée sur 39 pays dans le 

cadre du programme européen de surveillance des terres de Copernicus, piloté par l'Agence européenne pour 

l'environnement. Elle est réalisée sur des zones d’au moins 25 hectares avec une méthodologie commune à 

l’ensemble des pays européens et calculée principalement grâce à l’interprétation visuelle des images satellites. La 

nomenclature est répartie en 44 postes divisés selon cinq grandes familles d’occupation du territoire : 

 

• Territoires artificialisés 

• Territoires agricoles 

• Forêts et milieux semi-naturels 

• Zones humides 

• Surfaces en eau 

 

 

 
Figure 81 - Corine Land Cover en région parisienne 



113 

 

Annexe 4 – Récapitulatif des variables 

 

Le tableau ci-dessous présente l’ensemble des variables considérées dans l’étude. On compte un total de trois 

variables cibles qu’on cherche à prédire, ainsi que 33 variables potentiellement explicatives dont 29 issues de 

l’enrichissement des variables et qui permettent d’alimenter nos modèles. À noter que l’ensemble des 9 variables 

climatiques est disponible également au climat futur selon trois horizons de temps (2021-2050, 2041-2070, 2071-

2100), trois scénarios de changement climatique (RCP 2.6, 4.5, 8.5) ainsi que trois méthodes de calcul (quantile à 

5%, 50%, 95%), ce qui fait un total de 243 variables au climat futur (9*3*3*3). On présente ci-dessous la source 

des données, les calculs effectués ainsi qu’une description rapide de chaque variable : 

 

 
Tableau 50 - Récapitulatif des variables utilisées pour les modélisations inondations 

 

Annexe 5 – Visualisation des variables pour le risque fluvial 

 

On a présenté en partie IV.2 la visualisation des variables pour le risque pluvial. La visualisation est faite à partir 

d’une variable de classification binaire effectuée à partir d’un seuil. On compare la distribution de la variable 

explicative selon que la variable cible soit supérieure ou inférieure à ce seuil. Cela permet d’avoir une première 

idée sur la distribution de la variable cible. Pour effectuer cette comparaison, on utilise une boîte à moustache (ou 
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box plot en anglais) permettant de représenter facilement le profil d’une série statistique et donc le fonctionnement 

est rappelé ci-dessous : 

 

 
                           Figure 82 - Fonctionnement d'une boîte à moustache (box plot) 

On peut ainsi facilement visualiser la médiane, le troisième quartile, le premier quartile, le maximum (hors valeurs 

aberrantes) et le minimum (hors valeurs aberrantes). Notons que pour plus de lisibilités nous avons exclu les valeurs 

aberrantes (outliers) des graphes ci-dessous.  

 

Pour rappel, la variable Exposed_fluvial est égale à 0 si le risque a une charge annuelle pour le risque fluvial nulle 

et égale à 1 si celle-ci est strictement positive. On compare donc la distribution des variables selon que le risque 

est exposé au risque fluvial ou non.  

 

 
Figure 83 - Boîte à moustaches en fonction des valeurs de Exposed_fluvial pour les variables liées aux distances aux cours d’eau 

Dans un premier temps, il apparait que de nombreuses boîtes à moustaches sont beaucoup plus denses et 

concentrées autour de 0, et ce pour les risques qui sont exposés au risque fluvial. Le risque fluvial désigne 

l’ensemble des évènements liés au débordement de fleuves et il est donc rassurant de voir ressortir notamment les 

variables concernant la distance à la rivière large la plus proche et la distance à la rivière ainsi que les différences 

d’altitude associées. À l’inverse la variable distance au ruisseau semble répartie de façon équivalente entre les 

risques exposés au risque fluvial et ceux qui ne le sont pas, ce qui est cohérent avec la définition du risque fluvial 

qui ne prend pas en compte ce type de cours d’eau.  
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Figure 84 - Boîte à moustaches en fonction des valeurs de Exposed_fluvial pour les variables liées au modèle d’écoulement de 

l’eau D8 et à l’imperméabilité des sols 

Les variables calculées à l’aide du modèle d’écoulement de l’eau D8 semblent également avoir des distributions 

très différentes en fonction que le risque soit exposé ou non au risque fluvial. Par exemple, il apparait que les 

risques exposés ont un indice d’humidité topographique qui est de manière générale beaucoup plus important que 

pour ceux non exposés à ce risque. La distance au réseau de drainage est cohérente avec la définition du risque 

fluvial, c’est en effet le seuil 50000 qui semble le plus pertinent. C’est le seuil le plus élevé que l’on a considéré et 

qui permet donc de capter uniquement les réseaux de drainage dans lesquels l’eau est la plus susceptible de 

s’accumuler, à savoir principalement les grandes rivières et fleuves.  L’observation sur l’imperméabilité des sols 

est la même que pour le risque pluvial, plus l’imperméabilité du sol est élevée et plus le site assuré est susceptible 

d’être exposé au risque fluvial. 

 

 
Figure 85 - Boîte à moustaches en fonction des valeurs de Exposed_fluvial pour les variables liées aux précipitations 

Enfin, les variables climatiques calculées à partir du cumul des précipitations quotidiennes semblent avoir des 

résultats beaucoup moins nets que pour les variables précédentes, ce qui est cohérent avec le fait qu’elles ne soient 

pas ressorties dans le top 15 des variables présentées en partie IV.2. La variable qui présente le plus de différence 

entre les risques exposés au risque fluvial ou non est la variable calculant le nombre maximum de nombre de jours 

de pluie consécutifs. Cependant, il apparait que le nombre de jours de pluie consécutifs maximum est plus faible 

pour les sites assurés exposés à ce risque que pour les autres. Pourtant le risque fluvial est composé principalement 

de crues lentes de plaines, souvent causées par des précipitations répétées et prolongées, il est donc étonnant de 

voir apparaitre une corrélation négative entre le nombre de jours de pluie consécutif et l’exposition à ce risque.   
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Annexe 6 – Résultats détaillés de modélisation pour la partie classification fluviale 

 

Cette annexe vise à présenter le détail des résultats, ainsi que le processus de choix des variables et des paramètres 

pour les différents modèles de classification qui permettent d’étudier si le risque est exposé au risque fluvial.  

 

a. Résultats de la régression logistique 

 

Le premier modèle essayé un GLM binomial avec une fonction de lien logit. Les résultats sont résumés dans le 

tableau ci-dessous.  

 

 
Tableau 51 - Résultats de la régression logistique pour la variable Exposed_fluvial 

La variable perte d’exploitation n’est pas significative au seuil de 5% selon le test de Wald ainsi que les 

portefeuilles 1 et 8. Pour la sélection de variables, on peut répéter un algorithme descendant en utilisant l’AIC : 

 

 
Tableau 52 – Résumé de la procédure backward AIC pour la régression logistique – Exposed_fluvial 

Les résultats sont cohérents avec le test de Wald, le fait de retirer la variable taux d’engagement perte d’exploitation 

permet de diminuer l’AIC en conservant un pseudo R2 quasiment identique. On décide donc de retirer cette 

variable. On obtient finalement les résultats suivants : 

 

 
Tableau 53 - Résultats des indicateurs de performance sur le modèle de régression logistique – Exposed_fluvial 
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Le seuil de classification permettant d’optimiser le score F1 par validation croisée est de 0.185. On obtient un score 

F1 de 37% avec une précision de 30% et un rappel de 50%.  

 

b. Résultats du XGBoost 

 

Tout comme pour le risque pluvial, on utilise l’algorithme d’élimination récursive de variables pour faire notre 

sélection. À chaque itération, on recherche le seuil optimal permettant de maximiser le score F1 pour chaque sous-

ensemble de variables. L’indicateur maximal est obtenu à l’étape 5, on retire donc l’information des portefeuilles 

1,7,8 et 11 qui n’ont aucun pouvoir prédictif et qui font baisser l’indicateur de performance. 

 

 
Tableau 54 - Algorithme de Recursive Feature Elimination appliqué sur le XGBoost - Exposed_fluvial 

L’algorithme GridSearch nous permet de faire passer le score F1 au-dessus de la barre des 50% en sélectionnant 

un nombre d’étapes de boosting de 100, une profondeur maximale d’arbre égale à 6 et un taux d’apprentissage eta 

de 0.15. Le seuil permettant d’obtenir le meilleur score F1 de validation croisée pour ce jeu de paramètres est de 

0.248. 

 

 
Tableau 55 - Recherche des meilleurs paramètres pour le XGBoost – Exposed_fluvial 

On sélectionne donc finalement ces paramètres permettant d’obtenir un score F1 sur la base de test de 58% avec 

une précision de 52% et un rappel de 67%.  

 

 
Tableau 56 - Résultats des indicateurs de performance sur le modèle de XGBoost – Exposed_fluvial 
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c. Résultats du Random Forest 

 

L’algorithme de sélection de variables sur la forêt aléatoire nous indique qu’il faut conserver l’ensemble des 

variables étant donné que le score F1 se dégrade au fur et à mesure à chaque nouvelle suppression de variables. 

Notons un apport plus important des variables distance à la rivière, différence d’altitude à la rivière large et distance 

à la rivière large (qui est la dernière variable conservée par l’algorithme) pour lesquelles leur suppression a un 

impact significatif sur la diminution de la performance.  

 

 

 
Tableau 57 - Algorithme de Recursive Feature Elimination appliqué sur le Random Forest - Exposed_fluvial 

 

De la même manière que pour le boosting de gradient, l’optimisation des paramètres permet de faire passer 

l’indicateur F1 au-dessus des 50%. Pour obtenir ce score optimal, il faut initialiser le nombre de variables testées 

à chaque division avec la valeur renseignée par défaut, la profondeur d’arbre à 12 et enfin le nombre d’arbres 

considérés à 100.  

 

 
Tableau 58 - Recherche des meilleurs paramètres pour le Random Forest – Exposed_fluvial 

 

On obtient finalement les résultats suivants, avec une précision sur la base de test de 52%, un rappel à 67% et un 

score F1 de 59%. 

 

 

 
Tableau 59 - Résultats des indicateurs de performance sur le modèle de Random Forest – Exposed_fluvial 
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Annexe 7 – Résultats détaillés de modélisation pour la partie régression fluviale 

 

Cette annexe vise à présenter le détail des résultats pour les différents modèles, ainsi que le processus de choix des 

variables et des paramètres pour les modèles de régression qui permettent de prédire le taux de destruction annuel 

moyen pour le risque fluvial.  

 

a. Résultats du GLM Gamma 

 

Pour cette partie, on essayera les mêmes modèles que pour la prédiction du taux de destruction pluvial. On 

commence donc par le GLM Gamma avec une fonction de lien log et pour lequel il apparait que l’ensemble des 

variables est significatif au seuil de 5% selon le test de Student à l’exception de la variable concernant la différence 

d’altitude à la rivière large, ainsi que la modalité liée au portefeuille 11. 

 

 
Tableau 60 - Résultats du GLM Gamma sur les taux de destruction du risque fluvial 

La sélection de variables utilisant l’AIC indique que l’on peut conserver l’ensemble des variables étant donné que 

dès la première étape de l’algorithme, l’AIC augmente, peu importe la variable qui est enlevée. Notons tout de 

même l’importance de la variable distance à la rivière, portefeuille ainsi que celle liée à l’imperméabilité du sol 

qui ont le plus fort impact sur la diminution du pseudo R2 lorsqu’elles sont retirées. Le pseudo R2 obtenu avec 

l’ensemble des variables étant de 24%. 

 

 
Tableau 61 - Première étape de la procédure backward AIC pour le modèle GLM Gamma - taux de destruction fluvial 
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On obtient pour finir les indicateurs de performance ci-dessous, notons que le coefficient de Spearman est 

meilleur que pour le risque pluvial, vu qu’il atteint quasiment les 50%. Il apparait également que l’on semble 

surestimer encore une fois la charge totale de près de 50% en moyenne sur les dix itérations de validation 

croisée. 

 

 
Tableau 62 - Résultats des indicateurs de performance sur le modèle GLM Gamma optimal - taux de destruction fluvial 

b. Résultats de la régression Bêta 

 

En appliquant une régression Bêta à nos taux de destruction il apparait que la variable nombre d’étages et que les 

portefeuilles 1,2,3,5,7 et 8 ne sont pas significatifs au seuil de 5% selon le test de Wald.  

 

 
Tableau 63 - Résultats du GLM Bêta sur les taux de destruction du risque fluvial 

Le résultat se confirme avec l’algorithme descendant vu que le retrait de la variable nombre d’étages de notre 

modèle permet de faire diminuer l’AIC. On décide donc de retirer cette variable pour ce modèle. Le processus 

s’arrête au bout de l’étape 1 étant donné qu’aucun autre retrait de variable ne permet de faire diminuer l’AIC par 

la suite. 

 

 
Tableau 64 - Résumé de la procédure backward AIC pour la régression Bêta – taux de destruction risque fluvial 

Si la corrélation de Spearman est globalement similaire à ce qu’on a pu trouver pour le GLM gamma, il apparait 

que la différence entre l’AAL totale observée et modélisée est près de 1,5 fois supérieure selon la validation croisée 

ce qui fait une différence beaucoup trop importante pour notre étude. De plus, on obtient également un RMSE 

supérieur à ce qui a été obtenu pour le GLM gamma. 
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Tableau 65 - Résultats des indicateurs de performance sur le modèle GLM Bêta optimal - taux de destruction fluvial 

c. Résultats du XGBoost 

 

Concernant le boosting de gradient, il apparait selon l’élimination récursive de variable que l’optimisation du 

RMSE est obtenu en retirant une majorité des variables et en conservant uniquement la variable distance à la rivière 

ainsi que distance à la rivière large, qui est la dernière variable restante à l’issue de l’algorithme. Cette sélection de 

variables permet d’améliorer significativement le RMSE, passant en effet de 0.001448 avec l’ensemble des 

variables à 0.001328 en ne sélectionnant que les deux variables en question.  

 

 
Tableau 66 - Algorithme de Recursive Feature Elimination appliqué sur le XGBoost risque fluvial 

En choisissant un nombre d’itérations de 50, une profondeur maximale d’arbre de 4 et un taux d’apprentissage de 

0.3, cela permet d’améliorer davantage le RMSE. On décide donc de sélectionner ce jeu de paramètres malgré une 

légère dégradation au niveau du score d’AAL qui passe de 68 à 76%. 

 

 
Tableau 67 - Recherche des meilleurs paramètres pour le XGBoost risque fluvial 
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Cette fois-ci, il semble que l’on sous-estime la charge globale sur la base de test, avec en effet une charge 

annuelle moyenne inférieure de 40% à ce qui est calculé par notre modélisateur.  

 

 
Tableau 68 - Résultats des indicateurs de performance sur le modèle XGBoost risque fluvial 

d. Résultats du Random Forest 

 

Pour finir, on essaye un modèle de forêt aléatoire. La racine de l’erreur quadratique moyenne optimale est de 

0.00129 et est obtenue en conservant l’ensemble des variables. Cela permet également de minimiser le score 

d’AAL égal à environ 60%. 

 

 
Tableau 69 - Algorithme de Recursive Feature Elimination appliqué sur le Random Forest - taux de destruction fluvial 

En optimisant par la suite les paramètres, on arrive à améliorer encore une fois le score de RMSE, qui passe ainsi 

de 0.00129 à 0.00125 avec une profondeur maximale d’arbre égale à 4 et un nombre d’arbres égal à 500. 

 

 
Tableau 70 - Recherche de meilleurs paramètres pour le Random Forest - taux de destruction pluvial 

 

Enfin comme pour le boosting de gradient ce modèle a tendance à sous-estimer la charge globale comme on peut 

le voir sur les résultats sur les données de test. Pour rappel, le score d’AAL par validation croisée est calculé en 

valeur absolue, tandis que celui sur la base de test est calculé sans. Il n’est donc pas incohérent de voir un score 

positif sur la validation croisée et négatif sur les données de test. 

 

 
Tableau 71 - Résultats des indicateurs de performance sur le modèle Random Forest - taux de destruction fluvial 
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Annexe 8 – Impact du changement climatique sur l’ensemble des indicateurs climatiques 

 

On a présenté en partie V, l’évolution de quatre indicateurs de précipitations avec le changement climatique, à 

savoir les précipitations moyennes, le nombre de jours de pluie, le nombre de jours de forte pluie, ainsi que la 

variable « précipitations extrêmes » représentant le quantile à 99% des précipitations quotidiennes. On s’intéressera 

ci-dessous à l’évolution des autres indicateurs, selon la médiane des modèles DRIAS-2020. 

 

 
Tableau 72 - Projections d'évolution des précipitations moyennes les jours pluvieux par région selon le jeu de données DRIAS-

2020 

L’évolution des précipitations moyennes les jours pluvieux est cohérente avec les premières conclusions déduites 

en partie V. Il apparait en effet que si le nombre de jours de pluie va certes diminuer, les précipitations observées 

durant ces jours de pluie seront plus intenses. Comme observé précédemment l’augmentation pour le scénario 

RCP2.6 ne devrait plus évoluer à partir de la période 2041-2070 avec une augmentation se stabilisant à +5%. Le 

constat est différent pour les deux autres scénarios et l’augmentation devrait atteindre les +8% à horizon 2100 pour 

le scénario RCP4.5 et +12% à horizon 2100 pour le scénario RCP8.5. Le sud de la France, avec les régions Corse, 

Occitanie et Provence-Alpes-Côte d’Azur, semble moins touché par ces évolutions et notamment pour le scénario 

RCP8.5 pour lequel les évolutions ne dépassent pas la barre des +10% d’ici 2100.  

 

 
Tableau 73 - Projections d'évolution des précipitations intenses (quantile à 90%) par région selon le jeu de données DRIAS-2020 

L’augmentation du quantile à 90% est beaucoup moins nette que pour le quantile à 99%. L’augmentation sur 

l’ensemble du territoire sera plus importante pour le scénario RCP2.6 que pour le scénario RCP8.5, notamment dû 

au fait que le nombre de jours de pluie devrait davantage diminuer pour ce dernier scénario, le quantile à 90% est 

donc impacté par ce résultat. De plus, il apparait que pour les scénarios les plus pessimistes la variabilité 

d’évolution entre les régions est beaucoup plus importante, avec des évolutions allant de -21 à +12% d’ici 2100 

pour le scénario le plus pessimiste. 
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Tableau 74 - Projections d'évolution de l’indicateur « fraction des précipitations quotidiennes intenses » par région selon le jeu 

de données DRIAS-2020 

La fraction des précipitations quotidiennes intenses désigne la part que représentent les précipitations supérieures 

au quantile à 90% sur le total des précipitations. Cet indicateur est notamment particulièrement élevé dans le sud 

de la France. L’évolution semble uniforme entre les territoires et devrait augmenter de +3% à horizon 2100 pour 

le scénario RCP4.5 et de +8% pour le scénario RCP8.5, signe que les précipitations intenses devraient représenter 

une part de plus en plus importante sur le total des précipitations.  

 

 
Tableau 75 - Projections d'évolution du nombre maximum de jours pluvieux consécutifs par région selon le jeu de données 

DRIAS-2020 

Le nombre maximum de jours pluvieux consécutifs semble globalement stagner avec le changement climatique 

avec une légère hausse de +4% pour le scénario RCP2.6 d’ici 2100, de +1% pour le RCP4.5 et une légère baisse 

de -2% pour le scénario RCP8.5. 

 

 
Tableau 76 - Projections d'évolution des périodes de sécheresse (nombre maximum de jours sans pluie) par région selon le jeu de 

données DRIAS-2020 

L’indicateur des périodes de sécheresse, calculé à partir du nombre maximum de jours sans pluie, devrait 

significativement augmenter avec le changement climatique. L’augmentation est particulièrement importante pour 

le scénario RCP8.5 entre la période 2041-2070 et 2071-2100 avec un passage de +8 à +22%. Pour le scénario 

RCP2.6, on devrait retrouver un retour à la normale à horizon 2100 avec un passage de +4% sur la période 2041-

2070 à +1% sur la période 2071-2100. 


